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Résumé

L’estimation des relations de dépendance entre variables est généralement déterminée a par-
tir de modeles probabilistes. Cependant, ces modeles sont souvent inadaptés aux données
définies de fagon imprécise ou lors de la prise en compte d’informations non numériques,
comme le jugement d’un expert. La théorie des ensembles flous et la théorie des croyances
permettent au contraire de tenir compte de ces imperfections.

Nous avons d’abord proposé un systeme neuro-flou pour la reconstruction de données man-
quantes. Le principe est d’utiliser une base de regles floues construites a partir des relations
entre les composantes des vecteurs d’un ensemble d’apprentissage. Notre méthode permet
d’estimer toutes les variables manquantes d’un vecteur dans un seul modele, quel que soit
le nombre de variables disponibles. Nous ’avons appliquée a des données environnemen-
tales, dans le cadre du projet européen EM?S. Une comparaison avec certaines approches
probabilistes a été étudiée.

Ensuite, nous avons proposé une méthode de régression généralisée basée sur la théorie
des croyances. L’information apportée par chaque élément de 1’ensemble d’apprentissage est
représentée par une structure de croyance définie par la sortie associée au vecteur d’ap-
prentissage et par la distance au vecteur étudié. Cette approche permet une caractérisation
de différents types d’incertitudes sur la sortie. Pour optimiser les performances du modele,
un critere d’erreur entre deux structures de croyance a été défini, généralisant une distance
classique entre intervalles réels. Afin de diminuer le temps de calcul pour "obtention de la
structure finale, deux types de méthodes ont été développés. L'un d’eux consiste simple-
ment a résumer l'information par classification de I’ensemble d’apprentissage. [’autre repose
sur 'approximation des structures de croyance par classification hiérarchique des éléments
focaux ou par optimisation de criteres d’information.

Mots-clés:

données manquantes, données imprécises, données incertaines, théorie des croyances, théorie
de Dempster-Shafer, fonctions de croyance, approximation, systémes flous, systémes neuro-
flous, régression non-paramétrique, mesures d’incertitude, fusion de données, surveillance de
[’environnement.






Abstract

The estimation of dependence relationships between variables is generally performed using
probabilistic models. However, these models are not adapted to imprecise data and they can-
not easily take into account symbolic information such as experts opinions. On the contrary,
fuzzy set theory and evidence theory allow to integrate these kinds of uncertainties.

First, we have proposed a neuro-fuzzy system for missing data reconstruction. The principle
of this system is to use a collection of fuzzy rules defined from relationships between the
components of training set vectors. In this method, all the missing variables of a vector are
estimated using a single model, whatever the number of available variables. We have applied
it to environmental data, in the framework of the European project EM?*S. A comparison
with some probabilistic approaches has been studied.

Then, a generalized regression method based on evidence theory had been proposed. The
information provided by each element of the training set is represented by a belief structure
defined from the output associated to the training vector and the distance to the studied
vector. This approach allows to characterize different kinds of uncertainties related to the
output. In order to optimize the performances of the model, an error criterion between two
belief structures has been defined. This criterion generalizes a classical distance between real
numbers, intervals, and fuzzy numbers. Finally, we have focused on the problem of decreasing
computation time to obtain the final structure. Two ways have been explored. The first one
consists in summarizing the available information by making a classification of the training
set. The principle of the second one is to approximate the belief structures by a hierarchical
classification of the focal elements or by optimization of information criteria.

Keywords:

missing data, imprecise data, uncertain data, evidence theory, Dempster-Shafer theory, be-
lief functions, approximation, fuzzy systems, neuro-fuzzy systems, non-parametric regression,
uncertainty, data fusion, environmental monitoring.
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Introduction

L’augmentation continue de la capacité de stockage informatique des données a permis d’ac-
quérir une quantité d’information de plus en plus importante. Les outils de collecte se sont
spécialisés, les instruments de mesure se sont affinés, les données recueillies sont devenues
plus complexes et porteuses d’'une information plus riche. Le traitement de cette information
a donné naissance a de nombreux modeles, en vue d’applications diverses. L’estimation des
relations de dépendance [159] entre deux groupes de variables @ et y d’un objet! constitue
un des aspects essentiels de ces applications et couvre des disciplines diverses telles que 1’es-
timation fonctionnelle [13], la théorie de 'apprentissage [15] ou I'identification de systemes
[143]. L’objectif commun est d’estimer les variables y, sorties du systeme, par une « quantité
raisonnable », en tenant compte des entrées & correspondantes, des connaissances disponibles
sur le systeme et d’une base de vecteurs d’apprentissage (&, y;).

Estimation dans un environnement incertain

Dans une application réelle, les connaissances dont on dispose sont en général imparfaites.
Ces imperfections peuvent prendre des formes tres variées. Les informations sur le systeme
peuvent étre peu nombreuses, parcellaires, contradictoires et certaines variables pertinentes
sont souvent ponctuellement manqguantes ou peu fiables. Les causes de ces imperfections sont
multiples. L’obtention méme des informations constitue une des sources d’incertitude. L’ac-
quisition des connaissances, au moyen de capteurs ou d’experts humains, est généralement
sujette a des erreurs ou des imprécisions. La représentation, le codage des phénomenes obser-
vés, qu’ils soient numériques, linguistiques ou logiques entrainent nécessairement une perte
d’information.

La terminologie adoptée par Dubois et Prade [40] permet de distinguer clairement les notions
voisines d’incertitude et d’imprécision. Une information quelconque sur la caractéristique
d’un objet, d'un individu ou d’un phénomene donné peut étre représentée par deux éléments :
une valeur ou un ensemble de valeurs associé a 1'objet et la confiance dans 'information
délivrée.

On peut ainsi considérer deux types fondamentaux d’imperfections (cf.[16, 83, 40]):

— P'imprécision sur la valeur d’une donnée,

— P’incertitude de I'information.

1. On notera en gras les vecteurs multidimensionnels.
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L’imprécision est donc relative au contenu de I'information, tandis que I'incertitude corres-
pond au jugement, a la croyance en la véracité de cette information. Considérons la proposi-
tion suivante: « Il est certain qu’il fera chaud demain. ». Ici, la variable est la température,
la valeur est représentée de maniere imprécise par ’expression linguistique: « chaud ». En
revanche, il n’y a aucune mise en doute de la proposition. Au contraire, la proposition « Il
fera probablement 25°C' demain. » est incertaine, mais la valeur fournie est précise.

Imprécision des données

La connaissance que I’on possede des données @ et y peut étre tres imparfaite et difficilement
représentée directement sous forme de valeurs réelles. Si les informations sont délivrées par
des experts, ils ne fourniront sans doute pas une valeur numérique précise, mais plutot une
quantité approximative (« environ 25°C' »), un intervalle de valeurs « plus de 20°C' » ou une
expression appartenant au langage naturel (« chaud »). La théorie des ensembles flous [176],
associée a la théorie des possibilités [179], offre un formalisme adapté a ce type d’imprécision.

Le cas particulier important de I'imprécision totale est celui de la donnée manquante. Le
vecteur d’entrée @ peut étre incomplet. Un expert est sans opinion sur les valeurs de certaines
de ses composantes. Si les valeurs sont acquises par des capteurs, ceux-ci sont en panne. Si
les données sont collectées par sondage, il s’agit de « non-réponse » a certaines questions.
Dans ces conditions, on peut envisager de reconstruire ces valeurs manquantes a 1’aide de la
base d’apprentissage avant d’estimer y.

Incertitude d’une proposition

L’incertitude peut provenir du manque de fiabilité de la source d’information. Elle peut
également étre générée par le conflit entre plusieurs sources. Supposons que 1'on dispose
de deux capteurs de la variable « température ». Chacun des capteurs fournit une valeur
numérique pour cette variable: 24°C' et 26°C'. La variable est donc entachée d’une incertitude
entre deux valeurs conflictuelles.

Le concept d’incertitude, définie en tant qu’information déficiente, a été longtemps intime-
ment lié, depuis le XVII€siecle, a la théorie des probabilités. Depuis les années 1960, plusieurs
théories mathématiques, dont la théorie des croyances [28, 130] et la théorie des probabilités
imprécises [163], ont apporté un cadre plus souple et un formalisme plus général de repré-
sentation de 'incertitude. En particulier, I'ignorance, cas extréme de I'incertitude totale, est
mieux prise en compte par ces deux théories.

Modélisation probabiliste

Les techniques statistiques d’estimation fonctionnelle supposent que I’ensemble d’apprentis-
sage est composé de données (@, y) fiables, completes, bien connues. Les modeles statistiques
définissent des relations fonctionnelles précises entre les variables d’entrée et de sortie. L’er-
reur de mesure, la déviation entre la prédiction définie par le modele et la véritable valeur est
caractérisée par une variable aléatoire. En général, le principe consiste a sélectionner parmi
une classe de fonctions de @ du systeme considéré, celle qui « s’adapte le mieux » a y selon
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un critere déterminé. Le choix du critere et de la classe conduisent a différentes méthodes
d’approximation fonctionnelle.

Les modeles probabilistes sont capables de faire face a certaines perturbations ou erreurs qui
entachent ponctuellement certaines caractéristiques. Par exemple, dans le cas de données
qualifiées d’ « aberrantes », il existe des estimateurs robustes [91], tenant compte de ces
données qui s’écartent de la fraction dominante de I’échantillon.

Certaines méthodes, comme les arbres de régression [17] s’adaptent a I'existence de compo-
santes manquantes d’un vecteur, mais elles sont plutot rares.

Approche floue

La théorie des possibilités, jointe aux concepts de la théorie des ensembles flous, permet
la manipulation d’objets et quantités aux contours imprécis, comme les intervalles ou les
quantités floues. Deux types principaux de méthodes sont capables d’intégrer ces quantités
dans des modeles de régression : il s’agit des systemes flous [150, 78] et de la régression floue
ou par intervalles [151, 39].

Le principe des systemes flous est d’exploiter une base de regles du type « Si... Alors »,
définissant des relations imprécises entre les variables. Deux types principaux de modeles
peuvent étre utilisés. Dans le modele de Mamdani-Zadeh [103], les entrées @ et les sorties y
peuvent étre définies de facon imprécise. Dans le modele de Takagi-Sugeno [150], seules les
entrées sont imprécises.

Les méthodes de régression floue visent a chercher une relation fonctionnelle de type floue
entre des variables, qui elles-mémes peuvent étre précises ou floues. Un premier type de
méthodes, les techniques possibilistes, définit de nouveaux estimateurs en utilisant un for-
malisme emprunté a la théorie des possibilités. La plupart de ces méthodes [151] peuvent
se ramener a un probleme de programmation linéaire. [’avantage essentiel de ces méthodes
est de fournir des informations pertinentes méme pour un petit nombre de données. Une
deuxieme catégorie de méthodes est basée sur 'extension aux données imprécises de type
intervalle ou flou, d’un critere d’erreur entre nombres réels [38, 39]. Le principal avantage de
ces techniques par rapport aux précédentes est qu’il est possible d’estimer la précision des
modeles.

Modélisation par la théorie des croyances

La théorie des croyances [130, 142] permet de combiner les connaissances diverses, ou la
croyance, que 'on possede d’un phénomene a partir de différentes sources, de maniere plus
souple que le formalisme probabiliste. En particulier, certains types d’imperfections, comme
I'incertitude totale, sont mal représentés par la théorie des probabilités. Dans le cas de don-
nées a la fois imprécises et multi-valuées, un formalisme tres général, combinant la théorie
de croyances et la théorie des ensembles flous, permet de représenter ces deux types d’incer-
titude.

La théorie des croyances a été appliquée par Denceux [31, 30] en discrimination. Mais peu
de travaux ont été menés dans le cas ou I'ensemble de référence est continu.
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Contributions de la these

Dans ce mémoire, nous nous sommes particulierement attachés a ’estimation de variables ex-
b

plicatives dans un contexte ou les informations globales disponibles peuvent étre imprécises,

disparates ou incertaines. Cette these comporte deux parties distinctes.

La premiere, orientée sur un probleme particulier d’estimation, le traitement de données
manquantes, est motivée par la participation au projet européen EM?S ( Environmental Mo-
nitoring and Management System)?. Dans le cas oti, ponctuellement, les entrées du systeme
ne sont elles-mémes pas disponibles ou mal spécifiées, nous avons proposé de reconstruire
ces données manquantes. Nous avons proposé une méthode originale, basée sur un systeme
neuro-flou. Le principe est d’utiliser une base de regles construites a partir des relations
entre les composantes des vecteurs de ’ensemble d’apprentissage. Ce systeme peut se voir
comme un réseau de neurones auto-associatif, c’est-a-dire dont les entrées et les sorties sont
les mémes vecteurs. L’intérét essentiel de cette méthode est de pouvoir estimer toutes les
variables manquantes d’un vecteur dans un méme modele, quel que soit le nombre de va-
riables disponibles. Cependant, les systemes flous ne permettent pas de traiter tous les types
d’incertitude de facon satisfaisante.

Dans la deuxieme partie de la these, nous avons proposé une nouvelle méthode de régres-
sion généralisée basée sur la théorie des croyances. Les fonctions de croyance permettent de
définir des degrés de confiance sur les éléments de I’ensemble d’apprentissage. L’ information
apportée par chaque élément @; est représentée sous la forme d’une structure de croyance
qui repose sur deux composantes, la proximité de deux vecteurs observés @ et @;, et I'infor-
mation a priori fournie par le vecteur x;. Cette information a priori peut étre un nombre
réel, comme dans le cas probabiliste, un intervalle ou un ensemble flou, comme dans le cas
des systemes flous, ou une structure de croyance, éventuellement floue. La définition tres
générale de structures de croyance floues m; permet de généraliser les résultats obtenus dans
la premiere partie. Ainsi, cette approche répond a deux objectifs principaux:

— la gestion des données imprécises (les éléments focaux peuvent étre des intervalles,
voire des ensembles flous).

— la représentation claire des différents types d’imperfection dans un objectif ultérieur
d’aide a la décision ou de fusion d’informations.

Un aspect essentiel de la méthode concerne 'identification du modele. La sortie estimée
correspondant au vecteur & est définie sous la forme d’une structure de croyance. Afin de
permettre "apprentissage du modele, nous avons défini un critere d’erreur entre deux struc-
tures de croyance, généralisant le critere d’erreur quadratique classique, dans le cas ou les
données de ’ensemble d’apprentissage sont des nombres réels. Ce critere est construit comme
I’extension d’une distance entre intervalles réels [183].

Un deuxieme aspect largement développé concerne la diminution du temps de calcul pour
I’obtention de la structure estimée. Différentes approches sont proposées. L'une d’elle, spé-
cifique a notre méthode, repose sur ’approximation des structures de croyance par classifi-
cation de leurs éléments focaux.

2. Projet Esprit 22442 EM?S : « Environmental Monitoring and Management System ». Partenaires : Com-
putas (Norvege), CNRS (France), Danfoss (Danemark), Hitec (Norvége), Suez-Lyonnaise-des-eaux (France),
VKI (Danemark).
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Enfin, pour chacun de nos deux modeles, nous nous sommes efforcés de comparer nos résultats
avec ceux de méthodes de régression classiques.

Plan du mémoire

Ce mémoire est donc divisé en deux parties distinctes, I’'une consacrée a la modélisation par
les systemes flous (chapitre 1 et 2), 'autre, a Iapplication de la théorie des croyances en
régression (chapitre 3, 4 et 5).

Dans le chapitre 1, nous étudions en détail le mécanisme des systemes flous. Nous tentons en-
suite de clarifier les différentes catégories de systemes neuro-flous. Le chapitre 2 est consacré
a ’estimation de données manquantes a ’aide de notre méthode neuro-floue. La reconstruc-
tion des données réelles environnementales du projet EM?2S est proposée comme exemple
d’application.

Le chapitre 3 est une introduction a la théorie des croyances. Nous développons particuliere-
ment ’extension de la théorie aux ensembles de référence continus et a ’existence d’éléments
focaux flous. Dans les chapitres 4 et 5, nous développons notre méthode de régression. Le
chapitre 4, plus général, est consacré aux fondements de la méthode et a l'identification
du modele. Nous comparons notre méthode a certaines techniques de régression classiques
ainsi qu’aux systemes flous. Le chapitre 5 est plus particulierement dédié aux aspects pra-
tiques. Nous détaillons les diverses techniques de simplification envisagées et nous proposons
quelques simulations et exemples réels afin d’illustrer les différents points de notre méthode.

En outre, dans les annexes A et B, nous avons proposé deux études bibliographiques por-
tant sur les principales méthodes d’estimation fonctionnelle et de traitement de données
manquantes.
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Chapitre 1

Systemes flous et neuro-flous

1.1 Introduction

Le manque de souplesse des techniques quantitatives traditionnelles dans la description de
phénomenes a amené a définir une maniere plus flexible de modéliser un systeme. Afin de
modéliser le raisonnement humain a ’aide de valeurs linguistiques floues plutét que réelles,
Zadeh a proposé de développer une nouvelle classe de systemes appelés systemes flous [177].
Les systemes flous étendent la définition des systemes classiques en fournissant une repré-
sentation des éléments essentiels d'un systeme a ’aide de la théorie des ensembles flous.
L’utilisation d’ensembles flous permet de représenter des informations imprécises, comme
des valeurs approximatives (« environ 2 heures »), des limites mal définies (« ’appartement
est grand ») ou des situations intermédiaires entre deux états (« il fait presque jour »). L'uti-
lisation conjointe des méthodes connexionistes et floues dans des systemes hybrides permet
de tirer avantage des capacités des unes et des autres: faculté d’apprentissage des techniques
neuronales, lisibilité et facilité de manipulation des objets dans les techniques floues. Dans
ce chapitre, nous présentons successivement les systemes flous et neuro-flous.

1.2 Systemes d’inférence flous

1.2.1 Théorie des ensembles flous

Dans cette section, nous rappelons brievement des notions et définitions que nous utiliserons
par la suite.

Définitions de base

Soit X un ensemble de référence quelconque. Un sous-ensemble flou F' de A" est représenté par
sa fonction d’appartenance pp, définie de X' dans [0, 1], ou pp(x) indique le degré d’appar-
tenance de x a F'. La notion d’ensemble flou généralise la définition de ’ensemble classique,
dont la fonction d’appartenance est une fonction binaire, a valeurs dans {0, 1}, dite fonction
caractéristique ou indicatrice (cf. figure 1.1). On notera F(X') 'ensemble des sous-ensembles
flous de X'. Dans la suite, on emploiera souvent la méme notation pour ’ensemble et sa
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Degré d’appartenance

I i S
' ", |~ensemble classique

_ensemble flou

X

Fic. 1.1 — Ensemble classique et ensemble flou.

fonction d’appartenance et 1’on notera F'(x) 2 pr(x).

Un ensemble flou F' est normalisé ’il existe au moins un élément x € X’ tel que F(z) = 1.
Le noyau de F', noté Noyau(F), est 'ensemble des éléments dont le degré d’appartenance est

1:
Noyau(F) £ {z € X|F(z) = 1}. (1.1)

La hauteur d’'un ensemble flou F', notée h(F'), est la borne supérieure des degrés d’apparte-
nance parmi les éléments de F'. Ainsi,

h(F) = sup F(x). (1.2)

reX

Le support de F' € F(X), noté supp(F'), est 'ensemble classique de X’ dont les éléments ont
un degré d’appartenance a F' non nul.

supp(F) = {z € X|F(z) > 0}. (1.3)

L’a-coupe de F', notée F,, a € [0, 1], est le sous-ensemble classique de X constitué de tous
les éléments de X' pour lesquels F(x) > a:

F, 2 {x € X|F(z) > a}. (1.4)
On définit de méme I'a-coupe stricte I,y :
Foi 2 {x € X|F(z) > a}. (1.5)

Le noyau et le support sont donc des coupes particulieres d’un ensemble flou: Noyau(F') = Fy
et Supp(F) = Fyy. Ces notions sont illustrées dans la figure 1.2.

Opérations sur les ensembles flous

La plupart des concepts définis sur les ensembles classiques peuvent s’étendre aux ensembles
flous [176]. Les notions d’inclusion et d’égalité ainsi que les principales opérations binaires
(intersection, union) et la complémentation se définissent de la maniere suivante:

Inclusion. Soient A et B € F(X). L'ensemble flou A est inclu dans B (A C B) si:
A(x) < B(x) Vo € X.
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Noyau(A)

Supp(A)

Fic. 1.2 — Caractéristiques d’ensembles flous

Egalité. A et B sont égaux si et seulement si A C Bet BC A.

Complémentation. L ensemble flou F, complément de F' dans X, est tel que :
Vee X, F(z)=1-F(x).
Intersection. L’intersection C = AN B de A et B € F(X) est définie par:
Ve e X, C(x)=min(A(x), B(z)). (1.6)
Union. Lunion D = AU B de A et B € F(X) est définie par:
Ve e X, D(x)=max(A(z), B(x)). (1.7)

Toutes ces définitions généralisent les opérations sur les ensembles ordinaires, mais elles sont
arbitraires et ne sont pas uniques. Fn particulier, on définit deux classes plus larges d’opé-
rateurs, appelées normes triangulaires (ou t-normes, en abrégé), et co-normes triangulaires
(ou t-conormes), généralisant respectivement I'intersection et 'union.

Une t-norme T' est un opérateur binaire de [0, 1] x [0, 1] dans [0, 1] vérifiant quatre conditions:
la commutativité, I’associativité, la monotonie et la neutralité de 1’élément 1.

Une t-conorme S est un opérateur de [0, 1] x [0, 1] dans [0, 1] commutatif, associatif, monotone
et possédant un élément neutre: 0.

D’autres propriétés peuvent étre requises pour les t-normes et co-normes, parmi lesquelles
Iidempotence, qui satisfait la condition: T'(a,a) = a pour tout a € [0, 1]. Les opérateurs min
et max sont les seuls possédant ces cing propriétés. On montre qu’il est toujours possible
de construire une t-conorme S a partir d’une t-norme quelconque T de la facon suivante:
S(a,b) =1-=T(1—a,1—>). Pour cette méme paire (5,7"), on obtient la relation réciproque
T(a,b) =1—S(1 —a,1 —=b). S et T sont alors dites duales. Le tableau 1.1 présente les
t-normes et conormes duales usuelles.

De nombreuses autres classes d’opérateurs binaires d’agrégation ont été définies dans la
littérature, en particulier des opérateurs de type moyenne [168, 172].

Quantités floues

Dans la plupart des applications, les ensembles flous représentent des propriétés de variables
a valeurs dans R. L’univers de référence X' est alors un sous-ensemble de R et les ensembles
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H t - norme ‘ t - conorme H
min(a, b) max(a,b)
produit: @ *b | somme probabiliste: a +b—a b
max(0,a +b—1) somme bornée: min(1, a + b)

TAB. 1.1 — t-normes et t-conormes duales usuelles.

flous sont appelés quantités floues. Ils correspondent a 1’idée de voisinage d’une valeur précise
ou d’intervalles de valeurs aux bornes mal spécifiées.

Quantité floue. Une quantité floue A est un sous-ensemble flou normalisé de R. Une valeur
modale de A est un élément x de R tel que A(x) = 1.

Convexité. Une quantité floue A est convexe si
Ve,ye X Vie[0,1], AQx+(1—XNy) > min(A(x), A(y)).

Si A est convexe, pour tout a € [0,1], 'a-coupe A, est un intervalle fermé de R (p4 est
semi-continue supérieurement).

Intervalle flou Une quantité floue A est un intervalle flou si A est conveze.

Nombre flou. Un intervalle flou A est un nombre flou sl admet une unique valeur modale
et si g est bornée.

Les intervalles flous les plus naturels sont définis par une fonction d’appartenance trapézoi-
dale, paramétrée par 4 constantes {a,b,c,d}, telles que ¢ < b < e < d:

_ d—
Trap(z;a,b,c,d) = max [ min ’ a,l, * ,0 Vo € R.
b—a "d—c

Les nombres flous peuvent par exemple étre définis par une fonction d’appartenance trian-

Tri(x; a,b, ¢) = max (min (:1; —f :1;) ,0) Vo e R,

gulaire,

b—a’ c—b

avec ¢ < b < ¢, ou gaussienne:

2
= (Y} s
g

La figure 1.3 illustre ces trois types de représentation.

Le concept de nombre flou L — R, introduit par Dubois et Prade [41], fournit une représenta-
tion simplifiée pour la manipulation d’intervalles flous. Soient L et R deux fonctions de [0, 0o]
dans [0, 1], dites de référence, semi-continues supérieurement, telles que L(0) = R(0) = 1.

Un nombre flou A, noté (¢, a,b)rr peut étre défini par:

Al) = L<c;x>7 e (1.8)

R(x;c>,six20
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Fic. 1.3 — Fremple de trois classes paramétrées de fonctions d’appartenance représentant
Uexpression linguistique « environ 50 ». A gauche, la fonction d’appartenance trapézoi-
dale Trap(x;20,40,60,80). Au milieu et a droite, respectivement, les fonctions d’appartenance
gaussienne Gauss(x;50,10) et triangulaire Tri(x;30,50,70).

ou les parametres ¢, a et b représentent respectivement le centre et I'imprécision a gauche et
a droite de ce centre et ou L et R sont des fonctions de référence. Les fonctions de référence
les plus fréquemment employées, @ — exp —(|z|?),p > 0, et & — max(0,1 — |z|?),p > 0
donnent lieu respectivement aux nombres flous gaussiens et triangulaires.

Produit Cartésien et relations floues

La description d’un systeme fait généralement intervenir plusieurs ensembles de référence,
relatifs a des variables différentes. Lorsque ces variables ne sont liées par aucune relation, les
ensembles flous définis sur leurs ensembles de définition sont dits non interactifs [16].

Produit Cartésien Soient Ay, Ay, ..., A,, des ensembles flous respectifs des ensembles de
référence X1, Xa, ... X,.. Leur produit Cartésien A = Ay X Ay x...x A,, est un sous-ensemble
flou de Uespace produit X = Xy} x Xy x ... X A, de fonction d’appartenance :

A(l’l,l’g, e 7$7’) = Al(l’l) A Ag(l’g) JANAN Ar(l’r) \V/(l’l,l'g, e ,:1;,,) € X,

ou N\ est une t-norme.
On peut ainsi définir des fonctions d’appartenance multidimensionnelles.

L’ extension cylindrique est un cas particulier de produit Cartésien. Elle permet d’induire une
connaissance sur toutes les composantes d’un espace a partir d’une information sur certaines
d’entre elles seulement.

Extension cylindrique. L extension cylindrique de A € F(X) a X x Y est Uensemble flou
A=A x Y. Ainsi, A'(x,y) = A(x) pour tout (x,y) € X x ).
La figure 1.4 représente le produit Cartésien de deux ensembles flous gaussiens ainsi que

I’extension cylindrique d’un nombre flou gaussien. L’opération réciproque est la projection.

Projection. La projection de A € X x Y sur X, noté Projy(A) est 'ensemble flou Ax € X
défini par: Ax(x) = VyeyA(x,y), ot V est une t-conorme.

Relation floue. Une relation floue R entre deux ensembles X et Y est définie comme un

sous-ensemble flou du produit Cartésien X x Y : R € F(X x )).

Le produit Cartésien est donc une relation floue particuliere. Divers types de relations floues
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Fic. 1.4 — A gauche : produit Cartésien de deux nombres flous gaussiens. A droite : ex-
tension cylindrique d’un nombre flou gaussien dans R2.

peuvent étre définis, entre deux univers X et ), comme par exemple:

— « x est proche de y »: R(z,y) = exp(—(z —y)?), V(z,y)e X =Y =R,

— « si x est grand, y est petit »,

la deuxieme expression étant a la base des systemes flous.

Les relations floues étant des cas particuliers d’ensembles flous, toutes les propriétés et dé-
finitions concernant les ensembles flous leur sont donc applicables. Ainsi, on peut définir la
hauteur, le noyau ou le support d’une relation floue.

Principe d’extension et arithmétique floue

Le principe d’extension définit des relations fonctionnelles entre les ensembles flous. Soit
f X —— Y une application quelconque. Le principe d’extension élargit la définition de f
aux ensembles flous. On définit ainsi la fonction ¢ : F(X') — F(Y), telle que, pour tout
A=A x... XA €X,B=¢(A), avec

sinon.

Wy € V., B(y):{ (S)UP{wGXIf(w)=y}A(x) si f(y) £ 0 "

ot f~! est la fonction réciproque de f. Si f est bijective, la détermination de B devient
simplement: B(y) = A(f~!(y)) VYye€ V.
En particulier, si V est une opération arithmétique binaire, C' = AVB, A, B € X, est défini
par:

C(z)= sup A(x)A B(y).

(z,y)|zVy=2

L’addition et la soustraction de nombres flous de méme type LL sont également des nombres
flous de type LL [41]. La multiplication et I’addition de deux nombres triangulaires est
illustrée en figure 1.5.
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Fic. 1.5 — Addition (=) et multiplication (-) de 2 nombres flous triangulaires: A =
Tri(x;0,1,2) et B=Tri(z;1,3,5).

1.2.2 Raisonnement approximatif

La théorie des ensembles flous permet la manipulation de concepts vagues ou imprécis a
travers la théorie du raisonnement approximatif ou raisonnement flou.

Variable linguistique

L’un des concepts fondamentaux du raisonnement flou est celui de la variable linguistique,
qui est une variable dont les valeurs sont des termes ou expressions appartenant au langage
naturel, par essence imprécis, et sont représentés par des ensembles flous. Formellement, selon
Bouchon-Meunier [16], une variable linguistique peut étre décrite par un triplet (x, X', A,),
ou z est le nom de la variable, X’ son domaine de référence et A,, un ensemble de valeurs lin-
guistiques pouvant étre affectées a x, chacune d’entre elles étant caractérisée par un ensemble

flou de X.

La figure 1.6 présente un exemple de variable linguistique. La variable x est la température
de l'eau d’un lac.

Proposition floue

L’affectation d’une valeur particuliere ' € A, a une variable linguistique = est réalisée a
I’aide d’une proposition floue élémentaire, en utilisant par convention la syntaxe « x est A ».

On peut combiner plusieurs propositions floues élémentaires a 1’aide d’opérateurs binaires
logiques de conjonction, disjonction ou négation, et former ainsi des propositions plus com-
plexes, comme

(:1;1 est A) ou ((:1;2 est B) et (x5 est C)),

ou A, B, C sont trois ensembles flous définis sur les espaces de référence respectifs de trois
variables x1, x4, 3.

La traduction ensembliste d’une proposition floue peut étre réalisée en utilisant les opérateurs
flous définis précédemment en section 1.2.1. La conjonction de deux propositions « = est A »
et « yest B » définit la relation floue ¢ = A x B entre les deux variables = et y. De
fagon similaire, la disjonction de ces deux propositions produit ’ensemble flou D tel que
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F1G. 1.6 — Fzemple de variable linguistique. La température de U'eau d’un lac est décrite (sub-
Jectivement) par 5 valeurs linguistiques {trés froide, froide, moyenne, chaude, trés chaude}
dont on a représenté les fonctions d’appartenance.

D(x,y) = A(x) V B(y). On obtient donc une relation floue globale entre les différentes
variables intervenant dans la proposition.

Dans I'exemple précédent, I’ensemble flou résultant R est défini par:

R(xy, w9, 23) = A(z1) V (B(xg) A C(a3)).

Raisonnement flou

Le raisonnement flou [178] est une procédure d’inférence qui permet de déduire certaines
conclusions a partir de relations fonctionnelles imprécises ou floues. Ce mécanisme constitue
la base de la modélisation par les systemes flous.

Le raisonnement flou généralise le raisonnement élémentaire suivant, issu de la définition
habituelle d’une fonction. Soit une fonction f définissant une relation précise « y = f(x) »
entre deux variables classiques @ € X et y € V. Pour une valeur particuliere de x égale a
a, la relation f nous permet de conclure que y = b = f(a). Si la connaissance de f et de
a est imprécise, le raisonnement n’est plus immédiat. Supposons que la valeur soit définie
par un intervalle A et que la fonction devienne une courbe multivaluée par intervalles F' (cf.
figure 1.7). On construit alors I'extension cylindrique A" de A sur & x Y, puis on cherche
I’intersection GG de A" avec la courbe F. En projetant G' sur Y, on obtient un intervalle B.

On peut étendre cette démarche aux ensembles flous. Soit R une relation floue définie sur
X x ) et A un sous-ensemble flou quelconque de X'. L’objectif est de déterminer le sous-
ensemble flou B de Y, connaissant ’ensemble A, a travers la relation floue K. Pour cela, on
procede aux meémes étapes que précédemment. On construit 'extension cylindrique de A,
A= A x V. Par définition:

Al(x,y) = A(x).

On définit ensuite 'intersection G de A’ et de R:

G(z,y) = A'(x,y) A R(z,y).
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Fia. 1.7 — Déduction de la valeur de sortie d’une fonction pour une entrée selon deux cas
différents. A gauche, Uentrée a et la fonction f sont précises. La sortie induite est donc
précise : b= f(a). A droite, L'entrée est un intervalle A et la fonction F' est a valeur dans
un intervalle. La sortie B est un intervalle, déterminé par la projection de GG sur Uaze des
ordonnées, ou GG est défini comme ['intersection entre lextension cylindrique de A au plan
des deuz variables et la courbe F'.

Enfin, on projette G sur ) pour obtenir la conclusion B. Ainsi,
Bly) = Va(A(2) A Rz, ) (1.10)
Cette formule est connue sous le nom de régle d’inférence compositionnelle et on note
A
B=AoR. (1.11)

La figure 1.8 présente un exemple bidimensionnel de cette regle d’inférence.

On peut remarquer que si R est défini comme le produit Cartésien A x ', alors Ao(Ax () =
C.

L’application du raisonnement flou aux regles floues est I’élément clé des systemes d’inférence
flous que nous allons maintenant aborder.
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FiG. 1.8 — Les étapes de la régle d'inférence compositionnelle. En haut, a gauche : la relation
flove R, définie par le produit de deux fonctions d’appartenance gaussiennes Gauss(x;0,0.5)
et Gauss(y;0,0.7). A droite: Uextension cylindrique A" de U'ensemble flou A, défini par la
fonction Gauss(x;0.8,0.2). En bas, a gauche, Uintersection G de A’ et R. A droite, ensemble
résultant B.

1.2.3 Systeme d’inférence flou

L’une des directions principales dans la théorie des systemes flous est ’approche linguistique.
Celle-ci a été initialement introduite par Zadeh [177], puis développée par de nombreux au-
teurs [149, 76, 155, 114]. Un modéle linguistique ou systeme d’inférence flou, est un systeme
décrit a l'aide de regles du type ST — ALORS utilisant des propositions floues. C’est un
systeme a base de connaissance qui contient des informations vagues, provenant de 1’obser-
vation de phénomenes réels. Les systemes flous ont été appliqués a des domaines tres variés,
comme le controle flou, la classification, la robotique, la reconnaissance des formes ou les
séries temporelles, sous des appellations différentes: les mémoires associatives floues [87], les
modeles flous [150], les systémes experts flous [79] ou les systemes a base de régles floues.
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Dans 'optique de I’estimation fonctionnelle, nous considérerons pour l'instant que les vec-
teurs d’entrée du systeme sont multidimensionnels et la sortie monodimensionnelle (systeme
MISO), sans perte de généralité, puisqu’un systeme a plusieurs sorties peut toujours se dé-
composer en un ensemble de systemes a sortie unique. Soient ® = {xy,...,z,} les variables
d’entrée du systeme appartenant aux ensembles de référence X = A} x ... x X, et y, la
variable de sortie appartenant a ’espace ).

Un systeme d’inférence flou est essentiellement composé de deux blocs fonctionnels différents :

— une base de connaissance constituée d’une base de regles floues et d’une base de données
définissant les fonctions d’appartenance des ensembles flous ;

— un mécanisme d’inférence flou [92] qui détermine la sortie du systeme sous la forme
d’un ensemble flou.

On peut y ajouter deux blocs optionnels (cf. figure 1.9):

— une interface de fuzzification, qui transforme des entrées ponctuelles en ensembles flous,
le cas échéant ;

— une interface de défuzzification, qui transforme la sortie floue en sortie ponctuelle.

Les deux premiers blocs définissent des relations entre les entrées et sorties floues du systeme.

Les entrées du systeme {x1,... ,x,} peuvent étre fixes ou floues. La fuzzification n’est qu’'une
étape technique permettant d’introduire des entrées observées fixes dans le mécanisme de
raisonnement proprement dit en convertissant artificiellement ces entrées en ensembles flous.
Si ces données sont déja définies par des ensembles flous, cette étape est donc inutile. Dans le
cas contraire, la fuzzification dite « singleton » consiste simplement a transformer un élément
fixe xy de X) en un sous-ensemble classique {x1} de X}, noté 7y. C’est ’équivalent d’une loi
de Dirac en théorie des probabilités.

Ce type de fuzzification ne fait pas intervenir I'imprécision éventuelle des données. Une
autre approche, la fuzzification « non singleton », integre I'imprécision ou le bruit da a
I’observation, en représentant l'entrée xp sous la forme d’un ensemble flou quelconque 7y,
comme par exemple un nombre flou gaussien centré en x;*.

Nous allons maintenant détailler les autres composantes du systeme.

Base de regles floues

Une regle linguistique ou régle floue est une proposition floue de la forme « si p alors ¢ »,
utilisant une implication entre deux propositions floues quelconques p et q.

Un systeme flou est basé sur un ensemble de regles floues r; qui définissent des relations
floues entre les variables:

ri: SI (xyest By)...et...(x, est B;,) ALORS (yest D;), (1.12)

1. Cette procédure présente des analogies intéressantes avec des méthodes bayésiennes ot ’'on définit une
distribution de probabilité a priori. Ici, cela revient a définir une distribution de possibilité a priori. Ce qui
peut étre contestable, comme dans le cas bayésien, c’est de définir arbitrairement ces distributions a priori.
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Base de regles floues

F

X
Mécani A
X @ eeanisme Defuzzification ‘ y
(fixe) (floue) d’inférence (floue) (fixe)

Fic. 1.9 — Architecture d’un systéme flou. Les éléments essentiels sont la base de regles et
le mécanisme d’inférence, qui permettent de déterminer la sortie sous forme d’un ensemble
flou. L’interface de fuzzification n’est nécessaire que si les entrées sont fizes. L’interface de
défuzzification permet de définir une sortie fixe.

ou By, ..., B et D; sont des valeurs linguistiques de xy,... , z, et y respectivement. Ce sont
des ensembles flous dont les fonctions d’appartenance définissent les parametres du modele.
Pour chaque zy, Bj; est 'une quelconque des ny valeurs linguistiques différentes caractérisant
la variable et D; est une des J valeurs linguistiques possibles de y. Dans le cas général, les ny
ne sont pas forcément égaux. Le nombre de combinaison total de regles est donc au maximum
de I = J]],_, nx. On peut réécrire le systeme précédent de maniere condensée :

r;: SI @« est B ALORS yest D;, (1.13)

avec B; = B;; X ... B, le produit Cartésien des ensembles flous monodimensionnels. La
proposition « @ est B; » est appelée prémisse ou partie antécédente et la proposition « y
est D; » est la partie conséquente de la regle floue r;. La regle floue étant elle-méme une
proposition, on peut lui associer une relation floue R;.

A chaque regle 1y, il est possible d’associer un niveau de confiance p; € [0,1], qui peut étre
défini par un expert. Si p; = 0, la regle n’est pas pertinente et peut étre supprimée. Afin
d’alléger les notations, nous ne tiendrons pas compte des niveaux de confiance dans le reste
de ce chapitre.

Généralement, le modele défini par I’équation (1.13) peut se simplifier car bon nombre de
regles sont impossibles ou peu probables et ’abondance de regles rend le systeme difficilement
exploitable. Dans la littérature, le nombre de regles est souvent restreint. Le cas particulier
le plus courant est celui des régles binaires: toutes les variables ) et y ont le méme nombre
I de valeurs linguistiques et chaque valeur linguistique B; ou D; est employée pour une seule
regle. On obtient donc uniquement [ regles. La figure 1.10 illustre le cas général et le cas des
regles binaires.

Les exemples de propositions modélisées par des regles floues abondent dans le langage
courant :

— Si la pression est élevée, alors le volume est faible.

— Si la pente est raide, alors la vitesse est faible.
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Fic. 1.10 — Regles floues. A gauche, cas général. Les variables x et y sont décrites res-
pectivement par 3 et 2 valeurs linguistiques, définissant 6 regles et done 6 relations floues.
Les facteurs de confiance p;, entre parentheses, déterminent Uinfluence de R;. A droite, cas
de 9 regles binaires. Les regles floues définissent des relations locales imprécises entre les
variables.

Fonctions d’appartenance.

Dans la base de connaissance, le choix des fonctions d’appartenance des ensembles flous
dépend de l'objectif désiré. Les deux types les plus populaires sont les B-splines et les gaus-
siennes. Les B-splines [14, 19] sont une classe particuliere de polynomes locaux par morceaux
définis par des noeuds, reliés entre eux par des relations de récurrence et présentant un certain
nombre de propriétés intéressantes. Les fonctions d’appartenance gaussiennes sont souvent
utilisées pour ’expression simple de la fonction multivariée:

way:@m{—%@y-sz;%w—cg}, (1.14)

ou X, est une matrice définie positive diagonale (r,r) et ¢; € X. La fonction B; est une
fonction de base radiale et peut étre interprétée comme une mesure de similarité entre @ et
¢;. Un avantage également appréciable est celui de la couverture totale du domaine X', car
supp(B;) = X, ce qui n’est pas le cas des fonctions triangulaires, par exemple. En effet, dans
le cas contraire, pour un @ particulier, atypique, on peut avoir B;(&) = 0 pour tout ¢, ce qui
pose des problemes lors de la défuzzification notamment (cf. section 1.2.3).

Mécanisme d’inférence flou

Le mécanisme d’inférence flou est un mécanisme de décision, généralisant le modus ponens
de la logique classique, qui utilise les regles de la base afin de déterminer les sorties floues I

correspondant aux entrées floues ou fuzzifiées & = (74,...,7,).

A chaque regle r; on peut associer une relation floue R; définie sur le produit Cartésien X' x Y.
Il existe environ une quarantaine de facons différentes d’interpréter 'opération d’implication
[92]. Sinous utilisons les plus fréquemment utilisées, celle de Mamdani [103], ou I'implication
s’interprete comme une opération de conjonction, nous obtenons:

Ri(z,y) = Bi(z) A Di(y), (1.15)
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avec Bij(x) = A, Bir(zr). Les opérations floues d’intersection (« et ») et d’implication
(« si...alors ») sont représentées par la t-norme A.

Les relations floues sont agrégées par un opérateur d’union V, produisant la relation globale
R du systeme:

R(z,y) = \/Ri(w,y). (1.16)

Le probleme d’inférence que 1’on se pose peut se résumer de la fagon suivante:

Fait observé: x estx
Regles floues r;:  si @ est B; alors y' est D;

Conclusion : y est I

Connaissant @ et les regles de la base, comment peut-on en déduire la sortie F'7 Selon la
théorie du raisonnement approximatif (cf. 1.2.2), la sortie F' correspondant a I’entrée fuzzifiée
& est obtenue par la regle d’inférence compositionnelle (cf. équation 1.10 et 1.11). Soit

FF=2oR.

Nous rappelons qu’il s’agit de la projection sur ) de ’ensemble flou G défini par I'intersection
entre R et I'extension cylindrique de & a X' x ).

A partir des équations (1.10) et (1.16), nous obtenons:

VyeY Fly) = \/ @(w)A R(u,y)

ueX

T (1.17)
= \/ [%(u) A \/Ri(u,y)] .

ueX

L’opérateur o étant distributif par rapport a V, nous en déduisons, successivement, d’apres
I’équation (1.15):

Vyey Fly) = \/ @) A Ri(u,y)]

zlu

- \/ V [/\wkuk)]/\

1=1 Up,e.. Uy

r

/\ Bir(ug) A Di(y)

k=1

(1.18)

L’opérateur A étant commutatif, nous avons:

Vyedl Fl(y \:I/{/\

k=1

V (Bi (i) A &(ur))

Uk

A Di(y)} (1.19)

Ainsi,  F(y)=\/ 7 A Di(y). (1.20)

=1
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Mamdani - Zadeh Mamdani - Zadeh

Fi1G. 1.11 = Mécanisme d’inférence dit de Mamdani (régle d’inférence maz-min). A gauche,
les entrées sont fizes. A droite, les entrées sont floues.

ot 7;, appelé degré de déclenchement de la régle r;, est défini a partir des degrés de possibilité?
de B;. sachant z:

\/ (Bix(ux) A :Z'k(uk))] : (1.21)

Uk

7= /\ Poss(Bix|Tr) = /\
k=1

k

Dans le cas de la fuzzification «singleton», les entrées sont des valeurs réelles, I’ensemble ¢
est égal a R et I est donc la projection de R sur &'. Le seuil de déclenchement 7; est alors

égal a B;(x).
Le cas particulier ou la t-norme et la t-conorme utilisées sont les opérateurs min et max cor-

respond a la regle proposée initialement par Mamdani. En résumé, la mécanisme d’inférence
peut étre divisé en trois étapes.

1. Pour chaque regle r;, calcul du degré de déclenchement 7.
2. Pour chaque regle r;, calcul de la sortie floue correspondante, F; = 7, A D;.

3. Agrégation des regles: F' =V, [].

La figure 1.11 illustre ce mécanisme dans le cas des entrées floues et fixes.

Défuzzification

Dans la plupart des applications, on est intéressé par une sortie ponctuelle ¥ du systeme.
Pour cela, on peut procéder a une étape de « défuzzification » de la sortie floue F. La
défuzzification est une application de F()) dans Y, qui permet de sélectionner la valeur la
plus représentative de [’ dans un certain sens. Il existe la encore de nombreuses techniques
[19, 92, 78]. La méthode la plus courante et qui offre de notre point de vue les propriétés les

2. Soient deux ensembles flous A et B € F(X). Par définition, la possibilité de A sachant B est la quantité
Poss(A|B) = Vyex A(z) A B(®). Elle mesure le degré maximal avec lequel un élément de X' peut appartenir
a Aet B.
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plus intéressantes (cf. [92]) est celle du Centre de Gravité, qui définit la valeur défuzzifiée y;.
de F' de la fagon suivante:

A fy wF(u)du

Y T (1.22)

si ’ensemble de référence ) est continu. On choisit alors ¥ = yi.

Si 'on s’intéresse a 'estimation de la sortie y par y, I'utilisation des opérateurs maz et min
n’est pas toujours conseillée, car ces opérateurs ne sont pas dérivables en tout point et rendent
la tache d’optimisation des parametres du systeme délicate. Il est préférable d’employer par

exemple le produit comme opérateur d’implication et d’intersection et la somme comme

opérateur disjonctif, bien que ce dernier opérateur ne soit pas une t-conorme®.

On suppose ici que les entrées sont fives. Les expressions de 7; (équation 1.21), de F' (équation
1.20) et de y deviennent alors, en fonction de I'entrée @« :

() = H Bir(xy), (1.23)

Fly) = _m(@)Dily), (1.24)

S @)y, Jy Di(w)du
> mi(®) [y Di(w)du

ol yp,. est le centre de gravité de D;. Ainsi la valeur () est la moyenne pondérée du centre de

y(e) = (1.25)

gravité des ensembles flous de la partie conséquente, dont les poids dépendent de I'influence

des regles sur @. La fonction y appartient a la classe des fonctions de base généralisées (cf.
section 1.2.5).

Cette méthode est appelée « méthode de raisonnement flou simplifié » [172], car elle permet de
formuler analytiquement la relation entre les entrées et la sortie du systeme. Le modele peut
ainsi étre vu comme un réseau de neurones (cf. figure 1.12). Cette méthode de raisonnement
simplifié offre la possibilité d’un apprentissage du systeme flou (cf. section 1.3).

1.2.4 Modeles flous de Takagi-Sugeno

Takagi et al. [150] ont développé un modele hybride dont les regles sont constituées de la
fagon suivante:

ri: Sl @est B; ALORS y= fi(e), (1.26)

ou les f; sont des fonctions de X dans ). La partie antécédente de la regle r; est une proposi-
tion floue comme précédemment mais la partie conséquente est un modele local conventionnel

3. L’inconvénient est qu’on peut obtenir un ensemble résultant F' d’une hauteur h(F) > 1 difficilement
interprétable. D’autres opérateurs sont envisageables, comme la t-conorme duale du produit, la somme
bornée, mais elle est également non dérivable en tout point, ou des opérateurs de type moyenne, mais ils ne
sont pas associatifs.
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Fic. 1.12 — Représentation neuronale d’un systéme flou. Les premiéres couches calculent les
degrés de déclenchement des regles 1;. La couche suivante combine les regles et normalise
les 7;. La derniere couche calcule la sortie finale 7.

utilisé pour "approximation de la sortie du systeme dans la région de 'espace représentée
par B;.

Si l'on utilise la méthode d’inférence somme - produit comme précédemment, la sortie ponc-
tuelle du systeme est alors:

Y Bi@) fi(2)
ylz) = S Biz) (1.27)

La sortie finale est la moyenne de la sortie correspondant a la regle r;, pondérée par le
degré de déclenchement normalisé de la regle. Des méthodes d’estimation locales basées sur

cette équation ont été proposées par plusieurs auteurs [77, 108, 109] selon la forme de f;.
Puisqu’il s’agit d’approximations locales, les fonctions f; sont souvent tres simples, linéaires
ou polynomiales, voire constantes. Cette approche, fréquente en modélisation de systemes,
suppose que la dynamique est différente mais polynomiale selon les régions de 'espace. Le
modele présente certaines analogies avec la régression polynomiale par morceaux (cf. annexe

A).

1.2.5 Equivalence fonctionnelle entre systemes flous et réseaux de
neurones

[expression fonctionnelle obtenue par les deux principaux types de systemes flous (de Mam-
dani et de Takagi-Sugeno) permet de les comparer a des techniques conventionnelles comme
les fonctions de base généralisées. Cette vaste classe de modeles contient une grande partie
des régresseurs décrits dans 'annexe A, comme les estimateurs a noyaux, les arbres de ré-
gression, les modeles polynomiaux et certains types de réseaux de neurones?. Des théoremes,

4. En annexe A, une description des principales méthodes d’estimation fonctionnelle est proposée.
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analyses ou traitements établis pour ces modeles peuvent alors étre directement appliqués
aux systemes flous.

La forme générale de ces régresseurs est la suivante [132]:

I
f(il?,’IU) = Zaihi(w;civzli)v (128)

ot w est le vecteur des parametres, w = [@ C X], a = (a1,... ,a;)7, C = (¢1...cp)T et
3 = (34,...,%;). Chaque parametre a une signification particuliere: a; représente le poids
ou 'amplitude de la fonction de base h;, le vecteur ¢;, la position ou la translation et la
matrice 3;, I’échelle ou la direction.

Or, 'expression de y(&) dans les équations (1.25) et (1.27) peut se réécrire sous la forme pré-
cédente (1.28) et cette fonction fait donc partie de la classe des fonctions de base généralisées.
Elle est alors appelée fonction de base floue [164].

Une forme tres générale de (1.28), appelée produit tensoriel par certains auteurs [19], est
déterminée par la composition de deux classes de fonctions de base plus simples [132]. Nous
allons voir maintenant les liens entre certains systemes flous et ces deux autres classes de
fonctions de base dont les représentants sont les réseaux de neurones les plus fréquemment
utilisés: les fonctions de base radiale et les perceptrons multi-couches.

Fonction de base radiale généralisée

On peut montrer que les fonctions de base radiale sont des modeles locaux d’approximation
fonctionnelle (cf. annexe A, section A.3.3). Pour ces modeles, I'expression de h; peut se
mettre sous la forme:

El‘>

ot |||z, est une norme sur X’ et G; est une fonction de R* dans R. En général, X; est une
matrice semi-définie positive de dimension (r,r). L’exemple le plus fréquent est celui des

hi(®: e, %) = Gi([|lz — e

fonctions de base gaussiennes B; définies par ’équation (1.14).

Ces modeles, qui peuvent se mettre sous la forme d’un réseau de neurones artificiel a 2
couches, la couche intermédiaire contenant les unités cachées ¢; , sont définis comme des Ré-
seauz a Fonction de Base Radiale [105]. Les parametres «; représentent les poids de connexion
entre les unités ¢; et la sortie finale. La quantité ¢;(@) = G2<Ha3 — Ci”&) représente le degré
d’activation de I'unité ¢;. La sortie finale représente alors la somme pondérée des a;, sorties
associées aux unités ¢;, par ces degrés d’activation (cf. figure 1.13). Afin de pallier le faible
recouvrement des fonctions d’appartenance dans certaines régions, on peut normaliser ces
degrés d’activation, ce qui revient a utiliser la fonction de base suivante:

hi(ib; C;, 22) = 792(;13)

2 gi(@)
La sortie devient alors la moyenne pondérée des a; par les degrés d’activation.

Jang [77] et Hunt et al. [72] ont montré I’équivalence fonctionnelle entre les réseaux a fonc-
tions de base gaussiennes normalisées et certains systemes flous de type Takagi-Sugeno sous
certaines conditions. Soit le réseau caractérisé par [ unités cachées ¢; de parametres de
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Fic. 1.13 — Représentation d’un réseau a fonction de base radiale. La premiéere couche calcule
le degré d’activation g;(®) = G2<Ha3 —cngl) de Uunité e;. La deuxieme couche calcule la
sortie finale .

dispersion 3; et les poids a;. Alors, le systeme flou vérifiant les hypotheses suivantes est
équivalent a ce réseau :

1. Le nombre de regles du systeme est le méme que le nombre d’unités I du réseau.

2. Les opérateurs du mécanisme d’inférence sont les mémes que ceux du réseau (le produit
et la somme).

3. Les fonctions f; du systeme flou sont les fonctions constantes égales a a; (cf. équation

(1.27)).

4. Les fonctions d’appartenance multi-dimensionnelles B; des parties antécédentes des
regles sont les fonctions de base (gaussiennes normalisées) h;, de mémes parametres
c;, Y;. C'est en particulier le cas si ¥; est diagonale et si I'opérateur de conjonction est
le produit. Le cas fréquent ou X; = 0,1, permet de limiter le nombre de parametres a
estimer.

On peut étendre la définition de ces réseaux en remplacant la constante a; par une fonction
quelconque, par exemple polynomiale. On obtient alors des réseaux équivalents aux systemes
flous quelconques, de type Takagi-Sugeno.

Perceptrons multi-couches et systemes flous

Les perceptrons a une couche cachée font partie des fonctions de base dont la forme est la
suivante :

hi(ib;ci,bi) = G(Cfﬂ? — bz>

ou b; est ici un scalaire. On peut également montrer I’équivalence fonctionnelle de certains
types de systemes flous et certains perceptrons multi-couches. Etant donné un perceptron
dont les fonctions d’activation sont continues, il existe un systeme flou capable de 1’approcher,
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a un degré de précision quelconque [22]. Réciproquement, on peut toujours construire un
perceptron capable d’approcher un systeme flou a un niveau de précision donné.

Les perceptrons multi-couches étant des approximateurs universels (cf. annexe A), c’est-a-
dire capables d’approcher indéfiniment toute fonction continue d’'un compact de X C R”
dans Y C R, les systemes flous sont de ce fait également des approximateurs universels.

Ces résultats fondamentaux établissant la dualité des systemes flous et des réseaux de neu-
rones ont naturellement amené la définition d’une nouvelle classe de systemes, combinant les
avantages des systemes flous et des réseaux de neurones: les systemes neuro-flous.

1.3 Systemes neuro-flous

1.3.1 Introduction

Les systemes neuro-flous permettent de combiner les avantages de deux techniques com-
plémentaires. Les systemes flous fournissent une bonne représentation des connaissances.
L’intégration de réseaux de neurones au sein de ces systemes améliore leurs performances
grace a la capacité d’apprentissage des réseaux de neurones. Inversement, I'injection de regles
floues dans les réseaux de neurones, souvent critiqués pour leur manque de lisibilité, clarifie
la signification des parametres du réseau et facilite leur initialisation, ce qui représente un
gain de temps de calcul considérable pour leur identification.

De nombreux types de réseaux ou systemes neuro-flous ont été développés ces dernieres
années et leur définition, loin d’étre uniformisée, est parfois ambiguée et confuse. Afin de
clarifier les définitions, nous proposons de répartir cette classe de systemes en trois catégories:
les systemes neuro-flous classiques [77, 78], qui peuvent se voir a la fois comme des réseaux
de neurones et comme des systemes flous conventionnels. Il s’agit de systemes flous auxquels
on incorpore des concepts issus des réseaux de neurones: apprentissage des parametres, ou
des regles. Les réseaux de neurones auxquels on incorpore des concepts issus de la théorie des
ensembles flous (fuzzification des opérations, des poids, des entrées, des sorties) constituent
une deuxieme catégorie. Afin de ne pas les confondre avec les précédents, nous les nommerons
réseaur de neurones fuzzifiés. Enfin, les systemes complexes se décomposent souvent en
plusieurs taches et requierent différentes méthodes pour deux sous-problemes différents. Les
réseaux de neurones et les systemes flous peuvent alors étre utilisés séparément pour résoudre
deux taches différentes en parallele ou successivement. Ces systemes constituent une troisieme
catégorie. Dans la suite, nous ne décrirons que les deux premieres catégories: les systemes
neuro-flous classiques et les réseaux de neurones fuzzifiés.

1.3.2 Systemes neuro-flous classiques
Apprentissage des systemes flous

Il n’est pas toujours possible de construire un systeme flou uniquement en traduisant la
connaissance transmise par des experts en termes de regles et de fonctions d’appartenance. En
effet, ce type d’information est souvent incomplet, épisodique et difficile a collecter de maniere
efficace et systématique. Pour remédier a ces problemes d’acquisition et de traduction de
connaissances, quand des données numériques sont disponibles, il est possible d’automatiser
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le systeme, qui devient alors un systeme neuro-flou, a 1’aide de méthodes d’identification.

L’identification d’'un systeme consiste a déterminer, parmi une classe de modeles, celui qui
semble le plus adapté, selon un critere donné, aux relations entre les variables d’entrée et de
sortie du systeme [143]. Dans le cas des systemes neuro-flous définis par I'équation (1.25),
les techniques classiques sont envisageables mais des techniques plus spécifiques, utilisant les
particularités de ces systemes, comme la capacité d’intégration de connaissances a priori,
peuvent étre plus adaptées. On peut faire en particulier la distinction entre les modeles de
type « boite grise », ou la base de regles est fournie par un expert et les modeles de type
« boilte noire » pure, ou la base de regles elle-méme est estimée.

Dans le cas d’un modele de type boite noire, la connaissance du systeme se résume a |’exis-
tence d’un ensemble d’apprentissage T = (®k,yx),k = 1,... , N € X x Y. L’identification
du systeme se décompose alors essentiellement en deux étapes, méme si elles ne sont pas
indépendantes : I'identification de la structure du modele et I’estimation des parametres. Le
modele de type « boite grise » requiert uniquement la deuxieme étape.

Identification de la structure du modele

La structure du modele inclut la détermination des régresseurs x et les relations entre les
variables @ et y, le nombre de regles et la forme des fonctions d’appartenance. A ce stade, on
suppose que les régresseurs ont été convenablement choisis, par exemple a ['aide de tests sta-
tistiques ou de techniques d’analyse des données. La forme des fonctions d’appartenance n’est
pas forcément cruciale (cf. section 1.2.3). On s’intéresse alors essentiellement a la détermina-
tion du nombre optimal de regles. Plusieurs types d’approches sont envisageables [65], parmi
lesquels la classification automatique de I’ensemble d’apprentissage [7] ou les techniques ba-
sées sur des criteres d’erreur de prédiction, comme les techniques de rééchantillonnage, que
I’on a évoquées dans 'annexe A.

Classification automatique

Les méthodes les plus fréquentes reposent sur la classification de I'espace représentant les
données a partir de 'ensemble d’apprentissage. Soit P = {P;,... P;} un ensemble de [
classes partitionnant I'espace X' x ). Ces classes peuvent avoir été obtenues a 1’aide d’un
algorithme quelconque de partitionnement, comme par exemple les centres mobiles [99], ou
les cartes auto-organisatrices [86] (cf. annexe D). Afin de tenir compte du passage progressif
d’une classe a une autre, elles peuvent également étre déterminées par une méthode de
partitionnement flou, comme les centres mobiles flous [11]. Chaque classe P; va permettre de
construire une regle floue r; en tenant compte des relations locales entre variables. Chaque
regle correspond ainsi a une région de ’espace. La détermination du nombre de regles revient
ainsi a choisir le nombre optimal de classes. La sélection du nombre de classes correspond
a un arbitrage entre la précision et la complexité du modele. Un grand nombre de regles
permet une grande précision dans ’estimation de la sortie du systeme mais est cotiteuse en
temps de calcul. Inversement, si le nombre de regles est trop faible, le calcul sera rapide,
mais ’estimation sera de mauvaise qualité.

Différentes variantes sont possibles pour construire les classes. 1l est courant de partition-
ner séparément les espaces X' et ) ou de partitionner uniquement 'espace X’ en classes
{C4,...C1} et d’induire les classes P; sur X x ) en utilisant par exemple une méthode de
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régression [7].

Quant a la sélection du nombre de classes, de nombreux criteres ont été proposés dans le
contexte de la reconnaissance des formes [112]. Placons-nous dans le cas le plus fréquent
consistant a partitionner uniquement X'. Soit ¢; le centre de la classe ;. On désigne par
u; le degré d’appartenance de 1’élément @ de I’ensemble d’apprentissage a la classe €. Ces
criteres sont basés sur les matrices de covariance (floues):

N

.

=) (@ — o)z — )
k=1 Zk Wik

ou des mesures de dispersion intra-classes :

m N
SSW =Y ulles — e (1.29)

i=1 k=1

En particulier, une approche simple mais efficace consiste a considérer le pourcentage d’« iner-
tie expliquée » par la partition, SSW/SST, ot SST est la dispersion totale: SST = >, |j&; —
z|]?, avec & = + Ei\;l T

Ces méthodes déterminent une bonne répartition des prototypes dans I'espace de représen-
tation des données. Cette répartition ne garantit pas une bonne estimation des sorties du
systeme mais elle permet de résumer I'information contenue dans I’ensemble d’apprentissage.
La perte d’information est compensée par une grande lisibilité des regles.

Rééchantillonnage

L’identification de la structure peut se formuler comme un probleme d’estimation fonction-
nelle par un réseau de neurones (cf. annexe A). Elle représente la premiere étape qui consiste
a controler la complexité du modele afin de définir sa taille, ¢’est-a-dire, si on se limite a un
réseau a une couche cachée, le nombre [ d’unités cachées.

On peut alors utiliser des techniques de rééchantillonnage, telles que la validation croisée,
le jackknife ou le bootstrap [48], basées sur la division de I’échantillon en un ensemble de
généralisation et d’apprentissage (cf. annexe A, section A.4).

Nous présentons uniquement une des variantes de la validation croisée, connue sous le nom de
«leave one out». Pour un certain nombre de valeurs de I, on effectue la procédure suivante.
Le point (@, yx) est retiré de I"échantillon et on estime la variable y en @; a 'aide des
N — 1 exemples restants. L’estimateur de y; obtenu étant noté J/C\I(_k)(a:k), on construit alors
le critere de validation croisée suivant :

CV(I) = %Z(yk — 7 (@) (1.30)

La valeur choisie, I, est celle qui minimise ce critere.

Estimation des parametres

Une fois la premiere phase achevée, la taille du modele est déterminée et il ne reste plus
qu’a sélectionner les parametres, représentés par un vecteur w, de I’équation (1.25) ou de
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I’équation (1.27) selon qu’il s’agisse d'un modele de type Mamdani ou Takagi-Sugeno. Ce
vecteur contient les parametres des fonctions d’appartenance des ensembles flous B; et D;
dans le cas d’un modele de type Mamdani. Dans le cas d’'un modele de type Takagi-Sugeno,
il contient les parametres de B; ainsi que les coefficients des polynomes f;.

Cette deuxieme phase correspond au probleme classique de l'optimisation des parametres
w d’un réseau de neurones, c’est-a-dire d’une fonction non linéaire w — f(@, w). Etant
donné I'ensemble d’apprentissage, le probleme consiste a ajuster les poids w en minimisant
par rapport a w, 'un des criteres suivants, définis dans ’annexe A : le critere quadratique
empirique (cf. équation A.2),

JN(’IU) = %Z(yk - f(wkvw))27

ou le critere J,e,(w) (cf. équation A.11) si on ajoute un terme de pénalisation. Ceci est un
probleme tres classique de minimisation d’une fonction non linéaire.

Le minimum @ de la fonction de coiit J ne peut étre calculé analytiquement mais a 1’aide
de méthodes itératives, dont la plupart peuvent étre vues comme un cas particulier de la
méthode de Newton et pour lesquelles la convergence vers un minimum local est assurée.

On initialise les parametres a w(0) en utilisant les informations a priori sur le modele. A
I’étape t+1, dans la méthode de Newton, ’estimation des parametres devient :

w(t +1) = w(t) - [V2I (w(t)] .V I (w(1)).

ou VJ(.)= [aa—i()] et V2J = [83;‘]% (.)] sont respectivement le vecteur gradient et la matrice
hessienne de J. Les calculs étant souvent tres lourds, des méthodes simplifiées, ne faisant pas
intervenir la matrice hessienne, sont souvent utilisées en pratique, comme les méthodes de
descente de gradient, de gradient conjugué ou de Levenberg-Marquart. L’algorithme le plus

utilisé est celui de la descente de gradient pour lequel on calcule
w(t+1) =w(t) —n(t)VJ(w(l), n(t)€o,1].

[algorithme s’arréte des que J est inférieur a un seuil fixé, a l'itération T'. Alors w(T') est
lestimation finale de w. Le systéme neuro-flou est alors complétement spécifié®.

1.3.3 Les réseaux de neurones fuzzifiés

Dans cette section, nous présentons brievement les réseaux de neurones fuzzifiés. On peut
les diviser en deux sous-groupes: les résequx neuro-flous hybrides, pour lesquels les opéra-
teurs neuronaux sont des opérateurs flous, et les réseaux de neurones fuzzifics réguliers ou
standards, pour lesquels les entrées, les poids et /ou les sorties ne sont plus des réels mais des
intervalles, des nombres flous ou des intervalles flous. Par souci de clarté, nous nous limitons
ici a des réseaux a une seule couche, d’entrées @ = (x4,... ,2,), de poids w = (wy,... ,w,),
de fonction de transfert g et de fonction cible ou sortie désirée y, sachant qu’une généralisa-
tion a plusieurs couches est immédiate (cf figure 1.14).

5.Selon la forme particuliere des réseaux, d’autres méthodes d’optimisation sont envisageables. Par
exemple, dans le cas des fonctions de base radiale, nous avons vu en annexe A que ’on pouvait déterminer
analytiquement les parameétres de sortie des unités cachées.
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Y
W.
XJ J @
/W/

Xy
Fic. 1.14 — Réseau neuro-flou : les entrées xy, et les poids wy, peuvent étre réels ou flous. La
sortie §j = g( B, (wr @ :Z'k)> est calculée par l'arithmétique floue.
Les réseaux hybrides

Dans le cas d’un réseau de neurones classique, connu sous le nom de perceptron, de fonction
de transfert g (sigmoidale, tangente hyperbolique, ou autre), la sortie § du réseau est définie

J=flz,w)= g(a:tw) =4g (Z wkilfk) .

k=1

par:

Les poids, les entrées et les sorties sont des valeurs réelles et les opérateurs de combinaison
des poids et des entrées sont le produit et la somme.

Si d’autres opérateurs de combinaison, de type flou, comme des t-normes ou des t-conormes,
sont utilisés, nous obtenons un réseau de neurones dit hybride [66, 68]. Dans ce type de
réseau, les entrées, les poids et les sorties restent des valeurs réelles, mais doivent appartenir
a l'intervalle [0,1] pour pouvoir étre combinés a 'aide d’opérateurs flous. Pour la méme
raison, la fonction g doit étre définie de [0, 1] dans [0, 1].

Divers exemples de réseaux hybrides ont été proposés [66]. Les deux exemples les plus simples,
ou g est la fonction identité, sont les suivants [68]:

— le neurone flou « ET », ou y = minj_,(max(wy, xx)) représente la loi de composition
min — max.

— le Neurone flou « OU », ou y = maxj_,(min(wy, xx)) représente la loi de composition

maxr — min.

Réseau de neurones fuzzifié standard

La fuzzification directe d’un réseau de neurones classique est obtenue lorsque les entrées @,
les poids w ou les sorties désirées y sont des nombres flous. Les opérations fonctionnelles
(addition, multiplication, fonction de transfert) sont définies par le principe d’extension et
larithmétique floue (cf. section 1.2.1). On peut distinguer trois types de réseaux fuzzifiés
utilisés dans I'implémentation de regles linguistiques [21].

— les réseaux fuzzifiés de type 1, dont les entrées sont des nombres réels mais les poids
flous,

— les réseaux fuzzifiés de type 2, dont les entrées sont floues et les poids, réels,

— les réseaux fuzzifiés de type 3, dont les entrées et les poids sont flous.
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Dans tous les cas, les sorties du réseau sont floues. Il existe un quatrieme type, ot les entrées
sont floues, les poids et les sorties sont des nombres réels, utilisé pour la classification d’entrées
imprécises [67, 73].

Si on reprend I'exemple du réseau précédent, ol les entrées 7, et les poids wy sont flous®, on
obtient un réseau fuzzifié de type 3 dont la sortie floue y est définie par:

y=g (é(@k ® ffk)) )

ou & et @ sont les opérateurs flous généralisant I'addition et la multiplication (cf. section
1.2.1). Si la fonction de transfert g est bijective, la sortie y est alors définie par

glu) = [@(@k ® Tx)

k=1

(g7 (w) Yuelo].

Il est possible de combiner les deux types de fuzzification des réseaux de neurones en per-
mettant a la fois 1'utilisation d’opérateurs flous et de poids ou d’entrées flous [21].

Nous allons maintenant nous intéresser a l’'identification de ces réseaux fuzzifiés. Certains
auteurs ont généralisé les mécanismes d’apprentissage des réseaux de neurones classiques,
comme |'algorithme de rétropropagation du gradient, aux réseaux neuro-flous. Cela suppose
de généraliser la définition de la fonction de cotit aux nombres flous:

C(. f (@, w))

c’est-a-dire, de définir la notion de distance ou de dissimilarité entre deux nombres flous.

« Distance » entre ensembles flous

De nombreuses mesures de « distance » entre ensembles flous ont été définies dans la litté-
rature [183, 129, 39]. On peut définir deux types de distances entre deux ensembles flous F
et I définis sur un ensemble de référence YV C R:

— les opérateurs d de type classique, d: FY)x F(Y) = R*

— les opérateurs de type flou, d: F(Y) x F(Y) = F(RT)
Parmi les mesures classiques, I'une d’elles est définie a partir de la distance de Minkowski :

1/p
ar ) = ([ e - Pora) L e (131)

Cependant, cette quantité ne généralise pas la distance de Minkowski entre nombres réels. En
fait, la plupart des mesures de dissimilarité ou de distance entre ensembles flous ne tiennent
pas véritablement compte du caractere ordonné de 1’ensemble de référence Y.

La généralisation de la distance de Hausdorff entre ensembles classiques parait plus judi-
cieuse. Soient deux intervalles F' = [f1, fo] et F' = [f], f3]. La distance de Hausdorff entre F

6. Dans la suite, la quantités floues sont signalés par la présence du symbole «™.
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et F' s’écrit: h(F, F') = max{|fi — fi|,|f2 — f3]}. On peut définir différentes extensions a la
classe des ensembles flous convezes et normalisés, utilisant les a—coupes des ensembles flous

[183]:

dy(F F') = /1 h(F,, F!)da (1.32)

d(F,F") = sup h(F,, F") (1.33)

Dans le cas de nombres réels y et v/, h(y,y’) = |y — y’| et donc
— V|
2 b

do(F, F") = d\(F, F") = v

ce qui est tout a fait satisfaisant.

On peut définir une distance d de type flou d’apres le principe d’extension. Au lieu de définir
une distance comme un nombre réel, on définit une distribution de valeurs possibles. Soit

A =d(F, F') € F(R*). Alors

Au) = sup min[F(y), F'(y")],
{(y,y")EFxFN|d(y,y")=u}

ou d est une distance classique de ) x ) dans R¥.

Identification des réseaux fuzzifiés de types 2 et 3

Supposons que l'on possede un ensemble d’apprentissage constitué d’entrées et sorties floues:
(&;,7;). Soit F' = f(&,w) la sortie floue d’un réseau fuzzifié associée a ’entrée floue &. Nous
traitons pour l'instant le cas des réseaux de type 2 ou les poids sont des nombres réels.

Pour 'apprentissage du réseau, il est possible de choisir I'une des mesures de distance intro-
duites dans la section précédente. Ishibushi et al. [73] ont proposé d’utiliser une variante de
la distance (1.33), basée sur la décomposition d’un nombre flou en a-coupes:

C.7) = [ elajoda, avec ela) = 5 {(F2 =i + (FE =3¢k (134)

ot F'Y9 et F? sont les bornes inférieure et supérieure de l'intervalle F, et §¢ et g2 sont
les bornes inférieure et supérieure de g, (cf. figure 1.15). Pour des raisons pratiques, les
auteurs calculent en fait une somme discréte sur un nombre fini K d’a-coupes: > ;- e(a)a.
Rappelons que, les nombres flous étant convexes, leurs a—coupes sont des intervalles. Le
calcul de F, se détermine donc par 'arithmétique des intervalles, sachant que, pour deux
intervalles A et B,

- (A® B), = [A% 4 B7, AL + B]
-~ (A®@ B), = [A9BY, ALB], si A%, B, A B! e RT

— si f est croissante, f(A,) = [f(AY), f(AD)].
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£, AyB, By

Fic. 1.15 — Distance entre deux nombres flous A et B : utilisation des a-coupes. Pour chaque
a—coupe, on calcule la moyenne de la distance entre les extrémités inférieure et supérieure
des intervalles A, et B,. On intégre ensuite en pondérant par la valeur de o.

On obtient ainsi, dans le cas d'un réseau de type 2, F, = [f(BY), f(B%)] avec B, =
> (AR, Ek(Ak)i] et (Ap)o = [wr(zr)?, [wi(zr)?]. Le choix de ce coiit se justifie par le fait
que

Cg,F)=0 & Flu)—=y(u) Yuée.

La fonction de cofit totale de I’ensemble d’apprentissage (&, g )i, est alors
E= > O, Fr)
- N - Yk, L'k )-

Pour I'apprentissage, puisque les poids w sont réels, les algorithmes de la section 1.3.2 comme
celui du gradient peuvent alors s’appliquer. A chaque itération ¢, on calcule:

w(t) = w(t— 1) — n(t)VE(w(t)).

Le détail des calculs est effectué dans [73]. Pour les réseaux a plusieurs couches, on peut
généraliser I'algorithme de rétroprogation du gradient.

Dans le cas des réseaux de type 1 et 3 ou interviennent des poids flous, on peut également
définir des regles d’apprentissage en définissant un paramétrage de w [74].

De nombreuses applications ont été réalisées a partir des réseaux fuzzifiés, comme 'approxi-
mation fonctionnelle ou la résolution d’équations matricielles floues.

1.4 Conclusion

Dans ce chapitre, nous avons présenté les mécanismes d’inférence des systemes flous. La
représentation des connaissances fondée sur la théorie des ensembles flous conduit a un trai-
tement souple de I'information dont les systemes flous constituent I'un des outils majeurs. La
structure d’un systeme flou est constituée de deux principaux éléments: une base de regles,
qui contient un ensemble de regles floues et un mécanisme de raisonnement, en général le
raisonnement flou, qui définit la procédure d’inférence. Les regles floues sont un outil effi-
cace permettant de modéliser les expressions provenant du langage naturel. Le raisonnement
flou est une procédure d’inférence qui permet de déduire certaines conclusions a partir de
relations fonctionnelles imprécises ou floues entre variables. Les systemes d’inférence sont un
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outil bien établi, qui connait un vaste champ d’application, comme le controle automatique,
les systemes experts, la prédiction des séries temporelles, la robotique ou la reconnaissance
des formes. L’intérét essentiel des systemes flous est de permettre de modéliser des relations
imprécises entre différentes variables. Quand les entrées et les sorties sont précises, les sys-
temes définissent une relation fonctionnelle non linéaire et peuvent étre représentés par des
réseaux de neurones classiques. L’utilisation des systemes neuro-flous permet de tirer avan-
tage de la capacité d’identification des réseaux de neurones et de la lisibilité des ensembles
flous.

Afin de clarifier les définitions des systemes neuro-flous, nous avons proposé une classification
personnelle de ces systemes en trois catégories: les systemes neuro-flous classiques, qui sont
des systemes flous adaptatifs, dont les entrées et les sorties sont des valeurs réelles ; les réseaux
de neurones fuzzifiés, qui sont des réseaux de neurones auxquels on a incorporé des concepts
issus de la théorie des ensembles flous (fuzzification des opérations, des poids, des entrées,
des sorties); les systemes complexes divisés en sous-taches dont le traitement est effectué
soit par un réseau de neurones, soit par un systeme flou.

Dans le chapitre suivant, nous nous intéressons a une application des systemes neuro-flous
classiques & un probleme d’estimation particulier, le traitement de données manquantes.
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Chapitre 2

Application au traitement de données
manquantes

Dans ce chapitre, nous proposons d’appliquer le principe des systemes flous au probleme
de l'estimation de données manquantes. Dans un tableau de données, I'existence de valeurs
manquantes peut étre due a des causes tres diverses. La donnée peut étre indisponible a
cause d'un dysfonctionnement de D"appareil de mesure qui la délivre. Dans la collecte de
données par sondages, il peut s’agir d’absence de réponses ou de réponses contradictoires
invalidées par I’analyste. Une absence de réponse peut elle-méme refléter deux types de com-
portement : la donnée est completement inconnue par le sondé ou au contraire elle provient
d’un refus de répondre. Face a un probleme de données manquantes, il y a deux attitudes
possibles. On peut éluder la question en ne retenant dans la base de données que les vec-
teurs complets. Cette méthode d’élimination, d’une simplicité évidente, présente ’avantage
de permettre 'application de techniques classiques d’analyse de données sans modification
pour des traitements ultérieurs. Mais elle ne donne des résultats satisfaisants que lorsque les
vecteurs incomplets sont peu nombreux, ce qui s’avere difficile dans les cas de vecteurs de
grande dimension. De plus, elle ne fournit aucune estimation, méme imprécise de ces données
manquantes.

L’autre attitude consiste donc a remplacer les valeurs manquantes par une quantité « rai-
sonnable ». Les méthodes d’estimation de données manquantes font appel a des techniques
tres variées. Elles supposent en général un cadre probabiliste. Une description détaillée des
principales approches envisagées dans la littérature [97, 127, 26], est proposée en annexe
B. Les méthodes heuristiques, souvent utilisées par le praticien, comme le remplacement
par la moyenne, la médiane ou une valeur quelconque de référence, permettent d’éluder le
probleme rapidement a I'aide de solutions peu couteuses. L’estimation des données incom-
pletes n’est souvent pas un but en soit, mais un prétraitement de données. Néanmoins les
algorithmes ultérieurs de classification, d’estimation de sortie d’un systeme ou d’appren-
tissage peuvent étre perturbés par une mauvaise reconstruction de données. Si le nombre
de caractéristiques et le nombre de données a reconstruire sont élevés, les méthodes basées
sur la régression manquent de souplesse, car elles exigent un grand nombre de modeles.
Les méthodes paramétriques basées sur la maximisation de la vraisemblance, comme 1’algo-
rithme EM («Expectation-Maximisation») [29], ou la simulation de probabilités, comme les
méthodes de Monte-Carlo, ont prouvé leur efficacité et sont largement utilisées, mais elles re-
quierent la connaissance ou 'estimation des lois des variables et sont de ce fait généralement
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couteuses en temps de calcul.

La plupart de ces techniques supposent un cadre probabiliste. Nous présentons dans ce cha-
pitre une nouvelle méthode, basée sur la construction d’un systeme neuro-flou, définissant des
relations floues entre variables, qui offre des similitudes avec certaines méthodes de régres-
sion, mais qui présente ['avantage de traiter un nombre quelconque de données manquantes
vues comme les sorties du systeme. De plus, cette méthode tolere également la présence de
données imprécises, représentées sous forme de nombres flous. L’imprécision sur la valeur de
substitution est caractérisée par une distribution de possibilité.

Notre méthode a été appliquée a des données réelles environnementales, dans le cadre du
projet européen EM?2S. Les résultats sont confrontés a ceux d’autres techniques existantes.

2.1 Principe de la méthode

2.1.1 Formulation du systeme flou

La connaissance relative au systeme se résume a un ensemble d’apprentissage de N vecteurs
de r caractéristiques réelles: T = {x; € X,1 € {l,... ,N}}, avec ®; = {z;,... 24},
que 'on suppose pour l'instant complets. Une généralisation a un ensemble plus réaliste T
contenant des données manquantes, imprécises ou « aberrantes », sera abordée plus loin.

Soit & un nouveau vecteur, composé de deux parties £° et ™, contenant respectivement les
variables observées et manquantes®. L’objectif est de reconstruire ™ a l’aide des informa-
tions fournies par I’ensemble d’apprentissage. Intuitivement, la méthode que nous proposons
repose sur les similitudes entre ce nouveau vecteur & = (€%, &™) et les vecteurs @;. Soient
X° et X les sous-espaces de &' restreints aux variables observées et manquantes de @ et @
et & les projections de x; sur ces sous-espaces. Plus &° est « proche » de ¢ au sens d'une
certaine distance, plus on aura de chances que @™ soit « proche » de ", a condition que
les variables soient bien corrélées entre elles. On désigne par O(x) C {1,... ,r} et M(a), les
ensembles d’indices des composantes observées et manquantes de @.

La proximité étant une notion floue, nous pouvons traduire cette idée sous la forme d’un
systeme flou S a base de regles binaires r;,

ri o Sl x% est Z7 ALORS &™ est 2, (2.1)

ou Z? € F(X°) et Z" € F(X™) sont des ensembles flous multidimensionnels représentant
respectivement ¢ et &". On note Z; = Z" x Z; l'’ensemble flou r-dimensionnel représentant
x; et Z;; 'ensemble flou représentant la j*™¢ variable de ®;, qui est aussi la projection de Z;
sur AX.

La proposition floue « x° est Z¢» est bien la traduction de I'expression linguistique: 2 est
« proche» de &?.

Il est possible d’étudier séparément les variables manquantes, en remarquant que le systeme
flou S peut se décomposer en systemes flous S;,1 € M(x), possédant chacun N regles ry

ri: Slaest Z7 ALORS @) est Z; (2.2)

Dans la suite, nous étudions séparément chacun des systemes flous 5.

1. Dans toute la suite, les indices m et o correspondent respectivement aux variables manquantes et
observées.
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Degré d’appartenance

X Xy X )i XNy RN+

Fic. 2.1 - Construction des fonctions d’appartenance Z;; par interpolation de B-splines
d’ordre 1. On obtient des fonctions d’appartenance triangulaires.

2.1.2 Fonctions d’appartenance du systeme

Les z;; peuvent étre fuzzifiés de nombreuses fagons différentes. L’utilisation de fonctions
d’appartenance du type des B-splines, qui sont des polynémes par morceaux, semble a priori
judicieuse [14]. En effet, celles-ci se définissent de facon unique par interpolation des nceuds,
une fois 'ordre des polynomes d’interpolation choisi, sans identification préalable de para-
metres. Si k est I'ordre des polynéomes d’interpolation, les ensembles flous Z;; décrivant la
variable j sont définis comme les B-splines d’ordre %, les noeuds x(;); étant réordonnés par
ordre croissant selon 7. De plus, elles permettent un bon recouvrement du domaine, car elles
possedent la propriété de normalisation suivante:

N
Vie{l,...,r} Vued; Y Zj(u) =L
=1

Il existe des relations de récurrence permettant de les déterminer tres facilement [14]. Si on
se limite a I'ordre 1, on obtient des fonctions d’appartenance triangulaires (cf. figure 2.1).

L’utilisation d’autres fonctions d’appartenance nécessite l'identification de certains para-
metres. Par exemple, dans le cas des fonctions d’appartenance gaussiennes, centrées en z;;
et d’écart-type o;;, le parametre o;; doit étre choisi a priori ou estimé.

2.1.3 Estimation des données manquantes

Les systemes flous S; étant du type de Mamdani (équation 1.13), étudié dans le chapitre
précédent, nous pouvons donc appliquer les résultats décrits en section 1.2.3.

Le déclenchement de chaque regle r;; est défini par 7, = Z7(2°) et mesure la proximité de @
et ;. On peut noter que, la partie antécédente des regles r;; étant la méme quel que soit [,
le degré de déclenchement 7; de r; est indépendant de [.

D’apres I’équation (1.20), pour chaque [ € M (@), 'ensemble flou associé F; déduit du systeme
S; s’écrit :
N
Fi(z|e®) = \/ Z(x°) A Zu(z)) V1€ M(z). (2.3)

=1
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Un estimateur z; de x; peut alors étre défini par défuzzification de Fj, la t-norme utilisée
étant le produit :

~ \/f\; Z7(®°)zi le Zy(wr)du o)
x; = 7 ‘
TV 2 (@) [y Za(w)du,

ou z; est le centre de gravité de Z;;, qui peut étre différent de z;;, selon le choix de Z;;, comme
dans le cas des B-splines. De ce point de vue, il peut étre conseillé d’utiliser par exemple des
fonctions d’appartenance gaussiennes ou triangulaires symétriques.

On obtient donc une relation fonctionnelle entre x; et ®°, qui peut s’écrire:

7= fi(="), (2.5)

pour [ € M(«). En section 2.3, nous verrons que I'expression (2.4) généralise celle de D'esti-
mateur classique de Nadaraya -Watson (cf. annexe A), sous certaines hypotheses.

2.1.4 Données imprécises ou floues

L’un des intéréts de cette méthode est de pouvoir utiliser des données de type flou. Le résultat
est immédiat. Si @ est flou, ce que 1'on note & = (&°, &™), le degré de déclenchement de r;
ou r; s’écrit:

T = /\ POSS(ZZ']‘|/J7]‘),

J€0(=)

ou Poss(Z;;|%;) 2 \/ujeXJ Zii(uj) N T;(uj) est le degré de possibilité de Z;; sachant ;. On
peut exprimer 7; de maniere synthétique:

7, = Poss(Z?]|&°).

Il va de soi que si 'ensemble T est lui-méme contitué de données floues, I’étape de fuzzification
devient inutile.

2.1.5 Base d’apprentissage incomplete

Si I’ensemble d’apprentissage est lui-méme incomplet, chaque @; se décompose en deux par-
ties, observée et manquante: @; = (&, ."*). On ne peut donc plus calculer 7, car certaines
composantes Z;; de Z? peuvent ne pas étre définies. Plusieurs stratégies sont possibles.

Dans une premiere approche, on ne remplace pas les données manquantes &

K3

la regle r; en conséquence. Pour cela, on se base uniquement sur les variables observées
communes de & et x;. Par exemple, soit un vecteur de trois variables, & = {x1, 2, 23} dont
la variable x3 est manquante. La variable z;; du vecteur @; est également manquante. On ne

s’appuie donc que sur la deuxieme variable pour reconstruire z3. Soient X'*% = A'° N X%,

et on modifie

0,04

I’espace des variables observées simulanément pour @ et @;, et &%, la restriction de ®° a

cet espace. On obtient donc une nouvelle regle 7, :

riyo STa”% est 27 ALORS x; est Z; (2.6)
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Degré d‘appartenance Degré d‘appartenance
Zip
X X
2 12
Degré d‘appartenance
Z’il Z 2
T 1’ -------------------------------------------------------------- 4
X X ? X, X
1 1l 2 12

Fia. 2.2 — FExistence de données manquantes dans ['ensemble d’apprentissage. Dans cet
exemple, ®° = (x1,x2). En haut, les variables x;1 et x;5 sont connues. Elles sont représen-
tées par deux ensembles flous triangulaires Z;y et Ziy. On obtient 7, = min(Za(xy1), Ziz(x2)).
En bas, x;;, maintenant indisponible, est représentée par l'ensemble de référence Z!, = X.
Alors, 7! = Zp(xa) > 7.

N

ou Z"” est la restriction de Z? a X*%. On note 7/ le degré de déclenchement de ;. L’incon-
vénient est que ce degré de déclenchement est plus élevé que le degré 7; que 'on a obtenu
lorsque toutes les composantes de @; étaient connues! En effet,

Ti/ = Z;’Oi(wo’oi) Z ZZ»O(QZO) = T;.

Par conséquent, on obtient le résultat aberrant suivant: plus le nombre de coordonnées
manquantes de @; est grand, plus son influence sera importante!?

On peut remarquer que cette transformation revient a conserver la regle initiale r; en défi-
nissant ’ensemble flou Z;; associé a la valeur manquante x;; comme un ensemble particulier,
I’ensemble de référence: Z;; = X;. Cette représentation correspond en effet a une ignorance
totale sur la valeur de x;;, c’est-a-dire a une imprécision « maximale » (cf figure 2.2).

Le méme probleme se pose dans certaines méthodes de régression classique, comme les noyaux
ou les plus proches voisins, ou 'on utilise la distance aux éléments de ’ensemble d’appren-
tissage. Si le vecteur @; est incomplet, doit-on définir la distance a @; sur un sous-espace de

X7

2. 11 est possible de controler ce résultat en accordant moins de poids a la régle, c’est-a-dire en faisant
intervenir des facteurs de confiance (cf. chapitre 1)
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Une autre approche consiste a remplacer d’abord les données incompletes a 1’aide d’une
heuristique simple telles que celles définies en annexe B (remplacement par la moyenne, la
médiane ou le plus proche voisin). Dans ce cas, on introduit une information qui peut étre
erronée, selon la qualité de la méthode de reconstruction.

Enfin, si la taille de 1’échantillon est assez grande, on peut résumer 'information fournie par
T al’aide d’un algorithme de classification automatique capable de traiter les données man-
quantes, comme les centres-mobiles ou les cartes de Kohonen. On obtient alors un ensemble
de vecteurs de référence complets qui définissent de nouvelles regles. Nous allons développer
cette approche dans la section suivante.

2.2 Utilisation de prototypes

2.2.1 Justification

L’utilisation de prototypes se justifie pour de nombreuses raisons. Tout d’abord, nous I"avons
déja vu, la classification non supervisée est une méthode tres classique d’identification
d’un systeme flou quelconque [65]. La présence de données manquantes nécessite cependant
quelques adaptations.

Jusqu’a présent, a chaque élément de l'ensemble d’apprentissage @;, nous avons fait cor-
respondre une regle. Lorsque la taille de 1’échantillon devient grande, les regles deviennent
redondantes, trop nombreuses pour étre facilement interprétables et le temps de calcul aug-
mente. Il est donc nécessaire de résumer 'information globale délivrée par T en recourant
par exemple a des méthodes de classification automatique, que 7 possede des données man-
quantes ou non. Rappelons que les algorithmes classiques s’adaptent tres bien a l'existence
éventuelle de données manquantes, en utilisant 1'une des méthodes heuristiques suggérées
plus haut (cf. annexe B).

Ces prototypes peuvent étre également obtenus indépendamment de 7 a 'aide d’experts,
dans le cas d’'un modele de type « boite grise ».

Enfin, nous venons de voir que la construction d’un ensemble de vecteurs de référence com-
b

plets est une réponse a priori pertinente au probleme de données manquantes de la base

d’apprentissage.

2.2.2 Description de la base de regles

Supposons donc que I'on possede un ensemble de n prototypes C' = {eq,...,¢,}. Chaque
prototype ¢j est représentatif d’une classe C de vecteurs de X'. L’espace de référence X est
ainsi partitionné en n classes (Ck)}_;.

Si les prototypes fournissent une « bonne représentation » des données, nous pouvons espérer
reconstruire les valeurs manquantes d’un vecteur proche d’un prototype donné a l'aide des
autres coordonnées, de fagon analogue au systeme décrit par I’équation (2.2).

La base de regles définie précédemment devient donc:
ri Sl &% est By ALORS 2™ est B k=1,... ,n <N, (2.7)

ou les By = B} x B}’ sont des ensembles flous représentant la proximité aux vecteurs ¢y
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ou, de maniere équivalente, le degré d’appartenance a la classe C. Chaque coordonnée cy;
de ¢y sera donc représentée par la projection By; de By sur X;. Chaque regle traduit les
relations entre les composantes d’un vecteur, pour une classe donnée. Les parametres des
By; peuvent étre déterminés a partir des caractéristiques de la classe correspondante. On
définit également les regles pour chacune des coordonnées z; a reconstruire :

rir: Sl a” est B ALORS x; est By. (2.8)

2.2.3 Construction des classes et des ensembles flous

x

[

O3

) € T, on associe son plus proche
prototype ¢(&;), selon une certaine distance. On supposera ici pour simplifier que les données
sont réelles, non floues. Alors

A chaque vecteur éventuellement incomplet ; = (@

c(x;) = argmin ||&]" — Proj v, c||.
ceC

On notera cf, la projection de ¢; sur X°. Pour chaque k € {1,... ,n}, la classe C} est définie
par 'ensemble des vecteurs de T associés a ¢: Cp = {® € T,c(®) = ¢k}

Pour chaque k € {1,...,n}, ensemble flou By; représentant la variable j de la classe Cy
peut étre défini par deux parametres représentant ses caractéristiques:

€

— Cpj, OU fUpj = |01W Zx”eck] z;;, la moyenne de la 79 composante de C} ou Cy; C Cy
représente 'ensemble des vecteurs de C}, pour lesquels la variable x; est connue. Selon
I’algorithme de classification, ¢x; et pg; peuvent ne pas étre égaux. Clest le cas par
exemple quand on remplace les coordonnées manquantes des z;; par la moyenne globale

z; de la variable.

€

— ogj, I'écart-type de la 3¢ composante de la classe Cy,

. 1/2
T (|ij| 2 (@ _ij)2> '

xijeci]

La encore, on peut remplacer ¢x; par fu;.

Si l'estimation est correcte, ces parametres ont une signification évidente. Plus o; est grand,
plus D'incertitude sur la composante 5 d’'un vecteur proche du prototype ¢ est grande. La
forme des fonctions d’appartenance est plus ou moins arbitraire, par exemple:

— gaussienne, avec By;j(uy) = Gauss(uk, ¢xj, Okj),
— triangulaire symétrique, avec By;(uy) = Tri (uk, Ckj — OkjV 2T, ckj, Crj + O'k]‘\/27'f'>.

On peut aussi définir des B-splines par interpolation sur les ¢,k = 1,... ,n. Dans ce cas, on
ne tient pas compte de la dispersion a I'intérieur des classes, mais uniquement de la position
des prototypes ¢ par rapport a leurs voisins.

Pour des raisons déja évoquées, nous choisissons de préférence les fonctions d’appartenance
gaussiennes normalisées. Fn effet, outre l'interprétation concrete des parametres, les gaus-
siennes possedent les propriétés suivantes : le domaine est totalement recouvert par la fonction
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(supp(By;) = &;). Si tel n’est pas le cas, pour les points @ aberrants ou simplement éloignés
des prototypes, la situation indésirable suivante peut se produire: pour tout k,7,(x) = 0.
Dans ce cas, 'ensemble flou F} déterminé par le systeme est I'ensemble vide (cf. paragraphe
suivant). Une valeur ponctuelle ne peut alors étre définie que par convention.

2.2.4 Estimation des données manquantes

Si nous utilisons la regle d’inférence somme-produit les expressions de 75 et de la sortie
floue Fj, correspondant & @ s’écrivent comme dans les équations (1.21 et 1.24) du chapitre
précédent :

2
l’]‘ — Ck]‘
e , 2.9
() 29

Fl(:z;l|a3°) = Tk(wo)Bkl(l'l) Vi € M(iﬂ), (210)

k=1

et 'estimation ponctuelle z; est définie par:

~ T Te(®) o

Vie M(z) #H(z°) = Ek;l K@) i (2.11)
D h=t TH(EC ) Ok

le centre de gravité et l'aire de By étant respectivement ¢g; et /2moy;. Nous rappelons que

d’autres mécanismes d’inférence peuvent étre proposés, en fonction des choix des fonctions

d’appartenance et des opérateurs d’inférence. La figure 2.3 en donne un exemple.

Si on note

Tk(wo)O'kl

Ukl(wo) = En

g=1 Ty(x°)oy’

n n

Vie M), Zi=)Y va(a’)on avec Y vp(z?)=1. (2.12)

Cette sortie peut s’interpréter de la facon suivante. La sortie estimée est combinaison linéaire
des coordonnées correspondantes des prototypes. Le poids vy reflete 'influence de la regle
ri en termes de distance entre le vecteur @ et le prototype considéré sur ’espace des données
connues de x. Si on se place dans un contexte probabiliste et non flou, on peut voir le calcul
de cette sortie ponctuelle comme une légere modification de la méthode des fonctions de base
radiale a noyau gaussien (cf. section 2.3).

En effet, soit Gy la fonction de base définie par:

T(®’)o
G (2 — ) = et E )0

g=1 Ty(®)ony

Alors

f(e’) = filz®) = Gu e = efl en. (2.13)
k=1
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Fia. 2.3 — lllustration du mécanisme d’inférence en deux dimensions, avec des fonctions
d’appartenance By; triangulaires, les opérateurs dinférence V = max et A = min. La va-
riable x™ = x5, inconnue, est estimée par la sortie floue Iy (en gras) et la sortie ponctuelle

Ty (-, en gras).

La fonction précédente f;, pour un & donné, combinaison linéaire de fonctions de base radiale

p 2 p 2 2
peut donc étre considérée comme une fonction de base radiale généralisée car les poids ¢y
sont indépendants des fonctions GYy;.

2.2.5 Représentation neuronale

Cependant, les prédicteurs des fonctions ﬁ étant les variables observées x;,57 € O(x), ils
peuvent donc changer en fonction du vecteur en présence . De nombreux cas de figure
différents peuvent se présenter selon ’ensemble O(x) des valeurs connues. Plus précisément,
chacune des r variables peut étre estimée a 'aide d’une combinaison quelconque des r — 1
autres variables, selon leur disponibilité éventuelle. On obtient donc un total de

r(27t = 1)

configurations possibles.

Pour chacune de ces configurations, d’apres les expressions (2.11) ou (2.13) et les résultats
du chapitre précédent, on sait que l'on peut représenter notre modele comme un réseau de
neurones. Mais il est également possible de synthétiser I’ensemble des configurations possibles
en un seul réseau de neurones, auto-associatif, ou la premiere couche sépare les cellules dites
actives x;,j € O des autres, dites cellules inactives (cf. figure 2.4). Ce réseau n’est pas tout a
fait a fonction de base radiale, car les poids c¢g; de la troisieme couche ne sont pas indépendants
de ceux de la premiere couche. Ils ne peuvent donc pas étre optimisés indépendamment les
uns des autres. Afin de le distinguer des réseaux classiques, nous définissons ce modele comme
un « réseau a fonction de base quasi-radiale auto-associatif ». Notre modele fait donc partie
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cellules actives T
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FiG. 2.4 — Représentation du systeme flou par un réseau de neurones a 3 couches a fonction
de base « quasi »-radiale. Les deux premieres couches calculent les degrés de déclenchement
des régles 7, et leur normalisation vy. La derniére couche calcule les sorties finales Ty, | €
O(x). Les poids cx; interviennent dans la premiére et la troisiéme couches.

de la classe des systemes neuro-flous standards. Nous pourrons ainsi exploiter les avantages
classiques des réseaux de neurones, en particulier 'apprentissage des parametres (cf. section
2.4). Notre méthode se rapproche donc des méthodes d’estimation de données incompletes
par régression, mais la présentation de notre méthode sous forme d’un systeme neuro-flou
permet d’intégrer dans un méme modele 'estimation de toutes les données manquantes d’un
vecteur. L’utilisation d’une technique de régression standard nécessiterait la construction de
r(27=! — 1) modeles différents afin de tenir compte des différentes situations possibles.

2.3 Comparaison avec la régression classique

2.3.1 Caractéristiques de la sortie floue

L’information fournie par la sortie F(.|2) est multiple, plus riche que celle de la simple valeur
ponctuelle 7;. Ses caractéristiques principales nous renseignent sur la distribution des valeurs
possibles dont z; n’est que I'exemple le plus significatif, selon un certain sens.

Degré de confiance global

La hauteur de Fj définit la confiance globale que 'on a dans la sortie. Elle dépend essentiel-
lement de la distance entre le vecteur @ et les prototypes ¢; (ou les vecteurs d’apprentissage
x;), c’est-a-dire, de la valeur des 7,. On supposera ici que V est 'opérateur max. Dans ce
cas, h(F}) est comprise entre 0 et 1 et F} est en général sous-normalisé. Quand @ s’éloigne
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de I'ensemble d’apprentissage, la valeur des 75 tend vers 0,
Yz, € X[, F(l'l) = \/ TkBkl(l'l) — 0,
k=1

et donc la hauteur h(F;) tend vers 0. Dans ce cas, une valeur défuzzifiée Z; n’a que peu
d’intérét. Au contraire, quand @ se rapproche de I'un des éléments ¢;, (ou @;), h(F}) tend
vers 1.

Nonspécificité

L’imprécision sur la sortie peut étre quantifiée a I’aide de mesures d’incertitude généralisant
la notion d’entropie en probabilités. Parmi les différents types de mesures d’incertitude qui
peuvent étre définis, la nonspécificité permet de caractériser 'imprécision d’un ensemble flou.
La définition la plus répandue dans le cas flou est la suivante:

U(F) =

h(Fz)l p
og, | F¥|do 2.14
h(F[) /0 o | I | ( )

ou |F| désigne la mesure de Lebesgue de F*. Cette mesure généralise une mesure définie
en théorie des ensembles (classiques) caractérisant I'imprécision, la mesure de Hartley [63].

Normalisations de la sortie floue

A partir de Fj, on peut définir deux types de normalisations : la normalisation « probabiliste »
et la normalisation « possibiliste »:

— La normalisation « possibiliste » est la normalisation classique d’un ensemble flou,
définissant une mesure de possibilité Kj:

[(l(l'l) =

— La normalisation probabiliste transforme £} en une densité de probabilité H;:

B Fl(l'l)
Hi(w) = Sy, Fle)dey

Le passage de F; a K; ou H; se traduit par la perte de I'information contenue dans la hau-
teur de Fj. La normalisation peut cependant étre rendue nécessaire par certaines opérations
ultérieures sur les ensembles flous.

2.3.2 Analogie avec les modeles de mélange

On s’intéresse uniquement ici a la version de notre méthode utilisant une classification de
I’ensemble d’apprentissage. On note Gauss™(.; ¢, X) la densité de probabilité de la loi nor-
male multivariée de moyenne ¢ et de matrice de covariance X et Gauss(.; ¢, X) la fonction
d’appartenance de mémes parametres, avec la restriction suivante: 3 = (0]2);:1 diagonale.
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Puisque 'on suppose que l'espace de représentation des données est divisé en classes, il
est possible de traiter ce probleme d’estimation de x;, connaissant ®°, par une approche
probabiliste basée sur les modeles de mélange. Le principe est le suivant. On suppose que les
(x7)j_, sont générés indépendamment, conditionnellement & Cj, par une densité mélange de
n gaussiennes :

pler) = plai|Ch) P(Cr),

ou P(C%) peut se définir comme la probabilité a priori d’appartenance a Cy et p(a;|Cy) est
la densité de probabilité univariée Gauss™(.; ¢k, ogr)-

La connaissance de &° permet de définir la distribution de probabilité conditionnelle ); de
x; sachant x°:

n

Qi(wr) = plarfa) =Y p(ar|Ck) P(Chla), (2.15)

=1

ou P(Cyla°) est la probabilité a posteriori d’appartenance a C. On notera 0(x°) = P(Cy|x°).
Puisque les (C)7_, forment une partition de X', la somme des probabilités d’appartenance
aux classes est égale a 1: > 7 | Ox(2?) = 1. D’apres le théoreme de Bayes,

P(x?|Cy) P(Cy)

P(Chla’) = = — .
2 gm P(20]Cy) P(Cy)

On suppose que les probabilités P(C}) sont toutes égales a % Les densités a priori étant
gaussiennes, les probabilités 0;(«°) sont définies de facon suivante:

_ Gauss™ (2% ¢}, 37)
> gy Gauss™(x2;¢5, 37)

q

Gk(azo)

La quantité @), prise comme une fonction de &°, peut alors étre vue comme une fonction de
base radiale normalisée (cf. [157, 53]).

Par analogie avec le cas probabiliste, on peut alors définir F; comme la possibilité condi-
tionnelle de z; sachant ®°. Fn effet, si on note @ la fuzzification « singleton » de @, le degré
de déclenchement de ry s’écrit: 7, = Poss(Bgy|@°). De méme, By (x;) = Poss(By|i;). Par
symétrie, on a également : By (x;) = Poss(Z;|By).

On peut alors écrire Fj sous la forme:

Fi(x)) =) Poss(i| Bu)Poss( Bf|&°),

k=1

et on peut exprimer F; de facon suivante:
Fi(x;) = Poss(3|&°)

La quantité Fj est donc I"analogue possibiliste de @);.
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Fia. 2.5 — Mélange de trois classes gaussiennes bidimensionnelles. Comparaison entre les
points de vue probabiliste et possibiliste. Les sorties sont calculées pour x1 = 0.45 en utilisant
les modeéles de mélanges et notre méthode. A gauche, en haut : fonctions d’appartenance
Gauss(.; cgr,061) sur X1. Les 7 sont directement lisibles: 7 = 0.35, » = 0.6, 73 = 0.6.
En bas : densités de probabilité correspondantes Gauss™(,; g1, 0r1). Les ) sont déterminés
par normalisation. A droite, en haut : fonctions d’appartenance sur X, sortie floue F;
(-, en gras) et sa normalisation « possibiliste » K; (- -). En bas, densités a priori sur X,
normalisation « probabiliste » Hy (- -, en gras) de Fy, et la densité QQ; (-, en gras). Le pic de
la deuxieme classe dans Q) n’apparait pas dans H;. Les deux courbes sont ici assez distantes
car les variances sont tres différentes.
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Exemple.

Dans la figure 2.5, nous avons représenté les sorties Fy, ();, H; et K dans le cas de trois classes
gaussiennes bi-dimensionnelles, de parametres:

(03 (01
Ci — 2 9 o1 = 08 )
(o4 (005

2=\ 4 P27\ 04 )
e (06 (015
TV TP\ 12 )

Pour a1 = 0.45, on obtient 7y = 0.35, 7, = 0.6, 73 = 0.6 et 1 = 0.13, A, = 0.67, 63 = 0.2.

Les distributions H; et (); peuvent étre tres différentes quand les variances des fonctions
d’appartenance sont elles-mémes tres différentes. Il peut étre intéressant de comparer de
maniere théorique les deux densités de probabilité ); et H;. On peut montrer facilement la
proposition suivante :

Proposition. Les densités H; et (); sont égales si et seulement la condition de proportionalité
suivante est vérifice:

Vi=1,...,n oy H 0;; = constante,
]EM(x)

c’est-a-dire, si les classes ont méme volume. En particulier, le cas ou les variances des classes
sont identiques pour chaque variable (0;; = o,; pour tout i, j, ¢) vérifie cette condition. Ce
cas particulier important intervient notamment quand on utilise la totalité de 1’ensemble
d’apprentissage, et non pas un ensemble de prototypes, et que I’on « fuzzifie » arbitrairement
les x;; en les remplacant par des nombres flous gaussiens Gauss(.; x;;,04;), ou o;; est donc a
déterminer.

2.3.3 Etude de la sortie ponctuelle
Modele complet

Si l’on utilise la totalité de 'ensemble d’apprentissage T et que les ®; sont fuzzifiés a ’aide de
fonctions d’appartenance gaussiennes de variances identiques, la sortie défuzzifiée correspond
exactement au régresseur de Nadaraya-Watson a noyau gaussien (cf. équation (A.6)). En
effet, d’apres ’équation 2.4, on obtient par un calcul direct, en utilisant la regle d’inférence
somme-produit:

Gauss™ (2% x¢, X7)

a Efj:l Gauss™(x; 2, »°)

q

T = Zw”(mo)x” avec w; () (2.16)

La sortie est donc une combinaison linéaire directe des z;;.



2.3Comparaison avec la régression classique 63

Modele avec prototypes

Si I'on utilise les prototypes ¢k, nous avons déja vu que 'expression de 7; (équations (2.12)
et (2.13)) était celle d’une fonction de base radiale. Elle peut étre comparée a I'expression
analogue, obtenue a partir de ();:

e
j;\l/ = Z Hi(azo)ck;,
=1

qui est également une fonction de base radiale. Si la condition de proportionalité des écarts-
types que nous venons de voir est vérifiée, les quantités 0y (x°) et vy (x°) sont égales et les
sorties ponctuelles Z; et @] aussi.

Analogie avec la fonction de régression

La sortie défuzzifiée de Fj est également définie comme ’espérance de z; selon la densité de
probabilité H;. De facon générale, la technique de défuzzification par centre de gravité revient
en effet a convertir un ensemble flou en probabilité, c’est-a-dire, a le normaliser suivant un
certain sens, et a calculer la valeur moyenne selon cette probabilité :

J/}\l = EH; (X1|XO = 5130),

ot X; est vue comme une variable aléatoire de loi H;. Soit Py,|x- la probabilité conditionnelle
de z; sachant x°. La plupart des méthodes de régression classique cherchent a estimer la
fonction dite de régression (cf. annexe A):

f(@) = Epy 1 (X0 X7 = 27),

le probleme majeur étant que la probabilité Py, x- n’est en général pas connue. La densité
H; peut se voir comme une estimation de la vraie probabilité conditionnelle Py, xo.

2.3.4 Conclusion partielle

On peut faire quelques remarques concernant les différentes quantités introduites dans cette
section.

La transformation de F; en une densité de probabilité H;, méme si sa construction peut
paraitre artificielle, puisque, dans notre modele, on ne manipule pas de variable aléatoire,
permet de définir un certain nombre de caractéristiques comme des « fractiles », des « in-
tervalles de confiance » sur la valeur estimée. Ces quantités sont cependant a utiliser avec
prudence.

Les quantités £}, H;, K; tout comme ();, n’étant pas nécessairement convexes, on pourra, si
on le désire, remplacer arbitrairement F; par I’ensemble flou N, le plus « proche » parmi une
famille particuliere convexe, normalisée (cf [118]) ou conservant une mesure de nonspécificité.
Cependant, cette démarche conduit a une perte d’information dans le cas ou la sortie est
ambigué ou multivaluée. Ce type de cas est représenté dans la figure 2.6 ou la variable 2™
a reconstruire est bimodale pour le vecteur observé &°. Nous étudierons ce type de cas dans
les chapitres 4 et 5. Il est simplement utile de remarquer que I'information ponctuelle n’a
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Fia. 2.6 — Estimation de données multivaluées. Dans cet exemple, la connaissance de la
variable x1 ne suffit pas a déterminer x4 de fagcon unique. A gauche, on a représenté trois

gré d’appartenance

De;

classes gaussiennes bidimensionnelles et leur projection sur Xy et Xy. Au milieu, les pro-
jections sur X1. A droite, les projections sur Xy et l'estimation en 1 = 0.3. Linformation
fournie par la sortie ponctuelle (- -) n’est pas satisfaisante. La sortie F} (-, en gras) est
bimodale.

pas de sens ici. La donnée complete de F; semble nécessaire. L’utilisation des modeles de
mélange donne le méme type de résultats.

Dans cette section, nous avons considéré que les variables étaient, soit parfaitement connues,
soit manquantes. Le cas des valeurs imprécises ou floues n’a pas été traité car le but est ici
de comparer les modeles flous et probabilistes. Les modeles probabilistes ne sont en effet pas
adaptés pour ce type de données. Le gros avantage des systemes flous est bien entendu de
pouvoir tenir compte également de ce type de valeurs.

Selon I'information que ’on possede sur le vecteur @, sur la densité de prototypes au voisinage
de @ ou le nombre de valeurs manquantes, on aura plus ou moins confiance dans la sortie
définie par le systeme. Le choix des fonctions d’appartenance, d'une part, et 'introduction
de poids dans les regles, d’autre part, permettent de mettre en valeur cette information.
Nous avons vu que la hauteur h(F}) donnait une indication de la confiance que 1'on a dans
la sortie, ce qui représente un avantage par rapport a la modélisation probabiliste.

De ce point de vue, les fonctions d’appartenance du type des B-splines présentent I’'incon-
vénient de ne pas tenir compte de la distance globale aux prototypes. On aura toujours:
> x T = 1. Or, si un vecteur & est éloigné de ’ensemble d’apprentissage, on aimerait que
cette quantité soit tres faible: > .7 (2) << 1. Cela n’a pas d’importance pour la sortie
ponctuelle, mais cela en a pour la sortie floue Fj.

2.4 Identification du modele

2.4.1 Identification de la structure

Nous rappelons que l'identification d’un systeme neuro-flou peut se diviser en deux phases:
I'identification de la structure du modele et I'optimisation des parametres de la structure
choisie. Dans la version de notre méthode utilisant la totalité de I’ensemble d’apprentissage,
seule la deuxieme phase peut s’avérer nécessaire. Dans cette section, nous nous intéressons au
modele défini par classification de ’ensemble d’apprentissage, pour lequel la phase d’identifi-
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cation de la structure se résume alors au choix de la taille du modele, c’est-a-dire du nombre
de regles ou de prototypes n. Le probleme du choix des variables intervenant dans la struc-
ture est un probleme d’extraction de caractéristiques, en amont de la chaine de traitement,
que 'on suppose résolu ici.

Comme nous 'avons vu dans le chapitre précédent, différents types de méthodes d’identifica-
tion peuvent étre envisagées: en particulier, les méthodes basées sur la minimisation du cott
empirique, éventuellement pénalisé, et les méthodes basées sur des criteres de classification.
Ces deux types de méthodes étant parfois lourds a mettre en ceuvre, nous avons envisagé
également plusieurs heuristiques afin de limiter le temps de calcul, comme des méthodes
basées sur la suppression ou au contraire la création de prototypes [120, 93]. Ainsi, dans une
approche constructive [120], pendant la phase d’apprentissage, un vecteur que 1’on considere
trop loin des prototypes existants, selon une certaine distance, constitue une nouvelle unité.
Dans [117], nous avons au contraire utilisé une approche destructive, tres simple, basée sur
I’élimination des prototypes les moins représentatifs. Si la distance entre deux prototypes
ci, et ¢; est inférieure a une constante ¢ donnée, ils sont alors remplacés par leur centre de
gravité ¢y :
e, — 1Cklex +1Cile;
|Crl +1C75]

Cette approche peut se voir comme une méthode de classification ascendante hiérarchique

[165].

2.4.2 Estimation des parametres

Une fois le nombre de regles choisies, et les parametres oy et ¢;; du modele initialisés par
une technique de classification non supervisée, la représentation neuronale de notre systeme
(cf. figure 2.4) permet d’ajuster plus finement ces parametres.

Le probleme devient donc le suivant : pour un vecteur (&° &™), nous cherchons a minimiser
le cotit quadratique moyen par variable z;, 7 € O(x), pouvant étre reconstruite :

Je N (F - (2.17)

06 &,

par rapport a oy, and ¢, chaque x; étant estimé a I’aide des autres variables connues. Il s’agit
d’un apprentissage partiel ou semi-supervisé, puisque les ™ ne sont pas connues. Parmi les
différents algorithmes d’optimisation présentés dans le chapitre précédent, en section 1.3.2,
nous avons choisi la méthode classique de descente du gradient du cout, a pas adaptatif.

Les parametres initiaux ¢x;(0) et o4;(0) sont les parametres de la partition initiale.

A chaque itération ¢, nous calculons, pour tout ¢ € {1,... ,n} et tout j € {l... r}:
0J (1
et +1) = i (1) = () 2,
]
0J (1
Pt 1) = 1) = n( 5
]

le pas n(t) dépendant de I'itération ¢. Par un calcul direct, dont le détail est donné en annexe
C, nous obtenons les formules suivantes :
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! Tj— Ckj N R R
(xl - wl)(ckl - l'l)Uk[ + Uk‘(x' —x )
oJ O@)] ] (on)? leO(zw):\{j} e
T - si7 € 0(x
v o ( ). (2.18)
—— = 0 sinon
ack]‘
1 (2; — cx;)? R R ki, ~
(T1 — 1) (e — T ow + —(7; — ) (e — T5)
aJ |O(z)] (ok;)? lEOzx):\{j} oy NG T
e Sij € =) (2.19)
= 0 sinon.
aO'k]‘

[algorithme s’arréte a l'itération T', quand la diminution de la fonction d’erreur J(¢) devient
inférieure a un seuil fixé. [algorithme de rétropropagation du gradient de I’erreur optimise
localement les parametres. Le probleme de l'initialisation des parametres est donc crucial. Il
est nécessaire d’avoir une information a priori raisonnable sur les ensembles flous intervenant
dans le systeme. Dans notre méthode comme dans de nombreux cas, cette information est
fournie par la classification non supervisée de ’ensemble d’apprentissage.

Si les entrées ou les poids sont flous, notre modele fait alors partie de la classe des réseaux de
neurones fuzzifiés présentés dans le chapitre précédent. Il est alors possible d’adapter 1’algo-
rithme de rétropropagation a ce nouveau probleme en entreprenant une démarche équivalente
a celle proposée dans [73].

2.4.3 Détection de données aberrantes

Comme nous 'avons déja souligné, la notion de donnée « aberrante » est intimement liée
a celle de donnée manquante [8, 26], bien que ces deux problemes soit rarement traités
simultanément. En effet, une méthode de détection de données aberrantes consiste souvent
a ¢liminer la donnée suspecte, c’est-a-dire créer une donnée manquante et a comparer cette
donnée a l'estimation obtenue. Nous proposons d’appliquer ce principe a notre méthode
d’estimation.

Il est facile d’adapter notre algorithme au probleme de validation multi-capteur. Nous pro-
posons ici de reconstruire les données connues x;,l € O(x) d’un vecteur @ en utilisant les
autres données connues x?;. Si les relations entre les variables sont de bonne qualité, on
pourra par exemple décider d’invalider la donnée réelle si elle est « tres différente » de son
estimation. Les regles deviennent donc:

Vic O(x) Six?; est B]_; alors x; est By

ott B _; est le produit Cartésien des By;,j € O(x)\l. La procédure est exactement la méme
que pour le probleme d’estimation de données manquantes. Voici ’expression des différentes
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quantités introduites dans les sections précédentes :

1. le degré de déclenchement :

1 l’]‘ — Ck]‘ 2
Tl = €X — = —
kl P 9 E ( oy ) )

JEO(@)\{1}
2. la normalisation des 74 :
, TrIO kI
B~ m -
Eq:l Tql0gl
3. la sortie floue:
n
Fi(z) = T Bri(21),
k=1

4. la sortie ponctuelle:

A € O(l’)\l J/}\l = ZUMCM.

k=1

Si a; est une valeur fournie par un capteur, on peut par exemple décider de I'invalider si
Fi(a;) est inférieur a un certain seuil défini par 'utilisateur.

2.5 Application a des données environnementales

2.5.1 Description et prétraitement des données
Description des données

Notre modele a été appliqué a des données réelles environnementales, dans le cadre du projet
européen FEM?*S(Environmental Monitoring and Management System) [36, 117]. L'un des
objectifs du projet était de développer un systeme de surveillance de la qualité de I'eau des
rivieres. Le site de Dijon, dont le réseau d’assainissement est géré par Suez-Lyonnaise-des-
Eaux, a été choisi comme exemple d’application. Sur ce site, trois stations d’observations
fournissent en continu des mesures de parametres physico-chimiques dont la température
de T'eau, le pH, la conductivité, 'oxygene dissout (O3). Des indicateurs de qualité de I'eau
peuvent étre construits a partir de ces mesures. Celles-ci sont fournies par des capteurs
et doivent subir une phase de prétraitement et de validation avant leur exploitation. Des
techniques classiques d’analyse des données et la connaissance a priori apportée par des
experts concernant la fiabilité et 'intéréet des parametres nous ont conduit a ne retenir que
les quatre variables précitées. Nous disposons d’un échantillon continu de taille N = 1400,
dont le pas d’échantillonnage, initialement de 6 minutes, a été ramené a 30 minutes a 1’aide
d’un filtre moyenne mobile classique. Les données ont ensuite subi une phase de validation
afin de détecter les valeurs aberrantes.
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FiG. 2.7 — A gauche: relations entre les variables, prises deux a deux. A droite: corrélo-
gramme de chacune des variables. Fxemple pour la variable pH : en ordonnée, le coefficient de
corrélation linéaire r(t,t — h) entre les séries temporelles pH(t) et pH(t-1), selon différentes
valeurs du pas de temps h. A titre indicatif, on peut choisir un seuil minimal de « bonne »
corrélation, ici égal a 0.8. Les variables sont périodiques, la période (h=24) correspond a
une journée.

Sélection des variables

L’objectif est donc ici d’estimer, a une date ¢, les valeurs manquantes d’un sous-ensemble
quelconque de ces 4 parametres. La premiere étape consiste a définir un ou plusieurs modeles
adaptés aux données. Notre méthode ne suppose pas nécessairement ’existence de « bonnes »
corrélations entre les variables. Néanmoins, la précision de ’estimation en dépend. La figure
2.7, a gauche, qui représente les relations entre les variables prises deux a deux, montre
clairement que ce n’est globalement pas le cas. Il serait donc illusoire d’estimer un parametre
manquant uniquement a ’aide des trois autres, bien que 1’on distingue des liens entre, d’une
part, le pH et O,, d’autre part, la conductivité et la température. Nous proposons donc
d’utiliser également I'historique de la série temporelle de chacune des variables. On note
pH(t), Oz(1), cond(t) et temp(t) la valeur des variables a la date ¢. La figure 2.7, a droite,
qui représente le corrélogramme des variables, c’est-a-dire le coefficient d’autocorrélation
linéaire selon différents pas de temps h, montre (sans surprise) que ’on peut raisonnablement
sélectionner les valeurs d’une variable dans un passé proche, aux temps t-1, t-2 pour la prédire
a une date t.

Compte tenu de ce qui précede, plusieurs possibilités s’offrent a nous quant au choix du ou
des systemes neuro-flous adaptés au probleme. La premiere consiste a utiliser un seul systeme
contenant les 4 variables pH(t), O2(t), cond(t) et temp(t). La deuxieme consiste a construire
un systeme flou auto-régressif pour chacune des 4 variables, contenant les variables a des
dates différentes, par exemple Oy(t), Oz(t — 1),..., Os(t — k). Notre modele présente alors des
analogies avec des modélisations classiques du type AR(k) (AutoRégressifs d’ordre k) [18].
Cependant, lorsqu’une variable est manquante a une date ¢, les valeurs précédentes, a ¢t —
1,...t—Fk sont bien souvent également indisponibles et rendent ce type de modeles inopérants.
La troisieme possibilité, que nous avons retenue, combine les aspects multivarié et temporel
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Fic. 2.8 — Chotx du nombre de prototypes de deux facons différentes. A gauche: critére de

validation croisée (-), valeur minimale (- -). A droite: critére de partitionnement (pourcen-

tage d’inertie expliquée SSW/SST). Fxemple de seuil, SSW/SST=10% (- -)

du probleme. On définit deux systemes neuro-flous contenant les variables suivantes:

L. Oq(t), Oz(t — 1), pH(t), pH(t-1),

2. temp(t), temp(t-1), cond(t), cond(t-1).

Dans la suite, nous présentons essentiellement les résultats relatifs aux variables du systeme:
Os(t), Ox(t — 1), pH(t), pH(t-1). L’intérét de notre approche est qu’elle s’adapte a chaque
pas de temps aux données manquantes du vecteur considéré. A une date ¢, si O, est inconnue,
elle sera estimée par les autres parametres. Mais si a ¢t + 1, Oy est de nouveau connu, on
pourra estimer une valeur manquante du pH a I’aide du méme modele.

2.5.2 Résultats
Identification du modele

Le seul parametre a régler est la taille du modele, c’est-a-dire le nombre de prototypes n.
Cette phase étant délicate, nous avons confronté les trois types de méthodes d’identification
cités précédemment : une méthode de rééchantillonnage, la validation croisée ; une méthode
de partitionnement, basée sur la dispersion intra-classes et une heuristique basée sur la
suppression de prototypes.

Afin d’atténuer les problemes de minima locaux, les résultats ont été calculés sur une moyenne
de 10 essais (cf. figure 2.8). Pour la méthode de validation croisée, le nombre optimal n* de
prototypes, pour lequel 'estimation de 'erreur quadratique moyenne est la plus faible, est
de 11. C’est cette valeur que nous avons choisie. Nous pouvons cependant remarquer que
les valeurs de 12 a 16 sont également acceptables. Cependant, en vertu d’un principe de
simplicité, il est inutile de multiplier le nombre de parametres du modele si le gain n’est
pas substantiel. D’autre part, en terme de cott de calculs, 'optimisation ultérieure des
parametres sera plus rapide. Les résultats de la méthode basée sur la dispersion intra-classe
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oxygéne

Fic. 2.9 — A gauche : histogramme des variables Oy et pH. Coordonnées initiales des proto-
types (- -). A droite: ensemble d’apprentissage (.), prototypes des variables pH(t) et Os(t)

ne semblent pas contrevenir a ce choix (cf. figure 2.8, a droite). L’heuristique présentée
dans [118] nécessite de définir la distance minimale 6 acceptable entre les prototypes, ce qui
dépend du choix de 'utilisateur. Son avantage essentiel est sa simplicité mais elle présente
des inconvénients préjudiciables pour la qualité du modele. En particulier, si le nombre de
prototypes initial est tres grand, les prototypes résultant d’agrégations successives sont de
moins en moins représentatifs des données et la reconstruction se dégrade.

Pour initialiser les parametres du modele choisi, a savoir les centres ¢ et les écarts-type
o des classes Cf, il faut d’abord s’assurer de la robustesse de leur estimation. Les points
déclarés aberrants de chaque classe ont été éliminés, a ’aide d’un test statistique basé sur un
rapport de vraisemblances [8]. Nous nous sommes également assurés que 'effectif de chaque
classe était « suffisant » pour une « bonne » approximation de la variance. Cependant, il est
inutile de recourir a des méthodes cotteuses dans la mesure ou ces parametres sont par la
suite optimisés.

Optimisation des parametres

La figure 2.9, représente 1’histogramme des variables pH et O, ainsi que les coordonnées des
11 prototypes initiaux.

Afin d’améliorer la précision des résultats, nous avons optimisé les parametres a 1’aide de
I’algorithme de rétropropagation du gradient (cf. équations (2.17) (2.18) et (2.19)). L’en-
semble des données a été divisé classiquement en deux parties, l'une pour 'apprentissage des
parametres, "autre pour le test. La figure 2.10 compare ’évolution de I'erreur quadratique
moyenne relative a ’ensemble de test sur une moyenne de 10 essais pour le modele choisi
et le modele auto-régressif d’ordre 2 selon le nombre de prototypes et pour la variable Os.
Les résultats montrent que l’erreur de généralisation diminue de 20 a 35% apres 100 ité-
rations. Pour le modele choisi, on obtient presque la valeur optimale apres seulement une
dizaine d’itérations. 5i ’on choisit un modele auto-régressif, ’erreur continue de diminuer
sensiblement apres 100 itérations. Cela s’explique par le fait que les prédicteurs de ce modele,
Oz(t-1) et O4(t-2), sont plus fortement corrélées a Oy que dans I'autre cas. L’apprentissage
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Fic. 2.10 — Erreur quadratique des parameétres optimauzx pour différents modéles : autoré-
gressif d’ordre 2, avec 6 prototypes (A), 11 prototypes (¢); modéle mixte Oq(t), Oz(t — 1),
pH(t), pH(t-1) avec 6 prototypes (*) et 11 prototypes (o-).

peut ainsi se faire presque « par cceur». Ainsi, le modele autorégressif semble meilleur, mais
suppose la connaissance de la variable aux pas de temps précédents.

Estimation des données manquantes

Estimation ponctuelle

La précision de I'estimation des variables dépend bien entendu des prédicteurs. Comme nous
l’avons souligné plus haut, chacune des 4 variables peut-étre estimée de 2* — 1 = 7 facons
différentes, selon les disponibilités des variables restantes. Nous considérons dans un premier
temps le cas a priori le plus favorable ou chaque variable est estimée a 1’aide de toutes les
autres. La figure 2.11 présente les résultats de 'estimation des variables O, et pH a 'aide
de 3 prédicteurs.
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2.5Application a des données environnementales 73

o
©
T
I
o
©
T

o
™
T
L
o
™
T

I
3
T

I
=)
3

T

—~

N
~

Il
o
T
o
o
T

o
IS
T

o
=
:
L
Degré d‘appartenance
S
° ¢
T

Degré d‘appartenance
&
T

L

°

w

:

o
w
T

o
[N
T
L
o
[N
T

011

Xygéne oxygene

FiG. 2.13 — Méme légende. A gauche: cas (3), sortie ambigie, bimodale, provenant de
prédicteurs conflictuels ; & droite: cas (4), sortie peu fiable, les prédicteurs sont éloignés des

protolypes.

Afin de juger de la précision de notre méthode, nous ’avons comparée a une méthode tres
simple, basée sur le plus proche prototype (1-ppv), ainsi que trois méthodes de régression :
la régression linéaire, la régression spline gaussienne, la méthode des noyaux (cf. équation
(A.6)). La méthode du plus proche prototype (cf. annexe B) consiste simplement a sélec-
tionner le plus proche prototype ¢ sur le sous-espace des valeurs connues et remplacer les
valeurs manquantes par les coordonnées correspondantes du prototype choisi. Pour les deux
dernieres méthodes de régression, afin de faciliter les comparaisons, nous avons utilisé les
prototypes ¢, intervenant dans notre modele. Pour la méthode linéaire, les parametres ont
été déterminés a 'aide de la totalité de ’ensemble d’apprentissage. Pour toutes ces méthodes
de régression, il est nécessaire de déterminer les 28 modéles possibles (7T modéles pour cha-
cune des 4 variables), c’est-a-dire, d’identifier la structure et d’estimer les parametres pour
chaque modele. Le tableau 2.1 montre les résultats des différents modeles pour 'estimation
de la variable O;. Les résultats ponctuels de notre méthode sont sensiblement équivalents a
ceux de la régression spline et de la méthode des noyaux, dans tous les cas. La régression
linéaire ne fournit évidemment de bons résultats que lorsque la seule variable linéairement

corrélée a Oy, Oy(t-1), est présente.

Estimation par ensembles flous

L’estimation ponctuelle ne représente qu’une partie réduite de I'information fournie par notre
méthode. Elle est issue de la sortie floue du systeme, dont les caractéristiques rendent compte
de la précision et de la confiance. Nous décrivons la sortie floue Fj associée a la premiere
variable O,(t), dans le cas de trois prédicteurs Oy(t-1), pH(t) et pH(t-1). Nous pouvons
distinguer quatre situations reflétant le type d’information délivré par ces prédicteurs selon
leur position par rapport aux prototypes, illustrés par les figures 2.12 et 2.13. Pour chacune de
ces situations, nous avons représenté la sortie F et ses normalisations Hy, Ky, calculées par
la méthode d’inférence somme-produit, ainsi que la sortie floue obtenue par I'inférence maz-
produit, que nous noterons Fy. Dans le premier cas, le point ®° représenté par les 3 variables
connues est proche d’un prototype donné c¢; et la densité de l’ensemble d’apprentissage
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H prédicteurs H Systeme flou ‘ Splines ‘ Noyaux ‘ Linéaire ‘ 1-ppv H
Oy(t — 1), pH(t), pH(t-1) 0.060 0.056 0.066 0.073 | 0.071
Ox(t—1) 0.058 0.058 0.069 0.113 | 0.064
Ox(t — 1), pH(t) 0.059 0.059 0.063 0.062 | 0.072
Ox(t — 1), pH(t-1) 0.061 0.059 0.070 0.110 | 0.079
pH(t),pH(t-1) 0.264 0.240 0.239 0.915 | 0.441
pH(t) 0.236 0.250 0.262 1.109 .486
pH-1(t-1) 0.250 0.250 0.262 1.466 | 0.468

TAB. 2.1 — Erreur quadratique moyenne pour la variable Oy(t) selon différents prédicteurs
et différentes méthodes de régression

autour de x° est élevée. On obtient des sorties floues Fy et F] précises, de hauteur proche
de 1. Dans le deuxieme cas, il existe toujours un prototype proche de @°, mais la sortie est
moins précise, car la densité autour de ce prototype, représentée par oy, est plus faible. Le
troisieme cas correspond a une ambiguité sur la valeur de la sortie. La valeur des prédicteurs
ne suffit pas a déterminer celle de 03(t). Dans I’exemple de la figure 2.13, a gauche, la
valeur de pH(t) est voisine celle de deux prototypes (7.45), pour lesquelles la valeur de
02(t) est tres différente (4.8 et 6.2). Les sorties Fy et surtout, F], qui utilise 'opérateur
discontinu max, sont bimodales, les deux « pics » correspondant approximativement a ces
deux valeurs. Les résultats sont encore plus marqués quand on n’utilise pas le prédicteur
02(¢ — 1), mais uniquement les deux valeurs pH(t) et pH(t-1). Nous n’avons pas présenté ces
résultats car la qualité de 'estimation ponctuelle n’était pas satisfaisante (cf. tableau 2.1). Le
quatrieme cas correspond a une densité tres faible autour de ®°. Les valeurs des prédicteurs
ne correspondent a aucune des situations de référence représentées par les prototypes. Les
degrés de déclenchement des regles sont tous peu élevés. La hauteur de la sortie est donc
faible et traduit le peu de confiance allouée a cette sortie.

2.6 Conclusion

Nous avons proposé un systeme neuro-flou pour la reconstruction de variables manquantes ou
la validation multi-capteurs. Cette méthode est capable d’exprimer la connaissance acquise
a partir de données brutes sous forme de regles d’inférence floues. Le principe est basé sur les
relations entre les variables en différentes régions de 'espace de représentation des données.
La méthode propose d’estimer toutes les valeurs manquantes d’un vecteur dans un méme
modele, quel que soit le nombre de variables disponibles. L’imprécision du résultat est donnée
sous forme d’une distribution de possibilité définissant un degré de confiance dans les valeurs
de I'espace des variables de sortie.

Comme tout systeme neuro-flou, notre modele présente des analogies avec certaines mé-
thodes de régression. Sur le plan purement fonctionnel, ’expression de la valeur ponctuelle
de chaque variable reconstruite, prise individuellement, est voisine de celles d'une méthode
de noyau, si la totalité de I’ensemble d’apprentissage est utilisée. Si 'on procede a une clas-
sification préalable de I’ensemble d’apprentissage, son expression est celle d’une fonction de
base radiale généralisée. Une analogie avec les modele de mélange de densités de probabilités
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a été également développée dans la version utilisant le partitionnement.

L’étude des systemes flous ne permet pas de traiter tous les types d’incertitude de facon
satisfaisante. Dans les chapitres suivants, nous allons aborder le probleme de I’estimation
fonctionnelle a l'aide d’autres outils que les systemes flous, les fonctions de croyance, qui
permettent de définir des degrés de confiance a priori sur les éléments de ’ensemble d’ap-

prentissage.
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Chapitre 3

Théorie des croyances - Extension au
flou

3.1 Introduction

La théorie des croyances est issue des travaux de Dempster [28] sur les bornes inférieure
et supérieure d’une famille de distributions de probabilités induites par une fonction mul-
tivaluée, et a été développée par Shafer [130]. Elle permet de combiner les connaissances
diverses que l'on possede relativement a un phénomene a partir de différentes sources, de
maniere plus souple que le formalisme probabiliste. En particulier, certains types d’imper-
fection de 'information, comme l'incertitude totale, sont mal représentés par la théorie des
probabilités. Devant les critiques de certains probabilistes, des modifications et généralisa-
tions successives de la théorie initiale de Shafer ont été proposées dans différentes directions
[171, 85, 59], occasionnant une certaine confusion dans la définition de la théorie dite de
Dempster et Shafer [140]. Cette appellation recouvre en fait trois types de modeles distincts
qui sont des extensions ou des variantes du modele de Shafer: la théorie des probabilités
imprécises ou des probabilités inférieures [163], le modele initial de Dempster, développé par
Kohlas et al. [28, 85] et le modele des croyances transférables [142].

La théorie des probabilités imprécises suppose 1’ existence d’une mesure de probabilité précise
P sur le référentiel d’étude 2, mais celle-ci n’est pas parfaitement connue. Soit P ’ensemble
des probabilités compatibles avec I'information disponible. Le modele est défini, soit directe-
ment par P, soit par ses enveloppes inférieure P, et supérieure P*, définies respectivement,
pour tout A C Q, par P.(A) = {min P(A), P € P} et P*(A) = max{P(A), P € P}. Sous
certaines contraintes, P, est une fonction de croyance. Ce modele est une généralisation du
modele probabiliste. Le modele de Dempster est un cas particulier des probabilités impré-
cises. On suppose qu’il existe une relation multivaluée entre () et un espace sous-jacent O
sur lequel une mesure de probabilité est supposée exister. On peut la encore définir des pro-
babilités inférieure et supérieure compatibles avec ces informations. Le modele des croyances
transférables proposé par Smets [142, 137] est tres différent des modeles précédents, car il
définit des fonctions de croyance indépendamment de tout modéle probabiliste. La transfor-
mation des fonctions de croyance en une mesure de probabilité n’intervient qu’a un niveau
décisionnel. Dans ce modele, Smets a complété la théorie des croyances en proposant une
justification axiomatique [141]. Dans ce chapitre, nous adopterons généralement ce point de
vue non probabiliste.
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Dans la perspective de I’application ultérieure de la théorie des croyances en régression, nous
insistons particulierement sur les aspects suivants: l'existence d’un référentiel continu, la
définition de I'espérance et les mesures d’incertitudes. Enfin, une généralisation de la théorie
des croyances aux ensembles flous, proposée par divers auteurs [178, 134, 167, 175], permet
d’intégrer les avantages des deux théories dans un méme modele. Nous présentons ici une
synthese de ces travaux.

3.2 Théorie des croyances

3.2.1 Structures de croyance

Soit €} un ensemble, appelé cadre de discernement, que nous supposerons pour l'instant
fini, et S(Q) 'ensemble des sous-ensembles de Q. Le concept fondamental de la théorie des
croyances est celui de la structure de croyance, définie comme une fonction m de S(§) dans
[0, 1] et vérifiant :

D m(4)=1. (3.1)

ACQ

La quantité m(A) représente la croyance en la proposition A uniquement, c’est-a-dire en
aucune proposition plus restrictive, en ne considérant que I'information disponible. La quan-
tité m(0) représente la masse qui ne peut étre dédiée a aucune des propositions de €. Dans
I’hypothese d’un monde ouvert, le référentiel €2 n’est pas exhaustif et on suppose 'existence
sous-jacente d’un ensemble W contenant toutes les propositions inconnues. La masse m(()
représente donc la masse allouée a W. Une structure de croyance m telle que m(0) = 0 est
dite normalisée. Dans le modele initial de Shafer [130], cette condition est imposée. C’est
I’hypothese d’'un monde fermé. Les sous-ensembles de  tels que m(A) > 0 sont appelés
éléments focaux de m. Nous noterons F'(m) I'ensemble des éléments focaux de m. L’union
de tous les éléments focaux est appelée noyau. La procédure de normalisation de Dempster
convertit une structure de croyance non normalisée m en une structure normalisée m* en
répartissant proportionnellement la masse de I’ensemble vide sur les autres éléments focaux:

m(A)

mA) =4 Tom@y A7
0 si A =10.

(3.2)

L’information fournie par une structure de croyance peut étre également représentée par une
fonction de croyance ou une fonction de plausibilité définies, respectivement, par:

bel(A)= > m(B)etpl(A)= > m(B)=bel(Q) —bel(A), (3.3)
0£BCA BNA£D

ott A = Q\A est le complémentaire de A dans Q. Notons que bel(}) = 0 et que bel(2) =
1 — m(0). Le référentiel n’est un événement certain que dans le cas d’un monde fermé. On
peut retrouver ’expression de m si ’on connait la fonction bel a partir de la transformation

de Mobius:
m(A) =Y (=1)"\Plbel(B) si A# 0, et m(f) =1 —bel(), (3.4)

BCA
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ou |A\B] est le cardinal de AN B.

Une fonction de crédibilité ou de croyance bel de S(2) dans [0, 1] peut étre également défi-
nie, indépendamment d’une structure de croyance associée, comme une fonction monotone
compléete, ou d’ordre infini, c’est-a-dire :

{ V(A A) SO bel(A UL U A > Ypsren (=D bel(MierA)

bel(9) €]0,1]. (3.5)
Elle vérifie par conséquent la propriété de sur-additivité (ou de monotonie d’ordre 2):
bel(A U B) > bel(A) 4 bel(B) —bel(AN B) VA, B C . (3.6)
On peut définir de maniére analogue une fonction de plausibilité par :
{ V(A A) QAN N A < Dgarcq (DI DI(UierAr)
pl(©) €]0,1]. (3.7)
Cette fonction est donc sous-additive:
pl(AU B) < pl(A) +pl(B) — pl(ANB) VA, BCQ. (3.8)

La quantité bel( A) s’interprete comme la croyance totale en A et pl(A) comme la croyance qui
pourrait étre allouée a A, compte tenu des éléments qui ne contredisent pas cette proposition.

Par analogie avec la théorie des probabilités, on peut définir I’espace crédibilisable (£, .5())
et 'espace crédibilisé: (Q, 5(92),bel), (S(2),N,U) étant une o-algebre sur .
Nous noterons M(2) I’ensemble des structures de croyances définies sur 2. Parmi les diverses

notions utilisées dans la théorie des croyances, signalons la fonction de communalité, qui
présente en particulier un intérét pratique dans le calcul de la combinaison de structures:

g(A) =) m(B) (3.9)

BDA

La fonction bel peut s’exprimer en fonction de ¢. L'une quelconque des quatre fonctions bel,
pl, m et ¢ détermine ainsi de maniere unique les trois autres. Par la suite, si le contexte
n’est pas ambigu, quand nous définirons une structure par I’'une de ces fonctions, les autres
fonctions seront définies implicitement.

La théorie des croyances peut facilement se généraliser a un espace ) continu si le nombre
des éléments focaux |F/(m)| est fini (cf. section 3.2.6).

3.2.2 Transformation pignistique

Les quantités m ou bel décrivent 1’état d’'une croyance. Dans le modele des croyances trans-
férables, la prise de décision se fait par 'intermédiaire d’une mesure de probabilité induite
par m ou bel, appelée probabilité pignistique, définie par® :

Pret(w) = Z m*[gA)5A(w) Yw € Q, (3.10)

s A

1. Dans toute la suite, nous noterons par une lettre capitale P la mesure de probabilité définie sur un
ensemble {w}, et par son équivalent minuscule p la probabilité de I’élément w.
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ol m* est la structure normalisée associée a m et §4 est la fonction indicatrice de ’ensemble A.
Sil’on impose un certain nombre d’axiomes raisonnables, cette solution est unique [142, 136].
En I’absence d’information supplémentaire, la masse de croyance de chaque élément focal
est distribuée uniformément entre les éléments qui la composent.

Dans le modele de Dempster ou des probabilités imprécises, le point de vue est différent. Les
fonctions bel et pl peuvent également étre considérées respectivement comme des bornes infé-
rieure et supérieure d'un ensemble de distributions de probabilité P compatibles avec la struc-

ture de croyance: P = {P| VA C Q, bel(A) < P(A) < pl(A)}. L’intervalle [bel(A), pl(A)]

peut alors étre vu comme reflétant 'ignorance relative a I’événement A.

3.2.3 Liens avec d’autres mesures floues

Dans cette section, les structures de croyances sont supposées normalisées. Les fonctions de
plausibilité et de crédibilité normalisées sont des cas particuliers d’un ensemble de mesures
floues définies de la facon suivante par Sugeno [148]:

Mesure floue. Une mesure floue pi est une fonction de S(2) dans [0,1], telle que:
L. p est bornée: p(0) et p(Q2) = 1.
2. 11 est monotone: VA, B € S(Q) AC B= u(A) < u(B).
3. 4 est continue: pour toute suite d’ensembles emboités (A,),, tels que Ay C ... C

A, C... ou A D...DA,D ..., ona limyge u(A,) = p(limyse Ay).

Les mesures de possibilité, de nécessité et les mesures de probabilité sont elles aussi des
mesures floues. En effet, ’axiome de monotonie est équivalent a:

W(AUB) > max(u(A),u(B)) ou (AN B) < min(u(A).u(B).  (3.11)

Les égalités dans les deux dernieres expressions définissent alors respectivement une mesure
de possibilité et une mesure de nécessité.

Si p est une mesure floue et vérifie 'axiome d’additivité
VA, B COLu(AU B) = u(A) + u(B) — u(A0 B), (3.12)

alors u est une mesure de probabilité. D’apres les équations (3.8), (3.6) et 'expression pré-
cédente, les mesures de probabilité sont donc a la fois des mesures de plausibilité et de
crédibilité.

Les relations entre toutes ces mesures floues sont illustrées dans la figure 3.1. Nous allons
préciser le lien entre certaines structures particulieres et ces différentes mesures floues.

Crédibilité consonante. Une structure consonante bel est une structure dont les éléments
focaux sont emboités, au sens de l'inclusion:
F(m) = (Ag)j_, avec Ay C ... C...CA,.

Les trois propositions suivantes sont équivalentes [130] :

1. bel est une fonction de crédibilité consonante.
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Mesures
Mesures
Floues de plausibilité
Mesures
Mesures de Mesures
de probabilité de
crédibilité ossibilité
Mesuy \ Mesures
¢ de
nécessité Dirac

FiG. 3.1 — Liens entre différentes mesures floues.

2. VA, BC Q, bel(AN B) = min(bel(A),bel(B)).
3. VA, BC Q, pl(AU B)=max(pl(A),pl(B)).

Les mesures de crédibilité et de plausibilité consonantes sont donc formellement équivalentes
respectivement aux mesures de nécessité et de possibilité. Remarquons toutefois que l'inter-
prétation donnée a ces fonctions differe selon que 'on se place du point de vue de la théorie
des possibilités ou de celui de la théorie des croyances [138].

Crédibilité bayésienne. La fonction de crédibilite bel est bayésienne si ses éléments focaux
sont des singletons, dans le cas ou ) est discret.

Les fonctions de crédibilité et plausibilité bayésiennes sont confondues avec une mesure de
probabilité P :
VYACQ bel(A) =pl(A) = P(A).

L’ensemble P des probabilités compatibles avec la structure m se réduit alors a P.

Structure a support simple. Une structure de croyance est a support simple si elle est
focalisée au mazximum sur Q et un seul sous-ensemble A: F(m) = {Q, A} ou F(m) = {A}.
Elle est alors définie par :

m(A)=s, s€]0,1]
m(Q)=1-s (3.13)
m(B)=0 VB¢ {A,Q}

Le cas particulier ou s = 1 correspond aux sous-ensembles classiques de ).

Structure monofocale. On appellera structure monofocale ou ensembliste, une structure
focalisée sur un unique ensemble A. On la notera my4 (ou bely). Ces structures peuvent
donc étre assimilées a des ensembles classiques. Il existe une bijection entre I’ensemble de
ces structures et (). Parmi ces structures, on peut définir,

— les structures a support certain. Si A est un singleton {a} de Q, la structure mg,;,
est dite a support certain. Elle exprime une certitude sur une valeur particuliere de 2.
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Elle correspond a la mesure de probabilité de Dirac. C’est la seule structure a la fois
consonante et bayésienne (cf. figure 3.1).

— la structure vide (ou triviale). Dans ce cas, Fi(m) = {Q}, c’est-a-dire, m(Q) = 1
et VA # Q, m(A) = 0. Elle représente I’élément neutre dans la regle de combinaison
de structures (cf. section 3.2.4). Elle exprime une absence totale d’information sur
le cadre de discernement. C’est 1'une des caractéristiques essentielles qui distinguent
la théorie des croyances de I'inférence probabiliste. En I’absence totale d’information
sur un phénomene, la théorie bayésienne définit en général une distribution uniforme,
notée Ug, sur 'espace considéré, fini ou continu. Cette distribution correspond a la
probabilité pignistique py.; associée a la structure vide.

3.2.4 Inférence et combinaison de structures
Reégle de combinaison conjonctive

En présence d’informations incertaines, la fusion multi-sources se présente comme une so-
lution permettant d’accéder a une information plus fiable. De facon générale, elle offre de
nombreux avantages parmi lesquels la complémentarité et la redondance de l'information
fournie par chaque source. La théorie des croyances possede un outil d’agrégation, la regle de
combinaison de Dempster [28], qui permet de combiner des structures de croyances supposées
indépendantes my, ... ,my; définies sur un méme espace crédibilisable (£, 5(Q)).

On définit 'opérateur binaire conjonctif N sur M(Q) de facon suivante [142]:

N: M(Q)x M(Q) = M(Q)
(ma,mz) —m (3.14)
tel que VAC Q, m(A) =) 5104 mu(B)ma(C).

Propriétés

La régle de combinaison conjonctive (3.14) vérifie un certain nombre de propriétés primor-
diales. Elle est associative, commutative, possede un élément neutre, la structure de croyance
triviale. Cette regle de combinaison est la seule vérifiant un certain nombre d’axiomes rai-
sonnables [137, 44, 81] (cf. section 3.2.4). La combinaison d’une structure bayésienne avec
une structure quelconque produit une nouvelle structure bayésienne. Par contre, on peut
montrer que cette regle n’est pas idempotente.

On peut alors définir la combinaison de n structures myq,... ,m, de M() par:
m=mi ... m,,

avec

m(A)= Y J]mi4) vACQ.
AiN..NnA,=A4 1=1
Normalisation

Cette opération produit en général une structure de croyance non normalisée, c’est-a-dire,
telle que m(@) > 0. La masse m({) représente alors le conflit entre les sources. Dans I’hypo-
these d’un monde fermé, il est alors nécessaire de recourir a la procédure de normalisation
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de Dempster (cf. équation (3.2)), en multipliant les masses des éléments de m par le facteur
ﬁ@), si m(@) # 0. On définit alors une structure normalisée m*.

Cette loi de combinaison conjonctive normalisée définie par m*, connue sous le nom de regle

de normalisation K =

de combinaison de Dempster [28] et que 'on notera & pour la différencier de sa version non
normalisée N, peut donner lieu a des résultats criticables en cas de fort conflit. En particu-
lier, si le conflit est maximal (m(@) = 1), la structure m* n’est pas définie. Les structures
mq,...,m, sont dites non compatibles. Cet aspect inconsistant de la regle a été largement
critiqué par divers auteurs [156, 137] et justifie I'usage de la regle non normalisée.

Le résultat de la combinaison des fonctions de communalité par la regle non normalisée
s’exprime de maniere simple :

q= H 4.
i=1

Dans le cas de la regle normalisée, on obtient: ¢* = ¢/ K.

Généralisation a d’autres opérateurs

Différentes généralisations de la regle conjonctive ont été proposées [45, 173, 139, 141]. La
regle a d’abord été étendue a l'opérateur disjonctif U [45], puis a toute opération binaire V.
La fusion de structures de croyances mj et msy, notée m = m;Vmy, est définie ainsi [173]:

m(A)= Y mi(B)ma(C), VAEQ. (3.15)

BV(C=A

Certains de ces opérateurs, dont 'opérateur disjonctif, ne génerent pas de conflit, au sens ou
la combinaison de deux structures normales est normale :

m1(0) = 0 et my(0) =0 = (my1 Umy)(0) = 0.

Du point de vue de l'interprétation, 'opérateur disjonctif est utilisé quand 1'une au moins
des sources est valide, tandis que 'opérateur conjonctif suppose que toutes les sources le
sont.

Une autre regle de normalisation, consistant a transférer la part de croyance conflictuelle
de I’ensemble vide vers €2, a été proposée par Yager [173] et Kohlas [85] et conduit & une
structure m® définie par:

m(A) si A€ F(m)\{0,Q}
m(A)=¢ m(Q)+m(@) si A= (3.16)
0 si A=0.

Cependant, l'utilisation de cette normalisation avec la regle de combinaison conjonctive
définit un opérateur qui n’est plus associatif.

D’autres regles de combinaison ont été proposées. Celle de Tonn [156] est un compromis
entre les méthodes conjonctive et disjonctive. Elle permet de résoudre le probleme de conflit
entre deux ensembles A et B en répartissant les masses sur A, Bet AUBsi ANB =10 (et
sur A, B et AN B sinon).
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Reégle de conditionnement

Le conditionnement consiste a réviser une croyance initiale quelconque m lorsqu’une propo-
sition B C ) est devenue vraie. Dans le modele des croyances transférables, la structure de
croyance conditionnelle de m a B, notée m(.|B) est définie de la facon suivante [137]:

m(AUC) s1ACBH
m(A|B) = ng;g (4ue) = (3.17)

0 sinon,

avec B = Q\B. On en déduit les fonctions de crédibilité et de plausibilité conditionnelles :
bel(A|B) = bel(A U B) — bel(B) et pl(A|B) = pl(AnN B).

Soit mp la structure focalisée sur B, c’est-a-dire telle que mp(B) = 1. La structure m(.|B)
peut également étre définie par:

m(.|B) =mNmg. (3.18)

Dans le modele des croyances transférables, contrairement a Dempster et Shafer, Smets
définit d’abord cette regle de conditionnement puis en déduit axiomatiquement 1'unicité de
la regle de combinaison conjonctive [137].

Si les structures mp et m sont compatibles, au sens de la regle normalisée, c’est-a-dire si

bel(B) < 1, on peut également définir la regle de conditionnement normalisée, ou regle de
combinaison de Dempster, m*(.|B):

m*(.|B) =m & mpg. (3.19)

Les expressions de la crédibilité et de la plausibilité correspondantes sont données par les
équations suivantes [130]:

bel*(A U B) — bel*(B (AN B

bel(A[B) = 2 AUE) Zbel(B) by py = PHADE)
1 — bel*(B) pl*(B)

Cette derniere équation rappelle la regle de conditionnement de Bayes. La regle de Dempster

généralise la regle de Bayes aux structures de croyances. Si les structures de croyances sont

bayésiennes, les deux regles sont équivalentes.

Produit cartésien - croyances marginales

On peut généraliser la combinaison a des espaces différents €y et ;. Soit =y x O, le
produit cartésien de €y et ,. L’opérateur @ définit la croyance jointe m sur §:

(my,mg) — m = my @ my (3.20)
avee m(A4) = Xy s BJima(C).

Les structures my et my sont alors définies comme les croyances marginales de m sur ; et 5.
Le concept similaire a I'indépendance en théorie de I’évidence est celui de la noninteractivité.

Noninteractivité. Les structures my el ms sont diles noninteractives st el seulement si:

m(A X B) = ml(A)mg(B) \V/A,B C Ql X QQ.
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Raffinement et grossissement

Ces deux opérations se rapportent a la gestion des cadres de discernement.

Raffinement. Une application multivaluée p d’un référentiel ) vers un référentiel © est un
raffinement si les ensembles {p(w),w € Q} constituent une partition de ©.

La relation inverse p~* de S(0) vers ) est un grossissement.

Soit une structure m € M(). On définit I'extension minimale de m sur © par la structure
m' € M(0) telle que:
m/'(p(A)) = m(A) VA€ F(m).

Soient deux structures my et mo définies respectivement sur des espaces 2; et §2,. Pour
combiner my et mg, il suffit de déterminer deux raffinements p; et p de €}y et Q5 vers un
référentiel © commun et de combiner les extensions minimales m] et mj de my et my sur ©.

Affaiblissement

L’affaiblissement d’une fonction de crédibilité bel de taux a € [0,1] consiste a réduire le
degré de certitude des éléments focaux non triviaux, c’est-a-dire différents de 2, en fonction
de la confiance qu’on accorde a la source ayant permis de définir la structure. On obtient
ainsi une structure bel® définie par:

bel(2) =1 et bel*(A) = (1 — a)bel(A). (3.21)

L’intérét de l'opération d’affaiblissement est de maitriser I'influence des sources selon leur
fiabilité avant de les combiner.

3.2.5 Mesures d’incertitudes

Nous rappelons que l'incertitude relative a un phénomene caractérise une information qui
peut étre imprécise, fragmentaire, peu fiable. Les premieres mesures d’incertitude ont été
développées par Hartley en 1928 [63] en théorie des ensembles (classiques), puis en théorie
des probabilités, avec I’entropie de Shannon en 1948 [131]. Depuis les années 80, le concept
d’incertitude a été étendu a la théorie des ensembles flous, la théorie des possibilités et la
théorie des croyances. Une harmonisation entre ces cinq théories a permis de définir deux
types principaux d’incertitude:

— la nonspécificité, qui représente I'imprécision des ensembles ;

— la discordance, qui quantifie le conflit entre différentes possibilités.

En théorie des croyances, la recherche de mesures d’incertitude a fait 1’objet de nombreux
travaux, dus a Klir notamment [83], mais il n’existe pas actuellement de mesure « idéale ».
Une présentation exhaustive de ces mesures étant illusoire, nous allons nous restreindre a
certains types de mesures vérifiant des propriétés jugées intéressantes ou nécessaires.
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Nonspécificité

En théorie classique, I'imprécision d’un ensemble A peut se mesurer par la fonction de Hart-
ley: U(A) = log,(]A|). Celle-ci se généralise en théorie des croyances par la mesure de nons-
pécificité [43]:

N(m)= Y m(A)log|Al, (3.22)

A€eF(m)

ou m est une structure de croyance. Ramer [123] a prouvé que, sous certaines conditions, la
fonction N était 'unique mesure de nonspécificité en théorie des croyances. Elle représente la
moyenne pondérée par leur masse de I'imprécision des éléments focaux. Les valeurs possibles
de N appartiennent a [0,log, |©|]. Le maximum est atteint pour la structure de croyance
triviale, c’est-a-dire en cas d’ignorance totale: m(€2) = 1. Le minimum, N(m) = 0, est
atteint pour une structure bayésienne quelconque, pour laquelle tous les éléments focaux
sont des singletons: il n’y a pas d’imprécision. Cela signifie que les mesures de probabilité
sont totalement spécifiques et donc pareillement informatives sur le plan de la nonspécificité.

Exemple. Soit Q = {ay,...,a,}, m; la structure certaine, focalisée sur {a;} et my est la
loi uniforme Uq, une structure bayésienne, focalisée uniformément sur Q. Alors N(my) =

N(msy) = 0.

On peut donc se demander quel type d’incertitude représente l'entropie de Shannon [131],
bien connue en théorie des probabilités. Nous allons voir qu’il s’agit en fait d’une mesure de
conflit.

Mesures de conflit
Entropie de Shannon

L’entropie de Shannon, définie uniquement pour les mesures de probabilité, n’est donc ap-
b b
plicable que pour une structure de croyance bayésienne m et s’écrit dans ce cas:

H(m)= = m({a})log, m({a}), (3.23)
a€fd
Si on reprend I'exemple précédent, on obtient H(my) = 0 et H(my) = log, |Q].
On peut exprimer ’entropie sous la forme suivante:

H(m) = =3 m({a})log, (1 — Confl, ({a})) oit Confl({a}) = 3 m({b}).
a€Q beQ\{a} (3.24)

Il est clair que Confl,,,({a}) représente I'information en conflit avec la proposition soutenant
I’événement {a}. L’entropie de Shannon représente le conflit total pour l’ensemble de la
structure.

Généralisations de ’entropie de Shannon

Différentes mesures ont été proposées afin de généraliser 'entropie de Shannon a la théorie
des croyances. Les extensions les plus naturelles sont la mesure de dissonance F(m) [174], la
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mesure de confusion C'(m) [69] et la mesure de discordance D(m) [82]:

E(m)=— Y_ m(A)log,pl(A), (3.25)
A€F(m)

C(m)=— Y_ m(A)log,bel(A), (3.26)
A€F(m)

D(m)=— > m(A)log, Pres(A). (3.27)
A€F(m)

On montre facilement que £(m) < D(m) < C(m) pour tout m de M(Q).

Alternativement a D(m), Klir [83] a proposé une autre mesure appelée « strife »:

Simy=— % m(A)log, 3 m(B)|A|2|B|. (3.28)

AEF(m) BEF(m)

Klir a analysé ce que mesurent réellement ces quantités en tenant compte du degré de conflit
entre les éléments focaux de m. Ces quatre mesures peuvent se réécrire sous la forme générale
d’une mesure de conflit MC de maniere analogue a (3.24),

MC(m)=— Y m(A)log,(1 — Confl,,(A)). (3.29)
A€F(m)

ou Confl,,(A) représente le conflit entre A et m, c’est-a-dire le conflit entre les 2 structures
ma et m. Pour chacune des 4 mesures, le conflit Confl,,(A) s’exprime de la fagon suivante:

— Dissonance: Confl,, (A) =3, 5_y m(B).

On retrouve le conflit entre les deux structures m 4 et m, défini dans la regle de Demps-

ter: Confl,,(A) = (ma @ m)(0).
— Confusion: Confl,,(A) = EBng m(B).

— Discordance: Confl,,(A) = EBGF(m) m(B) “T];T” : on ne retient que la part de B réelle-

ment en conflit avec A.

TN _ |A\B|
— Strife: Confl,,,(A) = EBGF(m) m(B)W.
George et Pal [52] ont défini une axiomatique raisonnable déterminant une nouvelle mesure
de conflit de maniere unique. Ils se proposent de définir une distance D entre deux éléments
focaux:

B |AN B|
|AU B|

La mesure de conflit, exprimée sous la forme de I’équation (3.29) devient:

D(A,B) =1

Afm)y=— > m(A)log, [ 1= Y  m(B)D(A,B) (3.30)

AEF (m) BEF(m)

Ici, Confl,, (A) = EBGF(m) m(B)D(A, B).
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Propriétés
— Ces cinq mesures se réduisent a I’entropie de Shannon si m est une structure bayésienne.

- Ym € M(Q), MC(m) € [0,log, ||]. Le minimum est atteint pour une structure
certaine, le maximum, pour une structure bayésienne.

On peut vérifier facilement les inégalités suivantes: E(m) < D(m) < A(m), E(m) < S(m) <
A(m).

Conclusion

Il est difficile de dire qu’une mesure est meilleure qu’une autre. L’axiomatique définie par
George et Pal peut amener a choisir la mesure A(m). Cependant, du point de vue de 'in-
terprétation, I'emploi des mesures S(m) et D(m) semble parfaitement justifiable.

En conclusion, une bonne mesure de conflit doit :

— généraliser ’entropie de Shannon,

— mesurer correctement le conflit selon le degré d’inclusion entre les éléments focaux de
la structure.

Incertitude « totale »

Jusqu’a présent, nous avons défini deux types d’incertitude distincts en théorie de I’évidence :
la nonspécificité et le conflit. Dans certaines applications, il peut étre intéressant de connaitre
la quantité totale d’information manquante.

La premiere mesure d’incertitude totale a été proposée par Lamata et Moral [89]:
NE(m)= N(m)+ E(m).
On peut définir ainsi 5 mesures d’incertitude totale par la somme de N(m) et d’une quel-

conque des 5 mesures de conflit définies précédemment.

Plusieurs auteurs [62, 101] ont défini une autre mesure AU(m) (« amount of uncertainty »),
qui satisfait une série d’axiomes souhaitables [83], parmi lesquels, la généralisation de la
fonction de Hartley et la généralisation de I’entropie de Shannon :

AU(m) = max H(P).

Cette mesure représente le maximum de ’entropie de Shannon parmi toutes les mesures de
probabilité compatibles avec la structure de croyance m.

En dehors de ce cadre axiomatique, signalons encore une mesure d’incertitude /(m), proposée
par Smets [135], basée sur la fonction de communalité :

I(m)=— Y log,q(A).
A€eF(m)
Cette mesure présente "avantage d’étre additive dans la combinaison conjonctive:

m=my Nmy = I(m)=1(my)+ [(my).
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3.2.6 Extension a un référentiel continu

La littérature s’est presque essentiellement consacrée au cas d'un cadre de discernement €)
fini, bien que de nombreuses applications utilisent des variables réelles continues. Certains
auteurs ont cependant cherché a généraliser la théorie aux espaces continus. En vue d’une
application a l’estimation fonctionnelle, nous allons maintenant nous placer dans ce cadre.
On distingue deux approches principales. Dans la premiere approche [133, 146, 23], © est un
sous-ensemble de R et les éléments focaux sont des intervalles de 2. Le nombre d’éléments
focaux n’étant pas nécessairement limité, la distribution de masse m devient analogue a une
distribution de probabilité continue. L’autre approche, développée par Guan et Bell [60],
permet de généraliser la théorie aux algebres de Boole si le nombre d’éléments focaux est

fini.

Espaces continus a éléments focaux contigus
Discrétisation

On se restreint ici au cas ou € est un intervalle réel. Soit donc Q = [a,b], avec a,b € R. La
premiere étape consiste a se ramener au cas d’un cadre de discernement fini en discrétisant
2 en un espace 0, de n éléments ordonné: {ay,... ,a,}, chaque a; pouvant par exemple étre
défini de facon suivante: a; = a + ;:11 (b—a). On peut alors définir une structure de croyance
m, sur 0, de maniere habituelle. Puisqu’il existe une relation d’ordre entre les éléments de

0, Strat [146] propose de se limiter aux éléments focaux définis comme réunion d’éléments

contigus, adjacents de ©,,, ce qui correspond dans le cas continu a des intervalles de 2. Ainsi,
I’ensemble {{a1},{as}} ne peut étre un élément focal. Sur le plan des applications, cette res-
triction semble raisonnable. L’exemple précédent suppose que 'on possede une information
permettant d’exclure explicitement la valeur intermédiaire ay. Ce postulat présente ’avan-
tage de réduire considérablement le nombre d’éléments focaux: F(m,) < @ Il permet
également de représenter graphiquement en deux dimensions la structure de croyance (cf.
[146]). On peut alors construire une structure mS! € M(Q) dont les éléments focaux sont des

intervalles du type [a;, a;]. Formellement, on a:

Vi,je{l,....n} m([as,a;]) =m, (U}{ak}) . (3.31)

La fonction de communalité s’exprime alors simplement en fonction de la structure m,, :

gullaisa)) = > Y mallp,q)) Vai < a. (3.32)

p=1 g=j

Structure de croyance limite

On peut augmenter indéfiniment le nombre de points de discrétisation et définir ainsi une
suite m,, de structures. L’ensemble limite devient I’ensemble non dénombrable Q = [a, ],
puisque lim,,_, ., ©,, = (. La structure limite m est alors continue et devient analogue a une
densité de probabilité. Le nombre d’éléments focaux peut donc étre infini.
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Borne inférieure
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Fia. 3.2 = Représentation d’une structure continue m définie sur un intervalle [a,b]. Les
éléments focaux sont des intervalles de [a,b]. Chaque point (o) du triangle représente un
intervalle [u,v] dont les extrémités sont définies par la projection sur les deux cotés droits du
triangle. La zone (1) représente les intervalles contenant [u,v]. Par définition, lintégrale de
m sur (1) vaut q([u,v]). La zone (4) représente les intervalles inclus dans [u,v]. L’intégrale
de m sur cette zone vaut bel([u,v]). Enfin, pl([u,v]) est représentée par Uintégrale sur les /j

zones (1, 2, 3 et 4).
On peut calculer la fonction de communalité limite & partir de ’équation (3.32):

q([u,v]) = /“/ m([z,y])dxdy Vu < v. (3.33)

On obtient de la méme facon les expressions de la crédibilité et de la plausibilité limites :

bel([u,v]) = /U /U m([z,y])dedy Yu < v. (3.34)

pl([u,v]) = /U/ m([z,y])dedy Yu < v. (3.35)

maz(u,x)

La densité de probabilité pignistique s’écrit, en généralisant I’équation (4.18),

Pl // y_$| s a(u)dedy Y € [a,0]. (3.36)

Toutes ces quantités peuvent étre représentées facilement dans un graphique en deux dimen-
sions (cf. figure 3.2).

Généralisation aux algebres de Boole

La théorie des croyances peut facilement se généraliser au cas d’une algebre de Boole si le
nombre d’éléments focaux est fini [60].
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Soit (A,N,U,—, 0,9, C) une algebre de Boole définie sur un ensemble quelcongue €, ou —
est la complémentation, ’ensemble (), I’élément absorbant. L’ensemble  est 1’élément neutre
de N, le plus grand élément au sens de C, une relation d’ordre partiel.

La fonction m de A dans [0, 1] est alors une structure de croyance sur M(€) s’il existe un
ensemble fini F'(m) tel que

d om(A)= > m(F)=1

AcA FeF(m)

Ainsi, VA ¢ F(m),m(A) = 0. L’ensemble F'(m) reste I’ensemble des éléments focaux. Ici
encore, la structure est normalisée si m(@)) = 0. On suppose a partir de maintenant que A4
est I’ensemble des boréliens de R. Sous la contrainte de finitude de F'(m), toutes les notions
vues dans les sections précédentes se généralisent au cas continu. La seule modification
majeure consiste a remplacer la cardinalité d’un ensemble A par sa mesure de Lebesgue:

Al = J, da(w)dw.
La définition de la nonspécificité définie dans le chapitre 2 n’est plus valable, car log, | A]
peut étre négatif. On utilisera dans ce cas la définition suivante:

U(A) = log,(1 + |A]) (3.37)

Si Q) est continu, py.; devient la densité de probabilité d’une variable aléatoire continue. En
particulier, si  est un intervalle de R et A, 'ensemble des intervalles de €, pye; devient une
loi de probabilité réelle:

Yw e Q pret(w) = Z %%(w).

A€eF(m)

Plus précisément, dans ce cas, la fonction w — ppe:(w) est une fonction constante par mor-
ceaux, discontinue aux extrémités des éléments focaux.

Exemples. Q@ = R, A = B(R), ensemble des boréliens de R.

—a<c<d<betm([a,d])=0.6et m([c,b]) =0.4.

0 siw ¢ [a,b]
28 sl w € [a, ]
(@) =4 68 L 01 G e fed
4 siw € [d,b].

— m([a,b]) = 1: structure triviale sur [a, b] et pye; est la loi uniforme continue sur [a, b].

0 siw ¢ [a,b]
mﬂ@Z{_L siw € [a,b].

b—a

Parmi les deux t es d’extension a un référentiel continu, nous adopterons cette approche
’
pour sa facilité de mise en ocuvre.
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3.2.7 Espérance en théorie des croyances

Dans cette sous-section, nous allons voir comment il est possible de généraliser la notion
d’espérance mathématique classique aux structures de croyance. Cette notion est en effet
essentielle pour différentes applications comme I’estimation fonctionnelle ou la prise de dé-
cision, dont un cas particulier est la discrimination.

Rappel probabiliste

Soit Y une variable aléatoire réelle d’un espace probabilisé (2, 5(€), P), Q étant un ensemble
discret ou continu et f une fonction de 2 dans R. L’espérance mathématique de la variable
aléatoire f(Y) relativement a P, si elle existe, est définie par:

e ()] = [ fly)aP (3.38)
Q
Si Q est discret, 'espérance de f(Y) s’écrit:

Er[f(Y)] =) fy)P({y}). (3.39)

yeQ

Si Q est continue et P est une mesure absolument continue, soit p la densité correspondante 2.
On a alors:

Ep[f(Y)] = /  Twly)ds. (3.40)

Application en estimation fonctionnelle

Dans le cas de I'estimation d’une fonction ¢ inconnue, définie d’un espace d’observation X’
vers {2, ces deux espaces étant ordonnés et continus, connaissant @ € X', on peut chercher a
estimer y = g(x) € Q par l'intermédiaire de la fonction de régression, c’est-a-dire I’espérance
conditionnelle :

Epy  [YIX = 2] = /Qypwx(ylw)dy. (3.41)

ou py|x est la distribution conditionnelle de la variable Y sachant @ (cf. annexe A), et X
est une variable aléatoire sous-jacente de l'espace X'. De maniere plus générale, pour une
fonction f quelconque, I’équation (3.40) devient:

Epy, [J(Y)|X = 2] = / )y (yle)dy, (3.42)

si cette quantité est définie.

2. Dans toute la suite, dans le cas de variable continue, on notera en majuscule les mesures de probabilité
et en minuscule les densités correspondantes.
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Application a la discrimination

En théorie de la décision (ou de 1'utilité), Q représente I’ensemble souvent fini des hypotheses
possibles, qui peuvent par exemple étre des classes, dans le cas de la discrimination. On définit
un ensemble d’actions possibles D, auxquelles on associe une fonction de cott (ou fonction
d’utilité) fz,Q — R, pour tout d € D. La théorie bayésienne de la décision préconise de
choisir I'action d pour laquelle 'espérance du coit Ep(f3(Y)) est la plus faible.

Dans le cas de la discrimination, les actions correspondent en général a 'affectation aux
différentes classes possibles. Ainsi les espaces D et {2 sont confondus. Soit  un vecteur d’un
espace d’observation X'. L’objectif est de déterminer la classe de & sur €. On suppose connues
les lois de probabilité conditionnelles sachant @, Py|y. On utilise en général des fonctions de
couts binaires, selon que la classification est correcte ou non. Ainsi,

faly) = { (1) : z;g (3.43)

D’apres I'équation (3.39), pour chacune des actions ou classes d € (), 'espérance de cott
correspondant est donc

]EPY|X [fd(Y)|X = :13] = Z PY|X(y|33)- (3.44)
{veQly#d}

Espérance en théorie des probabilités imprécises

La premiere étape dans la généralisation de la définition de ’espérance aux structures de
croyance consiste a étendre la notion d’espérance mathématique aux probabilités inférieure
et supérieure [28, 163]. Soit P la famille supposée finie de probabilités compatibles avec
I'information disponible, bornée par les probabilités inférieure et supérieure P, et P*. Soit
Y une variable aléatoire définie sur ) C R, mais de loi de probabilité imprécise P € P. On
s’intéressera ici plus spécialement au cas de variables continues. On peut définir les fonctions
de répartition inférieure et supérieure F, et F'* par les formules:

Vye R Fuy)=P(Y <y)et F'(y)= P (Y <y).

On peut alors définir les espérances inférieure et supérieure de la variable aléatoire f(Y), ou
f est une fonction de ) dans R, par les intégrales de Lebesgue-Stieltjes respectives:

E.(f(Y)) = / F()dE. (). (3.45)

B (f(Y)) = / F9)dF*(y), (3.46)

si ces intégrales sont définies. La famille P étant bornée, ces quantités peuvent étre également
définies par les expressions:

E.(/(Y)) = minEr(F(Y)), (3.47)
E*(f(Y)) = maxEp(f(Y)). (3.48)

PeP
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Espérance en théorie des croyances

Lorsque l'incertitude est caractérisée non plus par une mesure de probabilité, mais plus
généralement par une structure de croyance m, plusieurs approches sont envisageables. La
premiere consiste a s’appuyer sur la notion d’espérance mathématique dans le cadre des
probabilités inférieure et supérieure, définies par les équations (3.45) et (3.46), ou P. devient
la fonction de crédibilité bel et P*, la fonction de plausibilité pl. Soit Y une variable de
I’espace crédibilisé (€2, S(2), m). Par analogie avec les probabilités imprécises, les espérances
inférieure et supérieure de f(Y) deviennent:

E.(f(Y)) = / Fly)dbel ({y; € Qs < y} ). (3.49)

B0 = [ F)dol({u: € 2l <y} (3.50)
Q
Ces équations peuvent s’exprimer de la fagon suivante [134]:

E.(f(Y)= Y m(A)inf f(y) et EX(f(Y)) = Y m(A)sup f(y)

AEF(m) ved AEF(m) ved (3.51)
Dans le cas de l'estimation fonctionnelle, si I'on se place dans le cadre des probabilités
imprécises, ces deux quantités représentent les valeurs extrémes d’un intervalle dont la largeur
représente 'incertitude sur ’estimation de la fonction. En revanche, en théorie des croyances,
cet intervalle n’a pas de signification particuliere, puisque la structure ne suppose pas de
probabilité sous-jacente. On définit simplement deux valeurs ponctuelles, correspondant a
une estimation « pessimiste » et « optimiste ». Dans le cas de la décision, deux stratégies,
basées sur la minimisation des coiits inférieur et supérieur, peuvent mener a des conclusions
différentes. Si I'on est intéressé par une valeur ponctuelle unique, comme c’est souvent le
cas pour les systemes de décision ou l'estimation, il faut donc recourir a des approches
intermédiaires. La encore, on peut avoir recours aux probabilités imprécises et choisir une
probabilité particuliere dans P.

Dans le modele des croyances transférables, la solution consiste a utiliser la probabilité
pignistique ppe; associée a m. On obtient alors

B (1) = [ J@patdy = Y m(aTs (3.52)

ol

- Jo f(w)daly)dy
T [ aa(y)dy

représente la moyenne des valeurs de f sur A.

Si f est la fonction identité, on obtient 'espérance de Y, qui s’écrit donc:

o (V)= ) m(A)ys (3.53)

A€eF(m)

ou y’ est le centre de gravité de A (si A est un intervalle [a, b], vy = 22
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Une autre approche, proposée par Strat [147] et Jaffray [?], consiste a introduire un parametre
permettant de choisir de fagon plus souple une mesure de probabilité dans P. Pour p € [0, 1],
Iespérance de f(Y') peut alors se définir par:

B,(/(Y) = > mlA)pmipfy)+ (1 - p)max f(y)] (3.54)

ACF(m) ved
Cette expression correspond a une interpolation linéaire des espérances inférieure et supé-
rieure:
E,(f(Y)) =E(f(Y)) + p(E.(f(Y)) = E(f(Y))).
Yager [169, 170] propose de généraliser les expressions des équations (3.51), (3.53) et (3.54)
a ’écriture suivante, ou A est maintenant un ensemble aléatoire de ) et ¢ est une fonction

de S(2) dans R :
E.(¢(A) = Y m(A)g(A). (3.55)

A€eF(m)
En fait, Yager définit simplement 'expression de I’espérance d’une fonction ¢ de S(§) dans
R sans faire intervenir la notion d’ensemble aléatoire. Par abus de notation et afin d’alléger
les notations, on peut écrire:

E.(¢)= Y  m(A)g(A). (3.56)

A€eF(m)

Une méthode particuliere concernant le choiz de la fonction ¢, basée sur la maximisation
d’une fonction d’entropie, a été présentée par Nguyen et Walker [111].

3.3 Extension de la théorie aux ensembles flous

La théorie de la mesure floue, qui généralise la théorie de la mesure classique, doit étre clai-
rement différenciée de la théorie des ensembles flous, qui généralise la théorie des ensembles.
Ces deux théories sont cependant complémentaires. Dans la théorie des ensembles flous, les
objets manipulés sont précis mais leur représentation ensembliste est imprécise. Inversement,
dans la théorie de la mesure floue, les ensembles considérés sont classiques, mais ’apparte-
nance d’un objet a ces ensembles est de nature incertaine (ambigué ou imprécise). On peut
combiner les avantages des deux types de théories en définissant la mesure floue d’un en-
semble flou. Alors que les mesures floues classiques u (probabilités, possibilités, crédibilités)
sont définies de S(2) — R, on peut étendre la notion aux ensembles flous. La mesure y est
alors une fonction de F(Q2) — R.

3.3.1 Probabilités et flou

La théorie des ensembles flous est souvent vue comme une alternative a la théorie des pro-
babilités. La littérature est riche en travaux visant, soit a la discréditer par rapport aux
probabilités comme représentation efficace de I'incertain [95, 90], soit au contraire a mettre
en avant ses avantages.

Plutét que d’opposer les deux théories, il peut sembler intéressant de combiner leurs avan-
tages, en étendant la théorie des probabilités aux ensembles flous. Soit un espace probabilisé
classique (€, 5(92), P). Un sous-ensemble flou de Q est alors appelé événement flou.
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Probabilité d’un événement flou

La probabilité d’'un événement flou F' est définie comme 'espérance de sa fonction d’appar-
tenance [178]:

P(F) = /QF(w)dP (3.57)

si ) est continu. Cette expression généralise le cas ou F' est un ensemble classique.

Un certain nombre de propriétés, comme la propriété d’additivité sont conservées:
VA,Be F(Q), P(AUB)=P(A)+ P(B)— P(ANB),

ou les opérateurs d’intersection et d’union sont remplacés par leur équivalent flou (t-normes
et t-conormes, cf. chapitre 1).

On peut également définir la probabilité conditionnelle d’un événement flou P(A|B) par:

P(AN B)

PIAIB) = =5

si P(B) > 0
avec P(AN B) = [, A(w)B(w)dP. La t-norme utilisée est en général le produit. L’indépen-
dance de deux événements A et B se définit par P(AN B) = P(A)P(B).

Variable aléatoire floue

Le concept de variable aléatoire floue a été introduit afin de décrire des données floues lors
d’une expérience aléatoire. On peut définir une variable aléatoire floue comme une fonction
X: Q — F(R), vérifiant certaines conditions de mesurabilité, basées sur des a-coupes de
X [122]. Ce concept généralise a la fois celui des variables aléatoires classiques et celui
des ensembles aléatoires, ou les variables sont des ensembles classiques, et est adapté a
des situations ou des informations de nature probabiliste et possibiliste interviennent. Des
théoremes classiques comme la Loi des Grands Nombres ou le Théoreme Central Limite ont
été établis pour les variables aléatoires floues. La théorie a été appliquée en particulier a
I'inférence statistique en présence de données imprécises.

3.3.2 Théorie des croyances floues

Une généralisation de la théorie des croyances a été proposée par différents auteurs [178, 134,
167, 175]. L’idée générale est de permettre aux éléments focaux A d’étre flous: A € F(Q).
Selon la définition de Yager [167], une fonction m de F(2) vers [0, 1] est une structure de
croyance floue sur Q, s’il existe une collection d’ensembles flous de 2, F(m) C F(1), telle
que:

{ m(A)=0 si A¢ F(m) (3.58)

ZAEF(m) m(A) = 1.
Ici encore, A est un élément focal de m si m(A) # 0.

Structure normalisée. Si tous les éléments focaux flous de m sont normalisés, m est dite
normalisée.
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On peut distinguer deux types de généralisations de définitions de fonctions de crédibilité.
La premiere est basée sur I'extension directe d’opérations ensemblistes au flou, la deuxieme,
sur la décomposition des éléments focaux en av—coupes.

Extension directe des fonctions de croyance
Interprétation possibiliste

Zadeh [178] a été le premier a généraliser la théorie des croyances aux ensembles flous, en se
basant sur les concepts de la théorie des possibilités et de la « granularité » de I'information.

Soit Il une mesure de possibilité sur Q, 7 la distribution de possibilité associée et F' un
ensemble flou sur 2. Nous rappelons que la mesure de possibilité de F' est définie par [40]:

H(F) = sup[min(m(w), F(w))] (3.59)

wefl

La possibilité de F' peut s’interpréter comme une mesure d’intersection entre F' et ’ensemble
flou défini par .

Soit m une structure de croyance floue de Q et B € F'(m). Pour un ensemble flou A de 2,
soit II(A|B) la mesure de possibilité conditionnelle de A sachant B, définie par

I(A|B) = sup min(A(w), B(w)).

wefl

Zadeh [178] définit alors la plausibilité de la proposition floue A de la fagon suivante:

pl(A)= > m(B)I(A|B). (3.60)

BeF(m)

Si A et B sont des ensembles classiques, II(A|B) = 1 si ANB # (); cette expression généralise
donc bien la fonction de plausibilité (équation (3.3)).

Pour tout ensemble flou A, on note Il4, la fonction de F () dans [0, 1] définie par [14(B) =
II(A|B) pour tout B.

On peut étendre la notion d’espérance définie a la section précédente (équation (3.56)) a
toute fonction ¢ de F(£2) dans [0, 1], par un nouvel abus de notation?:

E.(6)= Y. m(B)6(B), ¢:F(Q)—[0.1] (3.61)

BeF(m)

On obtient alors:

E.(ILa) = ) m(B)(B) = pl(A).

BeF(m)

La fonction de plausibilité se définit donc comme 'espérance de la fonction de possibilité
conditionnelle.

3. On devrait plutot définir P'espérance d’un ensemble flou aléatoire B de Q, puis I’espérance de ¢(B).
Ceci est valable pour les équations suivantes.
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Si les éléments focaux sont classiques (i.e. m € M()) mais A est flou, on obtient I'expression
suivante :

pl(A) = > m(B)sup A(w) = E* (1), (3.62)

BeF(m) web

définie par Smets [134] comme 'espérance supérieure de la fonction d’appartenance de A (cf.
équation (3.46)). La plausibilité d’un événement flou peut donc aussi étre vue comme une
généralisation de la probabilité d’un événement flou proposée par Zadeh (équation 3.57).

De méme, si N(A|B) représente la nécessité de A sachant B, définie par

Na(B) = N(A|B) = inf max(A(w), B(w)),

wefl

la crédibilité de A se définit comme 'espérance conditionnelle de Ny :

bel(A)= > m(B)N(A|B) (3.63)

BeF(m)
Si les ensembles B sont classiques et A est flou, d’apres [134],

bel(A) = E. (14). (3.64)

Interprétation ensembliste

Les fonctions de plausibilité et de crédibilité classiques étant basées sur des opérations en-
semblistes (inclusion, intersection), on peut généraliser les expressions (3.60) et (3.63) en
définissant des mesures d’intersection et d’inclusion a 'aide des opérateurs flous correspon-

dants [167]:

pl(A)= > m(B)Int(A, B), (3.65)
BeF(m)

bel(A)= > m(B)nca(B), (3.66)
BeF(m)

ou Int(A, B) et Inc4(B) sont respectivement des mesures d’intersection de A et B et d’in-
clusion de B dans A. Les équations (3.60) et (3.63) deviennent alors des cas particuliers des
expressions précédentes avec

Int(A, B) = sup min(A(w), B(w)) et Inc4(B) = igf max(A(w), B(w)).

w

Yager [167] a proposé de remplacer les opérateurs min et maz par d’autres t-normes A et
t-conormes V. Ainsi, on obtient :

Int(A, B) = \/ A(A(w), B(w)) et Inca(B) = \ V(A(w), B(w)).

Propriété. La relation pl(A) = bel(Q2) — bel(A) est toujours vérifiée.
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Décomposition en a-coupes

En partant du modele initial de Dempster, Yen [175] propose une autre généralisation des
concepts de crédibilité et de plausibilité, basée sur la décomposition de chaque élément focal
(flou) A d’une structure de croyance m en un ensemble fini de n éléments focaux classiques,
ses a;-coupes {A,, }7_; tels que:

Vie{l,...,n} m(A,,) >0 et zn:m(Aai) =m(A) VA€ F(m).
i=1 (3.67)

L’ensemble  est donc ici supposé fini. Yen s’est inspiré des travaux de Dubois et Prade
[42] sur la relation entre une structure consonante et une distribution de possibilité, et donc
la fonction d’appartenance d’un ensemble flou. Chaque élément focal A,, a pour masse
m(a;)(eo;—aiq), i =1,... ;navec0 = ag < ... < a, = 1. Puisque m devient une structure
a ¢léments focaux non flous, on peut utiliser la définition de plausibilité et de crédibilité de
Smets (équations (3.64) et (3.62) d’un ensemble flou A:

n

bel(A) =Y m(B) (o — aj_1) min A(w),

wWEBa,
BeF i=1 %

n

pl(A) = Z m(B) Z(ozi — a;-1) max A(w).

wWEBa,
BeF i=1 %

La relation pl(A) = bel(2) — bel(A) est la encore vérifiée. Si la structure est définie sur des
éléments focaux non flous, on retrouve les équations (3.64) et (3.62).

Dans la méthode de Yen, les mesures de plausibilité et de crédibilité sont plus sensibles a la
modification des fonctions d’appartenance de leurs éléments focaux que les autres approches.
Ce manque de robustesse, présenté pourtant comme un avantage par Yen, peut s’avérer
préjudiciable si 'on considere que le choix de ces fonctions présente souvent un caractere
relativement arbitraire.

Dans "approche de Yen, si  est continu, il peut y avoir une infinité d’a-coupes d’un élé-
ment focal. En revanche, la premiere approche (de Zadeh- Smets-Yager), permet facilement
I’extension a un référentiel ) continu. Dans la suite, c’est la premiere approche que nous
retiendrons.

Probabilité pignistique

Le concept de probabilité pignistique peut facilement s’étendre a la théorie des ensembles
flous, en utilisant la définition usuelle de la cardinalité d’un ensemble flou A, [A] = >~ A(w)
si Q est discret et |[A] = [ A(y)dy si Q est continu. L’expression de la probabilité pignistique
est alors la suivante:

Vo€ plw)= > %A(w). (3.68)

A€eF(m) | |
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Combinaison de structures

L’étape suivante dans la généralisation de la théorie des croyances aux événements flous est
la combinaison des structures. Comme ’a proposé Yager [173], quel que soit I'opérateur de
combinaison V utilisé, il peut étre remplacé par une de ses versions floues.

Ainsi, soient m et my deux structures de croyance d’éléments focaux respectifs (A;)%, et

(B;)i-,- L'opérateur de combinaison disjonctive U se généralise facilement. Les éléments
focaux C) de my Umy sont définis par: C = A; U B; ot Ci(w) = A;(w) V Bj(w) et V est une

t-conorme. La masse correspondante est

(miUma)(Cx) = > ma(A)ma(B;)

AUB;=Cy

De méme, les éléments focaux Dy de my N my sont définis par: Dy = A; N Bj ou Di(w) =
Ai(w) A Bj(w) et A est une t-norme, et

(i Nm)(Dk) = > ma(A)ma(B).

A;NB;=Dy

Normalisation

La combinaison de deux structures de croyance normalisées peut donner lieu a une structure
de croyance non normalisée m. C’est le cas de la combinaison conjonctive.

Si la condition de normalisation s’avere nécessaire, il est possible d’étendre la regle de norma-
lisation de Dempster aux structures de croyance floues. Yager [173] a proposé la procédure
suivante, appelée « smooth normalization procedure » (SNP) pour normaliser une structure
de croyance floue.

Si m est une structure d’éléments focaux F' € F(m), la SNP convertit m en une structure
normalisée m* d’éléments focaux £ € F(m*), tels que:

F(w)
BE(w)="7— YweQ VFeF(m)\)
() _h(QF*:E m(F)h(F) (3.69)
N ZFEF(m)m(F)h(F)7

ou [ représente la normalisation de I’ensemble flou F' définie dans la premiere équation.

Cette méthode généralise a la fois la normalisation classique d’un ensemble flou et la norma-
lisation des structures de croyances de Dempster. En effet,

1. si m a un unique élément focal flou A (m = m4 est monofocale), elle peut étre assimilée
a un ensemble flou et la SNP produit I’ensemble normalisé correspondant A*.

2. si m est une structure classique non normalisée, F'(m*) = F'(m)\@. De plus, h(F') =0

si ' =10 et h(F) =1 sinon. Ainsi,

m(F)

m*(F*) — EFGF(m)\@ m(F)
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La distribution des masses entre les éléments focaux se justifie intuitivement de la maniere
suivante. Plus la hauteur d’un élément focal est faible, moins on lui accordera d’importance,
et donc plus la masse relative de I’ensemble normalisé correspondant sera également faible.
Et si la hauteur est la méme pour tous les éléments focaux A de m, alors m*(A*) = m(A).

Enfin, une généralisation de la procédure de normalisation de Yager (cf. équation 3.16) est
définie ainsi:

Be=A

ou B° est un ensemble flou normalisé défini par: B°(w) = B(w) + 1 — h(B) pour tout w de
Q.

Mesures d’incertitude

Nous avons vu précédemment que I'on pouvait distinguer deux types d’incertitude en théorie
des croyances: la nonspécificité et le conflit. La nonspécificité, mesure d’imprécision, définie
par la mesure de Hartley en théorie des ensembles classiques, a été généralisée également
en théorie des ensembles flous et en théorie des possibilités. La mesure de conflit, issue de
la théorie des probabilités, se généralise également a la théorie des possibilités. On dispose
donc d’un cadre commun concernant la définition de I'incertitude pour ces cinq théories (cf.

[83]).

Nonspécificité et conflit

La généralisation de la nonspécificité a la théorie des croyances floue est immédiate, si on
utilise la définition de la cardinalité d’un ensemble flou:

Nam) = 3 (A log, 1AL, (3.70)
A€eF(m)
avec |A] = Y g A(w) si Q est discret. On peut également la définir comme la moyenne

pondérée de la nonspécificité des éléments focaux flous:

A€eF(m)

ou U est la mesure de nonspécificité d’un ensemble flou, dont ’expression est définie par
I’équation (2.14) si © est discret et par

U(A) = —/Oh(A) log, (1 + | Au|)da (3.71)

si ) est continu.

Les différentes mesures de conflit A, S, D, C, E présentées en section 3.2.5 se généralisent elles
aussi en utilisant la définition de la cardinalité d’un ensemble flou et en remplacant le cas
échéant les opérateurs d’intersection et d’union par leur équivalent en théorie des ensembles
flous.
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3.3.3 Généralisation des structures de croyances floues

Les structures de croyances floues fournissent un cadre de représentation des croyances en
propositions vagues, comme celles qui peuvent étre définies par le langage. Cependant, chaque
élément focal F' reste associé a un nombre réel, précis, sa masse m(F). Or I'importance
d’un élément focal, représentée par sa masse en théorie des croyances, peut étre elle-méme
entachée d’incertitude. Denceux [34, 35] a proposé une extension supplémentaire de la théorie
en permettant aux masses de croyances d’étre des intervalles ou des nombres flous.

3.4 Conclusion

La théorie des croyances présente ’avantage d’offrir une certaine flexibilité dans la représen-
tation et la modélisation des informations incertaines. Elle a été utilisée dans de nombreux
domaines d’application [59], comme la fusion multi-sources [80, 75|, les systemes experts
[121] ou la reconnaissance des formes [180, 32].

Elle fait partie de nombreuses théories de I'incertain qui ont émergé depuis une trentaine
d’années comme alternative a la théorie des probabilités: la théorie des possibilités [179], la
théorie des ensembles flous, la théorie des probabilités imprécises [163].

Dans ce chapitre, nous nous sommes particulierement intéressés a trois aspects: la définition
de 'espérance, l'extension a un ensemble de référence continu et la généralisation aux élé-
ments focaux flous. L’association des structures de croyance aux ensembles flous permet de
définir les propositions de maniere plus souple. L’extension aux ensembles continus et la no-
tion d’espérance sont cruciales dans 'application des croyances a 'estimation fonctionnelle,
que nous allons voir dans les deux derniers chapitres.
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Chapitre 4

Application de la théorie des
croyances en régression

4.1 Introduction

Bien que les méthodes de régression statistiques soient les plus répandues pour modéliser
les relations entre variables, elles ne sont pas toujours bien adaptées aux différents types
d’incertitude que 1'on peut rencontrer dans des applications réelles. Nous avons vu dans les
chapitres précédents que la théorie des croyances, la théorie des ensembles flous, la théorie des
possibilités, permettent la représentation de plusieurs types d’incertitude, comme le conflit,
I'imprécision ou I'ignorance [84] et offrent un cadre plus général que la théorie des probabilités
pour 'analyse des données. Plusieurs approches, comme la régression linéaire par intervalle
ou floue [39], et les systemes flous [173, 150] ou neuro-flous [78] integrent des éléments flous,
entrées ou parametres, dans ’estimation fonctionnelle. Une méthode neuronale basée sur la
théorie de I’évidence a également été proposée comme méthode d’approximation fonctionnelle
[31].

Nous proposons dans ce chapitre une nouvelle méthode de régression basée sur la théorie
des croyances floues, que 1’'on peut appliquer non seulement a des valeurs réelles, mais aussi
a des données imprécises comme les intervalles ou les nombres flous. Le cas des sorties
conflictuelles est également pris en compte: pour une méme entrée, on dispose de plusieurs
sorties qui peuvent étre contradictoires. L’information fournie sur la sortie est délivrée sous
la forme tres générale d’une structure de croyance. Cette structure est déterminée a partir
de I'ensemble d’apprentissage, selon un principe récemment développé par Denceux [31, 30]
dans un contexte de discrimination. La généralisation de I’espérance en théorie des croyances
permet de définir une sortie ponctuelle a partir d’une distribution de probabilité compatible
avec la structure de croyance obtenue.
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4.2 Présentation générale

4.2.1 Modele complet
Principe de la méthode

Nous proposons d’utiliser la théorie des croyances dans le cadre de la régression. Le principe
de notre approche a été introduit par Denceux [30, 31] dans le contexte de la classification
supervisée. Nous présentons dans un premier temps une approche générale dont la régression
et la discrimination sont deux cas particuliers.

Soit X = A} x ... x...&. et YV des espaces de référence réels, domaines de variations
respectifs de I’entrée de dimension r et de la sortie monodimensionnelle d’un systeme. Dans
cette section, l'espace X' est supposé continu mais Y peut étre discret ou continu, ordonné ou
non. Les entrées @ sont réelles mais la forme des sorties y est tres variée. Celles-ci peuvent
étre définies par des réels, des intervalles, des nombres flous ou des quantités floues. On
suppose que la connaissance relative a la sortie peut étre représentée de facon générale par
une structure de croyance, éventuellement floue. On note MF()) I’ensemble des structures
de croyance floues définies sur ).

Soit (&;,m;);=1,.. v un ensemble de vecteurs d’apprentissage appartenant a X x MF()), ou
m; est une structure de croyance floue d’éléments focaux réels ou flous

F(m) = {Gits - Ui -+ 5 Tia(i)
chaque g;; étant une quantité réelle ou floue et m;(g;;) = pi;. On notera {w;; ...,z } les
coordonnées de ;.

Soit & un vecteur d’entrée arbitraire, et y la sortie correspondante, supposée inconnue.
Chaque élément (x;,m;) de ’ensemble d’apprentissage apporte une information sur la va-
leur possible de y qui peut se représenter par une fonction de croyance. Si @ est « proche »
de x; selon une certaine métrique ||.||, nous pouvons raisonnablement supposer que y sera
également « proche » de m;. Ceci peut se traduire par 'affectation d’une certaine masse de
croyance aux éléments focaux de m;, dont la valeur dépend de la distance entre @ et @;. En
I’absence d’information supplémentaire, le complément a 1 de la masse peut étre alloué a
I’ensemble de référence Y. Nous obtenons alors une structure de croyance normalisée m;(.|2)
sur Y, d’éléments focaux F[m,(.|®)] = F(m;) U Y, définie de la fagon suivante:

miyile) = pidille —al] Viedl,... J{i)}
V) = 1o — | (4.1
mi(Ale) = 0 VAe FY)\ F(mi(.|e)),

olt ¢; est une fonction décroissante de Rt dans [0, 1] telle que:

#:(0) €]0,1] et dliglo ¢i(d) = 0. (4.2)

On appellera ¢; la fonction d’activation de @;. Dans la suite, nous noterons g;(x,0;) =
&ill|® — @], ou 8; est 'ensemble des parametres intervenant dans la fonction ¢;.

[opération définie par I’équation (4.1) correspond a un affaiblissement de la structure m;
dont le facteur est o; = 1 — g;(®,0). Ainsi, la structure produite est définie de maniere
synthétique par:

Al |e) = me (4.3)

K3
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Ce facteur d’affaiblissement détermine 'influence de @; sur ®. Si @ est tres proche de «;,
a; est proche de 0 et les structures m; et m; sont presque identiques. Quand @ s’éloigne
indéfiniment de @;, a; tend vers 0 et m; devient la structure triviale my.

Afin de combiner I'information fournie par chaque élément de ’ensemble d’apprentissage,
on peut utiliser la généralisation aux structures de croyances floues de la regle de combi-
naison conjonctive non normalisée N, quoique d’autres opérateurs de combinaison soient
envisageables a priori. La structure de croyance finale est alors définie par:

m(.|z) = ﬂmi(.m) (4.4)

On note m*(.|&) la structure de croyance floue obtenue en normalisant m(.|) par la procé-

dure SN P (cf. équation 3.69).

Dans cette méthode, on est donc amené a faire deux types de choix a priori pour définir le
modele, avant méme une éventuelle phase d’identification :

— les fonctions d’activation ¢;,

— et I'opérateur de combinaison N.

On notera SCF1 le modele complet défini par ’équation (4.1). Le nombre d’éléments focaux

de m(.|®) peut donc atteindre:
N

[17G) +1).

i=1
Ceci peut poser des problemes de temps de calculs. Nous verrons dans le chapitre suivant
de facon détaillée différentes méthodes permettant de pallier ce type de problemes. L’une
des possibilités est de diminuer le nombre de structures a combiner. Ainsi, par exemple, la
combinaison peut éventuellement se restreindre aux k£ plus proches voisins de @, au sens de
|||, dans I'ensemble d’apprentissage: {®),... , &) }. La structure de croyance floue finale
devient alors:

k
ale) = (e e) (45)
=1
Nous détaillerons dans le chapitre 5 d’autres techniques de simplifications de la méthode.

Choix de ’opérateur de combinaison

Le choix d’un opérateur de type conjonctif se justifie par la propriété de neutralité de la
structure triviale my:

Ym e MF(Y), mnNmy=m.

En effet, il est nécessaire de s’assurer que 'influence d’'un vecteur @; éloigné de @ sur 'es-
timation de la sortie correspondante y est négligeable. L’utilisation d’un opérateur de type
disjonctif est donc exclue. En revanche, le choix de la norme triangulaire représentant 1’'opé-
rateur conjonctif n’a pas grande importance, comme des simulations 1’ont confirmé.
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Choix de la fonction d’activation

Une infinité de fonctions ¢, vérifient les conditions requises dans I’équation (4.2). Ces fonc-
tions d’activation offrent des similitudes avec les fonctions de noyaux, mais la contrainte sur
I'intégrale de la fonction est remplacée par une contrainte sur la valeur maximale.

Parmi les fonctions acceptables, on peut citer les deux suivantes:

= dillle — xi]) = exp[—(x — )5 (& — @),

1

~dillle —mi])) = (14 (2 —2)"' 27 (2 — @),

ot ||.|| est la distance euclidienne induite par une matrice symétrique définie positive 3;.
L’usage de la fonction exponentielle a été justifiée théoriquement par Denceux [33] mais
d’autres fonctions sont envisageables sur le plan pratique.

On peut remarquer que de nombreuses fonctions d’appartenance d’ensembles flous multidi-
mensionnels conviennent a cette définition de fonction d’activation. Ainsi, par exemple, ¢;
peut également étre définie comme le produit de nombres flous triangulaires centrés sur ;; :

dillle — @) = [ [ Tvi (25 05 — asjwijs iy + bij) . @ >0, bi; > 0.

i=1

Cette quantité peut donc se voir comme le degré d’appartenance de & a un ensemble flou
représentant ®;. Une analogie détaillée entre notre méthode et un certain type de systemes
flous fera ’objet de la section 4.6.

Informations fournies

Les informations fournies par la sortie m(.|&¢) sont multiples. Différentes caractéristiques
peuvent étre déduites de m(.|&). D’apres le chapitre précédent, la probabilité pignistique est
définie par:

Pret(yle) = > m*(A|w)A(y) Yy e .

acrim A

On peut également définir la plausibilité ]g/)\l(|a3) et la crédibilité l;(;l(|a3) ainsi que différentes
mesures d’incertitude.

Plusieurs types d’incertitude peuvent en effet étre identifiés dans la structure finale:

1. L’imprécision ou la nonspécificité, relative a la cardinalité des y;;. En particulier, I'igno-
rance est représentée par le poids affecté a ’ensemble Y, 'ensemble vide et les éléments
focaux de hauteur faible,

2. Le conflit, représenté par le choix entre les différents éléments focaux.

3. Le flou, si les y;; initiaux sont flous, caractérisé par les frontieres des éléments focaux.
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Exemple

La figure 4.1 donne un exemple de détermination de la sortie m(.|&) a partir de deux élé-
ments (&1, my) et (€9, m2) d'un ensemble d’apprentissage. Le cadre de discernement ) est
I'intervalle [0, 10]. Les structures m; et ms sont constituées de nombres flous triangulaires :

- F(my) = {A, B}, A = Tri(y;0,2,4), avec mi(A) = 0.4, et B = Tri(y;2,4,6), avec

- I'(mg) = {C}, € ="Tri(y; 3,6,8).
La détermination de m(.|@) se décompose en 3 étapes:

1. Calcul des facteurs d’affaiblissement :

On suppose que a; = 0.8 > ay = 0.4. Le vecteur @ est plus proche de &, que de x,.
L’influence de @, sera faible par rapport a celle de ;.

2. Calcul des structures m;.

~ F(Au(]z) = {A, B, Y}, avec mu(Alz) = 0.32, fiy(Blz) = 0.48 et i (Y|z) =
0.2,

~ F(fal]z)) = {C, YV}, avec ia(Cla) = 0.4 et ma(V]z) = 0.6.

3. Calcul de la structure finale m(.|e¢) = m(.|&) N ma(.|®), constituée de 6 éléments
focaux:

F(m(.|e)) = {A,B,C,Y,D,E},ou E=ANCet D=BNC,avec D = BNC et
E=ANC, avec

i Alz) = 0.192, m(Bla) = 0.288, avec m(C|z) = 0.08, m(Y|z) = 0.12, M(ANC|z) =
0.128 et m(B N Cla) = 0.192.
4.2.2 Cas particuliers

Plusieurs cas particuliers au modele SCF1 peuvent étre envisagés, selon la complexité de la
sortie m; (cf. figure 4.2):

1. m; est une structure de croyance classique. Les éléments focaux de m; sont des en-
sembles classiques de YV

2. m; est une structure bayésienne, c’est-a-dire, une distribution de probabilité sur Y ;
3. m; est un ensemble flou;
4. m; est un ensemble classique;;

5. m; est une valeur ponctuelle.
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FiG. 4.1 — Ezemple de détermination de la sortie m(.|®) avec un ensemble d’apprentissage
comportant deux éléments {(x1,m1), (€2, m3)}). A gauche my, définie par deux éléments
focaux flous A et B, et my, d’élément focal unique C'. Au milieu. mq(.|x) et ma(.|2). A
droite.m(.|#). F(m(.|x) = {A,B,C,Y,D,E}, ot E = ANC et D = BNC. Le vecteur
x étant plus proche de ®q, que de x4, la sortie est également plus proche de my que de mo.
Liinfluence de @4 est ici plus faible.

11 Nombre réel Ensemble classique Quantité floue
y Y
0 0
y y
Structure de croyance Structure de croyance
0 0
(yl.ml) (y2,m2) ¥ (Yl,ml) (Y2,m2) Y (F1,m1) (F2,m2)

Fia. 4.2 — Différents types de sorties m; pris en compte par notre modéle.
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Dans les cas 1, 2, 4 et 5, on ne travaille qu’avec des éléments focaux classiques. La structure
de croyance finale sera donc une SC classique.

Dans les cas 3 et 4, il n’y a pas d’ambiguité entre différentes sorties possibles pour les ®;, mais
il subsiste une imprécision relativement a cette sortie. La structure de croyance m; se résume
a un unique élément focal (flou ou non) §; et peut donc étre assimilée a cet ensemble. Pour
le vecteur @, la structure m;(.|) induite par (@;,7;), ne possede alors que deux éléments
focaux: F[m;(.|e)] = {g;, YV} et devient par conséquent :

Fu(gile) = o llla —a]
1= [ — | (1.6)
fi(Ale) = 0 VA€ FONF(mil.|2),

ER

<

&
[

Par la suite, le modele défini par 1’équation (4.6) sera noté SCF2.

Comme cela a été souligné par Ph. Smets (communication personnelle), si les g; sont des
nombres réels y; (cas 5), m;(.|¢) et m(.|&¢) deviennent des structures de croyance classiques
avec seulement N + 1 éléments focaux et la structure finale normalisée peut s’exprimer

facilement (modele SCF3):

m ({yitle) = foille — 2] 1140 — o llle — =]
m(Ve) = FILL (- oo — ] (4.7)
m*(Alz) = 0 YA€ FY)\ Flm(|z)],
K=][0-d¢llle—aill}+ > oille—al] [[{1 - ¢l — =,ll]}
i=1 i=1 i#i

est le facteur de normalisation.

4.3 Application en reconnaissance des formes

4.3.1 Traduction en terme de classification

Dans cette section, nous appliquons le principe vu précédemment a un probleme de clas-
sification. Les résultats suivants ont été largement développés, sous différentes formes dans
[30, 180, 33]. Nous nous contentons ici d’en retracer les grandes lignes. L’espace Y est défini
ici comme un ensemble fini de K classes envisageables: Y = {¢y,... , ¢k }. Dans le cas le plus
simple (cas 5), ’ensemble d’apprentissage est constitué de N vecteurs étiquetés (@;,y;), ou
la variable d’étiquetage y; est I'une quelconque des classes ¢;. Dans cette situation, il n’y a ni
imprécision, ni ambiguité dans la description des classes des vecteurs d’apprentissage. Dans
le cas d’un étiquetage imprécis (cas 3 et 4), la classe de @; n’est plus parfaitement connue.
L’information que 'on possede peut par exemple étre du type: « &; appartient a la classe
c1 ou a la classe ¢y ». Dans ces conditions, le vecteur @&; est étiqueté par I’ensemble classique
{e1,¢2}. De facon plus générale, on peut définir un degré d’appartenance ;. € [0,1] de x; a
chacune des K classes. L’étiquetage y; devient alors I’ensemble flou de Y défini par les
[181, 182]. Enfin, I'information concernant la classe du vecteur d’apprentissage &; peut étre
également définie sous forme d’une structure de croyance m; (cas 1 ou 2), éventuellement
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floue (cas général). Ce dernier cas peut par exemple correspondre & une agrégation d’avis
d’experts.

Pour un nouveau vecteur @, I'information fournie par le vecteur (@;,m;) se traduit par une
structure de croyance m;(.|&) dont I'expression est définie par I’équation (4.7), (4.6) ou (4.1)
selon le cas. Quelque soit le cas de figure, on obtient une information globale concernant la
classe de &, sous la forme d’une structure de croyance classique ou floue m(.|). Nous allons
voir comment choisir la classe d’affectation de .

4.3.2 Prise de décision

Nous avons vu au chapitre précédent comment il était possible de généraliser la théorie bayé-
sienne de la décision aux structures de croyances. Soit D I’ensemble des décisions possibles
et fq la fonction de colt ou fonction d’utilité, définie de Y dans R, associée au choix de la
décision particuliere d. Soit Y une variable de Iespace crédibilisé (Y, S(Y), m).

Cas des structures de croyance classiques

Dans le cas de structures de croyance classiques, parmi les différentes stratégies possibles
(cf. chapitre 3, section 3.2.7), la plus simple consiste a choisir une probabilité particuliere
compatible avec m(.|2), comme la probabilité pignistique, afin de se placer dans les conditions
habituelles de la théorie bayésienne de la décision :

Ainsi, le risque (pignistique) conditionnel a @ associé a la décision d s’écrit, d’apres 1’équation

(3.53):

K

Ry, (d) = Ep, , [fa(V )] = > fuler) Prer({cx} ). (4.8)

k=1

On peut également définir les risques conditionnels inférieur et supérieur, définis par:

Roldla) = E[fu(V)le] = " m(Alz) min fu(c) (4.9)
AEF[m(.|z)]

B(de) =B [0l = Y @A) max o) (4.10)
AEF(i(.|z))

d’apres I’équation (3.51), ou utiliser les généralisations de Yager (équation 3.56) ou Strat
(équation 3.54).

Supposons que ’ensemble des décisions possibles D soit celui des classes Y, et que les fonc-
tions de cotits soient binaires, a valeur dans {0,1} (0 pour une bonne classification, 1 pour
une mauvaise classification): f..(¢;) =0si j =i et f.(¢;) =1 si j # 1. Dans ces conditions,
les expressions des risques pignistique, inférieur et supérieur deviennent :

Rp,..(cjle) =1 — Poes({c; }|®),

R.(cjl®) =1 — pl({c;}|e),
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R (cjl2) =1 = bel({e;}|).

Par analogie avec la théorie bayésienne de la décision, selon la stratégie utilisée, la minimisa-
tion du risque conduira a choisir la classe ¢* de plus grande probabilité pignistique, de plus
grande plausibilité ou de plus grande crédibilité.

Ces trois stratégies peuvent donner lieu a des décisions différentes. Dans le cas particulier
de I'étiquetage parfait ou les y; sont réels (cas 5), les trois stratégies précédentes menent a
la méme décision (dans le cas des coits {0,1}).

D’autres stratégies de décision ont été étudiées dans [32], incluant la possibilité de rejets dits
d’ambiguité et de distance [47] ainsi que 'existence de classes inconnues.

Structures de croyance floues

Dans le cas ou la connaissance concernant les classes des vecteurs d’apprentissage est expri-
mée sous la forme de structures de croyance floues, on peut se baser sur une généralisation
des criteres définis précédemment dans le cadre des structures classiques. Le vecteur @ sera
la encore affecté a la classe de plus grande probabilité pignistique, de plus grande crédibilité
ou de plus grande plausibilité. On utilise 'extension de la définition de ces quantités aux

ensembles flous (cf. équations (3.68), (3.66) et (3.65)) [37].

4.3.3 Apprentissage
Critéres existants

La qualité de la classification dépend du vecteur de parametres @ = [0, ...6,], qui intervient
dans les fonctions d’activation g,(.,0;) et donc dans la structure m(.|e,0) et ses dérivés.
La sortie m; de chaque vecteur @; peut étre estimée comme précédemment par m(.|#;) en
utilisant une partie de I’ensemble d’apprentissage contenant d’autres vecteurs a 1’aide d’une
méthode classique de type rééchantillonnage. Plus m; est « proche » de m(.|e;,8), plus le
vecteur de parametres € semble adapté au modele. Cette notion de proximité, de distance
entre structures de croyance sera développée ultérieurement. Dans [182], les auteurs ont
proposé de choisir ce parametre en minimisant un critere d’erreur Ju(0) basé sur ’écart
entre les probabilités pignistiques estimées et réelles des classes des vecteurs d’apprentissage,
défini par:

N
1 Z .
Jbet(e) = ﬁ 2 C(m(|w2,0),m2> (411)
avec
K

C(ﬁ@(|w“ 0), m2> = Z[ﬁbet({ckﬂwi, 0) — Pbeti({ck})]z (412)

k=1

ol Pp;’ est la probabilité pignistique associée & m;. Dans le cas d’un étiquetage parfait, m;
correspond a une classe particuliere ¢ et Py’ est la loi de Dirac ¢, - Sila classe de &; n’est
pas connue précisément, mais fait partie d’un sous-ensemble classique A C Y, Py.,' est la loi
uniforme sur A. Dans le cas général, m; est une structure de croyance quelconque et Py’
est la loi de probabilité correspondante.
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Ce critere est évidemment un choix parmi d’autres. Il est satisfaisant si les m; sont précises,
c’est-a-dire, si I’étiquetage des classes est parfaitement connu. En revanche, si m; est tres
incertaine, ce critere est un peu rigide: il est illusoire de chercher une sorte de « distance »
précise entre deux structures, si la structure de référence est tres incertaine. En particulier,
dans le cas limite de la structure triviale ou 'ignorance est totale, il n’y a plus d’apprentissage
et toutes les solutions M, se valent!!. Ce n’est pas le cas si on utilise le critere précédent.
[llustrons ce probleme par un exemple.

Exemple. Soit Y = {¢1, 2}

— Soit m; défini par: m;({e1}) = 0.7; m;({e2}) = 0.1 et m;(Y) = 0.2. Alors ﬁbet({cl}) =
0.8 et Pyer({c2}) = 0.2

— Soit m} défini par: mi({c1}) = 0.2; mi({c2}) = 0.2 et Mi(Y) = 0.6. Alors ﬁb’et({cl}) =
0.5 et P/, ({c2}) =0.5

L. Sim; = {ea}, Pbeti({cl}) =1et Pbeti({@}) = 0. Les colits associés a m; et m/ sont

respectivement de 0.08 et 0.5.

Ce résultat est conforme a nos attentes. Plus Py ({c1}) est proche de 1, plus I'estimation
est correcte.

2. Sim; = my, Pbeti({cl}) = 0.5 et Pbeti({@}) = 0.5. Les colits associés a m; et m} sont
respectivement de 0.18 et 0.

Ce résultat n’est pas satisfaisant. Puisque 'on ne possede aucune information sur la
classe de @;, il n’y a aucune raison de privilégier une estimation par rapport a une
autre, comme c’est le cas ici.

Définition d’un nouveau critere

Afin d’éviter cette situation, nous proposons de remplacer le cotut (4.12) par I'expression
suivante :

C'(( e, 0)m) = Y mi(A)[Pr( Ale,, 8) — 12, (4.13)

A€F(m;)
On obtient alors le cont moyen

Ji(0) = %ZC'(@H@,G),W@. (4.14)

=1

Ce nouveau critere a de bonnes propriétés. En effet, supposons que m; soit une structure
focalisée sur un unique élément A, qui peut étre un nombre réel, un ensemble classique ou, de
maniere générale, un ensemble flou (cas 3, 4 et 5). La structure estimée m; est d’autant plus
adaptée a m; que la probabilité pignistique de A est proche de 1. Dans le cas de 1’absence
d’étiquetage, c’est-a-dire d’ignorance totale de la classe de ®;, m; = my, et

Py (V) = 1,

1. Ceci devrait d’ailleurs étre érigé en axiome pour le choix d’un bon critére.
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quelle que soit la structure m;. Dans le cas d’un étiquetage parfait, m; est focalisée sur 'une
des classes ¢, et dans ce cas, le critere devient
b

C(mi,mi) = (Poer({er}) —1)%
Si la structure m; a plusieurs éléments focaux, le critere global est simplement la moyenne
pondérée par la masse de chaque élément A de I’écart quadratique entre ]/Db;Z(A) et 1.

Si on reprend ’exemple précédent, on obtient :
L. Sim; =A{ea}, C(my,m;) =0.04 et C(m},m;) = 0.25.
2. Sim; = my, C(m;,m;) = C(m},m;) =0, ce qui est conforme a nos attentes.

Des travaux visant a harmoniser les criteres d’erreur dans le cas de la discrimination et de la
régression, en théorie des croyances, sont actuellement en cours. Malheureusement, le critere
défini par I’équation (4.13) n’est pas applicable en régression (cf. section 4.5).

4.4 Application en régression

4.4.1 Détermination de la sortie

Nous allons nous recentrer sur le probleme de la régression. Cette fois, I’espace de sortie Y
est continu. Comme dans les chapitres précédents, connaissant ’entrée @, on cherche, avec
toutes les informations que 'on possede, c’est-a-dire 'ensemble d’apprentissage {(@;, m;)},
a estimer la sortie correspondante y.

Cette sortie est définie de facon tres générale par la structure de croyance (floue) m(.|&) des

équations (4.1), (4.4), (4.6), ou (4.7).

Soit Y une variable aléatoire définie sur ’espace probabilisé (Y, S()), Pe:(.|2)). Si on est in-
téressé par une estimation ponctuelle § de Y, celle-ci peut étre obtenue en prenant I'espérance
de Y (cf. chapitre précédent):

- m*(Alz)
i) =B = > T [t
AeF[m*(|z)] y

ou m*(.|&) est la structure de croyance normalisée associée a m(.|@), obtenue par la procédure
SNP 2. Soit 3 le centre de gravité de A:

o JyyAly)dy
A fy Aly)dy
Alors
ge)= > @A)y (4.15)

AEF(*(|z))

L’utilisation de la probabilité pignistique permet de définir un certain nombre de caractéris-
tiques, comme la médiane et un intervalle interfractile autour de cette valeur médiane, que
I’on peut appeler abusivement un « intervalle de confiance ».

2. Rappelons que dans le cas de structures de croyance floues, I’étape de normalisation est nécessaire, car
I’ensemble des éléments focaux non normalisés ne se limite pas & I’ensemble vide.
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4.4.2 Cas particuliers - lien avec la régression classique.

On suppose dans cette section que les structures de croyance sont classiques (cas 2, 4 et 5).
Plusieurs définitions de I’espérance sont possibles et donnent lieu a des valeurs ponctuelles
différentes. On peut facilement calculer les espérances inférieure et supérieure de Y. D’apres
les équations (3.51), on obtient:

F@)=E1)= Y adle)supy, (116)
AEF(A(|2)) veA

@) =)= Y @A)y (417
AeF(A(|e)) Y

Si on se place dans le cadre des probabilités imprécises, on peut alors définir un intervalle
de valeurs

[(2), 5" ()]
dont la largeur représente l'incertitude sur la sortie®. La probabilité pignistique est une
fonction constante par morceau, comme nous ’avons vu dans le chapitre 3.

Dans le cas particulier ou les sorties sont des nombres réels (modele SCF3), les éléments
focaux sont les y; et 1’ensemble de référence et 1’expression analytique de m(.|&) est donnée
par ’équation (4.7).

La probabilité pignistique devient alors:

e

Pralyle) = S (0 @) () + (4.18)

Il s’agit d’une loi de probabilité mizte: la probabilité py.:(.|#) est une somme pondérée de
lois discretes (lois de Dirac) et d’une loi uniforme continue. Elle est donc discontinue aux
points y;. La premiere partie de I'expression de py;, la somme des lois de Dirac, peut se voir
comme une probabilité empirique sur Y, pondérée par I'influence de @; sur @.

En prenant 'espérance sur 'ensemble des valeurs de y, on peut définir une sortie ponctuelle
a partir de cette distribution :

e

=Y w{yitle)y: + (V=) (4.19)

=1

ou y est la valeur moyenne de y sur ).

La fonction de régression obtenue, qui est continue, est donc linéaire par rapport aux y; et
peut s’écrire:

N
= willlz — @]))y: + b(||z — @iy, (4.20)
=1

3. Rappelons que dans le modéle des croyances transférables, cette interprétation est abusive, puisque le
modele suppose que les croyances m; sont définies indépendamment de toute mesure de probabilité.
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ol w; et b sont des fonctions de Rt dans R. L’expression du noyau équivalent de i en ;
(cf. équation A.7), est la fonction H, telle que: j(a) = Efvzl H(x,2;)y;. On a donc

Ve, e € X H(w,xy) = Nuw(|le —ai]) + b(||l2 — ).

Les espérances inférieure et supérieure deviennent, d’apres les équations (4.17) et (4.16):

N
=) i Hw—wzH)yﬂrb(Hw—%H)supy, (4.21)
=1
N
=) i le — @ill)yi + b(lj& — @if|) inf y. (4.22)
=1

Si on considere la définition de 'espérance plus générale définie par Strat (cf. section 3.54),
on obtient :

Go(@) = Gu(2) +p(§7(2) = (=)
2oz willle = @iy + ({2 = @:{)pinfy(y) + (1= p)supy(yll, (4 93

pour p € [0,1].

Si on compare ces quatre quantités, elles sont toutes composées de deux parties distinctes.
La premiere, linéaire, définit I'influence des vecteurs d’apprentissage entre eux, traduite par
les poids w;(|[® — ;]|), en fonction de la proximité de @ et @,. C’est la composante locale
du modele. Cette quantité correspond au résultat obtenu par une méthode de régression
classique, du type noyau. La deuxieme représente la connaissance globale que 1’ensemble
d’apprentissage fournit selon la proximité de @ a cet ensemble. Elle traduit 'ignorance de
la sortie correspondant a @. La quantité m(Y|e) tend vers 1 si @ s’éloigne indéfiniment des
x;. Son expression varie en fonction de la définition de I'espérance, contrairement a la partie
classique, et n’est pas forcément linéaire. Ainsi, les trois dernieres expressions ne sont plus
linéaires en y;.

Nous allons spécifier les résultats dans les deux cas extrémes ou m(Y|a) est égale a 1 (igno-
rance totale) ou tend vers 0.

Dans le cas limite ou m(Y|x) tend vers 0, c’est-a-dire ou @ est I'un des vecteurs d’appren-
tissage @;, les quatre expressions de ’espérance sont confondues?.

Notre méthode devient un régresseur a noyaux classique (cf. équation A.6):

N

N
= willle — @)y, avec Y willz — @) =1. (4.24)
=1

=1

La loi de probabilité py.:(.|&) devient discrete. C’est une somme pondérée de lois de Dirac.
On peut ainsi la voir comme la probabilité empirique de Parzen.

4. Remarquons que la masse affectée & ) ne peut pas étre rigoureusement nulle, car q/) (0) < 1. Cette
condition est nécessaire pour que les m; (.|#) soient combinables, car les éléments focaux (yz) *, sont disjoints!
Il faut donc poser m(Y|#) = ¢ et prendre la limite quand ¢ tend vers 0.
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Dans I'autre cas extréme, ou m(Y|e) = 1, c’est au contraire la partie classique qui disparait
de I'expression (4.18). La probabilité pignistique devient la loi de probabilité uniforme sur

Y:
ﬁbet(-|w) = Z/{y.

Une valeur ponctuelle peut toujours étre définie mais ne présente aucun intérét.

On peut cependant noter ici que le choix de Y, si celui-ci n’est pas imposé, est a faire
avec prudence lorsqu’on est intéressé par une sortie ponctuelle dans le cas général. En effet,
I'influence de 1’élément focal trivial ) ne dépend que de sa valeur moyenne. Cette valeur
biaise les résultats si la masse affectée a Y est trop importante.

4.5 Identification du modele de régression

4.5.1 Problemes d’apprentissage

Afin de limiter les problemes de biais dont il vient d’étre question, on peut recourir a une
méthode d’apprentissage permettant, d’une part, de controler I'influence globale de 1’élément
focal Y, et d’autre part, d’ajuster I'influence relative des éléments de ’ensemble d’appren-
tissage.

Nous avons vu dans 'exemple de la discrimination que la sortie pouvait se mettre sous la
forme m(.|6, @), ou @ est un vecteur a choisir selon un certain critere.

Par analogie avec le cas de la discrimination, on peut définir le critere suivant :

TROEDY /y [Poot (9125, 8) — pout’ ()], (4.25)

qui est ’équivalent de Jy.; (équation 4.11) pour un espace continu. On peut également utiliser
directement le critere J{_, (équation 4.14). Cependant, ces criteres ne semblent pas satisfai-
sants, car ils ne généralisent pas le cout quadratique moyen, dans le cas de la régression
classique ou les m; sont des réels y;:

1 N
Iy = N E_l (yi — i)~

En effet, dans ce cas, pp;’ est la distribution de Dirac d,,, c’est-a-dire, pyei'(y;) = 1 et

Jie1(8) = J1,(8) = Y [Doerlyil@i, 0) — 1] # .

=1

Nous allons voir comment définir un critere mieux approprié a l'identification de notre mo-

dele.
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4.5.2 Criteres d’erreur entre structures de croyance
Objectifs

Nous proposons dans cette section de généraliser la notion de critere d’erreur aux structures
de croyance. Un tel critere C' peut étre défini comme une fonction a valeurs dans R*:

C: MF(Y) x MF(Y) — R*,

La recherche d’une comparaison entre deux structures m et m’ répond a un objectif de
I'identification de notre modele ou m et m’ représentent une structure de croyance et son
estimation obtenues indépendamment 'une de ’autre.

Nous commencons par discuter de trois propriétés a priori souhaitables pour ce type de
fonction :

1. C généralise un critere d’erreur classique entre nombres réels,

2. C généralise un critere d’erreur classique entre ensembles flous (cf. chapitre 2),

3. C est une distance sur MF(}).

Les axiomes 1 et 2 sont primordiaux. Si m et m’ sont des réels y et v/, C'(m,m’) doit étre une
distance classique. Si les structures sont des ensembles flous, C'(m,m’) doit généraliser une
distance « raisonnable » entre ensembles flous, comme la distance de Hausdorff (cf. section
1.3.3). Mais, dans le cas général, cette fonction doit-elle étre une distance ou une dissimilarité
(axiome 3)7 A notre avis, la notion de distance n’est pas adaptée aux structures de croyance.
En effet, il n’est pas nécessairement judicieux de traiter une structure de croyance quelconque
de la méme fagon qu’un nombre réel. La connaissance de m; ne caractérise pas une valeur
précise de y, mais définit plutét un ensemble de contraintes sur les valeurs possibles. Si
on prend 'exemple extréme de 'ignorance totale, ou m est la structure triviale my, il n’y
a aucune contrainte. Dans ces conditions, aucune structure m’ de MF()) ne contredit
I'information apportée par m. Il ne peut pas y avoir d’apprentissage, puisque, précisément,
on ne possede aucune information. Nous avons déja fait cette remarque dans le cas de la
discrimination (cf. section 4.3.3).

Critéres envisageables
Nous distinguons plusieurs types d’approches définissant C(m,m’):

1. les criteres de type probabiliste: entropie ou information mutuelle ;

2. les criteres basés sur la généralisation d’un critere d’erreur entre réels ou entre ensembles
flous ;

3. les criteres basés sur le principe d’extension.

Les criteres de type probabiliste sont basés sur des distances entre diverses quantités issues
de m et m’ comme la probabilité pignistique, la crédibilité ou la plausibilité. Nous ne les
détaillons pas dans cette section car ils ne généralisent pas les distances classiques (axiomes
1 et 2).
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Généralisation de critéeres d’erreur classiques

De nombreuses mesures sont a priori envisageables. Nous proposons la mesure suivante, qui
semble étre la plus naturelle:

= > Z (F"d(F, F"), (4.26)

FeF(m) F'eF(m

ot d est une distance classique entre ensembles flous (cf. chapitre 2), a valeurs dans R*:
d: F(Y)x F(Y) = R*
Par sa construction, cette mesure généralise le critére d’erreur d entre ensembles flous (axiome

2). Il faut donc choisir maintenant une distance appropriée entre ensembles flous.

Parmi les différentes mesures définies dans le chapitre 2, les quantités dy (équation (1.32)) et
ci’z (équation (1.33)) semblent les plus judicieuses. Elles généralisent la distance de Hausdorff.
Afin de généraliser le critere quadratique classique, on peut modifier légerement la distance
de Hausdorfl de facon suivante. Soient deux intervalles F' = [fi, fo] et F' = [f], f3]. La

distance entre F' et F' devient alors hy(F, F') = max{(f1 — f1)* (f2 — f4)*}. Nous utiliserons
dans la suite la mesure suivante:

d(F, F') = / 1 ho(Fy, F!)dor. (4.27)

Nous rappelons que ces distances nécessitent la normalisation des ensembles flous.

Criteres basés sur le principe d’extension

On peut définir un deuxieme type de critere C'(m,m’), a valeur dans F(R™T), en utilisant le
principe d’extension, par analogie avec les « distances » entre ensembles flous.

On définit une distance

A MF(Y) x MF(Y) - MF(RY)

(m,m") — A(m,m') = ma

d’éléments focaux :

F(ma) ={d(F, F"),YF.F' € F x F'}
avec ma () = Zd(F,F’):S m(E)m/(F).

On définit la probabilité pignistique pye o associée a ma. Le critere d’erreur peut alors étre

défini par: C(m,m’) = [y prera(0)dd0.

4.5.3 Identification du modele

Choix a priori

La phase d’identification nécessite d’abord de définir certains choix dans notre modele. Nous
avons vu en particulier que 'opérateur de combinaison ainsi que le type des fonctions d’acti-
vation ¢; devaient étre spécifiés. Nous avons choisi un opérateur conjonctif, et non disjonctif,
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car notre méthode nécessite la neutralité de la structure de croyance triviale (focalisée sur ).
En effet, si la sortie d’un élément @; est totalement inconnue, c’est-a-dire, m; = ), il ne doit
avoir aucune influence sur les autres vecteurs. Quant au choix de la norme triangulaire dans
le cas de structures de croyance floues, des simulations ont montré que différentes t-normes
donnent des résultats sensiblement équivalents. Nous prendrons en général I'opérateur clas-
sique min. De méme, on peut montrer de maniere empirique que le type de la fonction ¢;
n’a pas une influence primordiale.

Sélection du critere d’erreur

L’identification du systeme nécessite de définir un critere d’erreur entre m(.|e;,8) et m;,
c’est-a-dire de définir une fonction de cott C entre deux structures quelconques m et m’.
Parmi les criteres définis dans la section précédente, le critere le plus adapté a cet objectif
semble étre celui qui généralise le critere d’erreur classique (cf. équation (4.26)) en utilisant
la distance entre ensembles flous d définie par 1’équation (4.27). Cette distance étant définie
pour des ensembles flous normalisés, le critere C' doit se calculer sur les structures de croyance
normalisées. Si nous récapitulons les résultats de la section précédente, le critere de sélection
de la structure m;(.|¢) est donc:

C(my, il [, 0)) = ) Y mi(E)ymi(F|e)d(F, F),
FeF(m?) F'eF(m*(.|z))
!
avec d(F, F' :/ hao(F,, Fl)de,
et ho(F,, F') = max{(F, — F)*, (F} — F)?*},

(4.28)

ou I} = sup,cy Fu(y) et FT =infyey F,(y). Le fait de calculer ce critere sur les structures
normalisées n’est pas a priori tres contraignant. Néanmoins, cette procédure entraine néces-
sairement une perte d’information que nous allons analyser brievement. Supposons que m;
et m; ne possedent chacun qu’un seul élément focal, respectivement F' et y;. Le critere se
ramene donc a la distance CZ(F, y;) entre les ensembles flous F' et ;. Supposons le cas de figure
suivant, ou F' = g;/h(F). Alors, §; représente la normalisation F* de F' et par conséquent,
C(F,y;) = 0, quelle que soit la hauteur de F'. Or h(F') représente la confiance globale que
I’on a dans la sortie F'. En conclusion, I'information que ’on perd en normalisant est donc
simplement une indication de la fiabilité de la structure m;, ce qui n’est pas contraignant,
car nous considérons que la normalisation par la méthode SNP définit une approximation
cohérente de m;.

Détermination de la fonction de cotit globale

Un critere d’erreur entre deux structures ayant été défini, nous pouvons directement appli-
quer les méthodes classiques de validation et de sélection de modele et, en particulier, les
techniques de rééchantillonnage (cf. chapitre 1), comme la validation croisée, le jackknife et
le bootstrap et leurs variantes [48]. Dans la suite, nous utilisons la méthode du leave-one-out.

Dans le cas du leave-one-out, la sortie de chaque vecteur ®; de ’ensemble d’apprentissage est
estimée a ’aide des N — 1 autres vecteurs (¢;,m;),j # i. Soit © 'ensemble des parametres
possibles 8 a sélectionner.
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Pour chaque 8 € O, on obtient une estimation de la sortie correspondant a @;, que 1’on
notera alors :

ﬁz_i(.|a3i, 0)
Le critere de validation est défini de fagon classique par la formule suivante:
N

CV() = %ZC(mi,ﬁuni,Q)). (4.29)

=1

Le vecteur de parametres choisi 8 est celui qui minimise ce critere:

)

= arg meinCV(G). (4.30)

Si on veut tenir compte de la qualité de I'information apportée par (@;,m;), on peut pondérer
le critere d’erreur par un coefficient 3; € [0, 1], défini comme un facteur de confiance. En
particulier, ; devrait étre nul en cas d’ignorance totale sur la valeur de y,;, c’est-a-dire, si
m; = ). Par contre, si la valeur de y; est connue avec précision, (3; devrait étre proche de 1.
[’emploi d’'une mesure de nonspécificité N(m) semble étre une bonne solution.

Le coefficient 3; peut alors étre défini ainsi:

S gy

ou m; est la normalisation de la structure m;.

Alors,

Estimation des parametres

Dans le modele SCF1, les parametres p;; sont supposés connus, déterminés par un expert.
Dans les modeles SCF1, SCF2 et SCF3, le vecteur de parametres 8 est donc simplement
constitué des parametres des fonctions d’activation.

Par exemple, si ¢;(||& —x;||) = exp[— (2 —2;)TZ" (& —®;)], ot ¥; est une matrice diagonale
d’éléments diagonaux (o;)"_,,

Gz[aij],izl...N,jzl...r

Comme il n’y a aucune raison de privilégier certaines entrées par rapport a d’autres, les x;
étant tous réels et bien définis, on considere que, pour tout i, les o;; sont égaux. Il reste
donc r parametres a identifier. La procédure de validation croisée étant relativement longue,
si les données le permettent, on pourra prendre également les mémes parametres o;; dans
toutes les dimensions, afin de limiter les calculs. Dans ce cas, il ne reste finalement qu’un
seul parametre 6 a estimer.



4.6Liens avec les systéemes flous 121

4.6 Liens avec les systemes flous

Dans la section 1, nous avons noté qu’il y avait quelques similitudes entre notre méthode d’in-
férence et celle définie par les systemes flous. Dans cette section, nous proposons d’analyser
les différences et les points communs entre certains types de systemes flous et notre modele.
En particulier, nous étudions un modele proche du nétre qui a été proposé récemment par

Yager [172, 173].

4.6.1 Le modele de Yager
Définition du modele

Soit le systeme flou classique de type Mamdani défini par 1’ensemble des regles suivantes
(r)¥, (cf. chapitre 1):

rij . Sl @ est B ALORS wyestg; (pij), (4.31)

ou les B; et les y;; sont des ensembles flous respectifs de X' et Y, et p;; est le facteur de
confiance de la regle r;;. La partie conséquente de chaque regle est une proposition de la forme
« yest g;; » (cf. équations (1.13) et (4.31)). Pour chaque partie antécédente « & est B; »,
la proposition « y est g;; » peut se voir comme 'une des solutions possibles de la sortie, a
laquelle on accorde un certain crédit, représenté par le facteur p;;. On peut distinguer ainsi
deux types d’incertitudes relatives a la sortie y: I'imprécision, due a l'ensemble flou g;; et
le conflit, représenté par le choix entre les différents ensembles g;;. Si on normalise les p;;,
c’est-a-dire, si on impose la condition: E;jzl pi; = 1 dans la regle r;;, on peut rassembler
les r regles r;;,7 = 1...J a l'aide de la théorie des croyances. Si on définit la structure
m;, d’éléments focaux @;; tels que m;(g;;) = pij, ’ensemble des propositions « y est g;; »,
g =1,...,J peut se synthétiser par I’écriture suivante:

y est m;.
Nous avons donc une équivalence entre ces deux groupes de propositions [172]:

y est yi (pil)
y est m; & ce. e
y est gy (pis)

On peut alors définir un nouveau systeme a base de regles r’, équivalent au systeme (4.31):

ri: Sl axest B; ALORS 1y est m;. (4.32)

K3

Méthode d’inférence

Nous allons maintenant montrer comment la méthode d’inférence de Mamdani définie dans
le chapitre 1 se généralise a ce type de systeme. Nous rappelons que la méthode de Mamdani
peut se décomposer en trois étapes:

— calcul du degré de déclenchement des regles 7,
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— calcul de la sortie F}; correspondant a chacune des regles r;;,

— agrégation des regles.

Nous allons reprendre ces trois étapes successivement.

La partie antécédente des regles est la méme pour les deux systemes (4.31) et (4.32). Le
degré de déclenchement 7; de r} est donc le méme que celui de r;; et est défini par:

T, = BZ(QZ)

Dans la deuxieme étape, on détermine la sortie de chaque regle [172]. Celle-ci se définit
comme une structure de croyance floue m; définie sur Y, d’éléments focaux flous F(m,;) =

{Fij,7=1,...J,i=1,... N} définis par:
Fij =7 A yNZ']‘ avec ﬁlZ(Fw) = m(yN”) = pij- (433)

La sortie finale du systeme est obtenue par agrégation des structures m; selon un opérateur
a définir. Par analogie avec la regle d’inférence de Mamdani, ces structures sont agrégées a
I’aide de la regle de combinaison disjonctive U généralisée aux ensembles flous [45], qui est
définie par 1’équation (3.15). On obtient ainsi la structure finale induite par I'ensemble du
systeme, notée m € MF(Y), qui s’écrit :

m = . (4.34)

et dont les éléments focaux £ € F(m) sont de la forme

FE = U FZ']'(Z'), ol Fij(i) - F(ﬁ%), (435)

avec :

m(E) =[] i Fije)-

=1

Pour un vecteur & € A donné, la sortie du systeme est donc définie par une structure de
croyance floue sur ), que I'on notera m(.|e).
De facon habituelle, & partir de m(.|2), on peut définir différentes caractéristiques, comme la
crédibilité bel(.|@), la distribution pignistique ppe:(.|2). On peut en déduire une expression
de la sortie ponctuelle comme la moyenne pondérée des centres de gravité yj, des éléments
focaux de m (cf. équation (4.15)):

gz)= Y w(El)y;.

EEF(m*(.|x))

ou m*(.|e) est la version normalisée de m(.|&¢). Rappelons que ce calcul est obtenu en cal-
culant I'espérance de y selon la probabilité pignistique de m*(.|e).

Les structures m,; sont normalisées, mais ce n’est pas le cas des m;(.|) ni par conséquent de
leur combinaison m(.|@), quoique I'on utilise un opérateur disjonctif.
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4.6.2 Analogie avec notre modele

Notre méthode peut se voir comme une modification du systeme flou précédent [115]. Soit
B;, un ensemble flou représentatif du vecteur @; (cf. chapitres 1 et 2). Par exemple, B; est
un nombre flou gaussien multidimensionnel centré sur @;. On suppose que B; peut se mettre
sous la forme suivante:

Bi(z) = ¢i(||le — ),

ou ¢; est une fonction d’activation, selon la définition de la section 1. C’est le cas de la
plupart des fonctions d’appartenance, puisque B;(«) € [0, 1]. Le facteur d’affaiblissement est
donc de 1 — Bi(z) =1 — 7;(@).

Dans notre méthode, nous transformons la structure m; par affaiblissement de facteur 1 —
7;(@). Les structures m,(.|¢) définies en section 1 peuvent donc s’exprimer en fonction de
mi(®):

~ 1-7;()

mi(.|e) =m; .

Notre méthode d’inférence permet de faire intervenir un facteur d’ignorance dans la partie
conséquente : I’ensemble de référence ) devient un nouvel élément focal.

Enfin, 'agrégation des structures est réalisée a 1’aide d’un opérateur conjonctif, et non dis-
jonctif, comme dans I’approche de Yager, afin de contréler la masse allouée a I’espace ). La
structure finale est donc:

m(.|z) = ﬂmi(.m).

Dans I’approche de Yager, si la norme triangulaire utilisée est le produit, les éléments focaux
initiaux g;; sont transformés a ’aide d’un facteur multiplicatif et deviennent sous-normalisés,
de hauteur 7;(@). Mais leur masse est inchangée. Si nous re-normalisons ces éléments focaux
a 'aide de la procédure SNP, nous retrouvons évidemment les y;;, mais leur poids devient
7;(®)pi;. La masse restante est affectée au domaine entier. Cette procédure correspond a
notre approche.

Les avantages de notre approche par rapport a celle de Yager sont les suivants: d’abord, notre
modele est capable d’intégrer une mesure globale de confiance sur la sortie. De plus, le nombre
maximal d’éléments focaux, méme s’il est encore important, est malgré tout beaucoup plus
faible. En effet, dans la méthode de Yager, le nombre d’éléments focaux de m(.|&) peut
atteindre J%, contre 2V dans notre méthode. Enfin, la structure de F'((.|®)) est stable par
intersection et ne dépend pas du vecteur d’entrée: ce sont les masses qui sont distribuées
différemment selon .

4.7 Conclusion

Dans ce chapitre, nous avons proposé une nouvelle méthode de régression basée sur la théorie
des croyances floues. Cette approche permet de prendre en compte différents types de don-
nées, comme les intervalles, les nombres flous ou plus généralement des structures de croyance
floues. Ainsi, elle peut étre considérée comme une généralisation de I'estimation fonctionnelle
a des données incertaines. Deux types d’information sont proposés: une représentation de
I'incertitude (imprécision, indétermination, ignorance) et une estimation ponctuelle.
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Cependant, nous avons noté que, lorsque la taille N du modele augmente, le nombre d’élé-
ments focaux augmente de facon exponentielle et la combinaison des structures devient im-
possible. Dans le dernier chapitre, nous proposerons plusieurs méthodes de simplification de
structures de croyance, afin de pallier 'augmentation indésirable du nombre d’éléments fo-
caux pendant la phase de combinaison. Nous illustrerons notre méthode a travers différentes
simulations.
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Chapitre 5

Mise en oeuvre

5.1 Introduction

Dans le chapitre précédent, nous avons présenté une méthode de régression basée sur la
théorie des croyances. Dans cette méthode, I'information fournie par chaque élément de
I’ensemble d’apprentissage, de nature incertaine et imprécise, est représentée, non nécessai-
rement par un nombre réel, mais par une structure de croyance floue dans le cas le plus
général. Afin d’obtenir une information globale, ces informations individuelles doivent étre
fusionnées. Ces opérations, si la taille de I’ensemble d’apprentissage est grande, nécessitent
un temps de calcul qui pénalise la méthode et la rend inopérante. Ce chapitre est en partie
consacré a la résolution de ce probleme.

Plusieurs techniques de simplification de notre méthode sont proposées. Deux groupes de
méthodes peuvent étre retenues :

— les méthodes réduisant le nombre de structures a combiner ;

— les méthodes réduisant le nombre d’éléments focaux des structures a combiner.

Le premier groupe de méthodes consiste essentiellement a résumer I'information délivrée par
I’ensemble d’apprentissage, a 1’aide de méthodes de classification notamment, ou a n’utiliser
qu'un voisinage de points significatifs, c’est-a-dire, par exemple, les k plus proches voisins
dans I'ensemble d’apprentissage. Les méthodes de simplification des structures de croyance
sont tres spécifiques a notre méthode. Il s’agit d’éliminer les éléments focaux de peu de poids
ou de regrouper les éléments focaux similaires. Les méthodes de classification (hiérarchique
et partitionnement) peuvent ainsi étre généralisées aux structures de croyances floues: I’ap-
proximation de structures en est une application.

Nous proposons d’appliquer la méthode a différents problemes de régression. Nous étudions
deux simulations mettant en valeur différents types d’incertitudes. Nous présentons égale-
ment deux applications réelles faisant intervenir des données définies de facon imprécise.
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5.2 Utilisation de prototypes

5.2.1 Motivation

Nous avons vu dans le chapitre précédent que notre méthode était difficilement applicable
quand la taille de ’ensemble était trop importante. En effet, ’essentiel des calculs est effectué
entre les éléments focaux, pendant la combinaison des structures. Il faut donc éviter que le
nombre d’éléments focaux augmente trop rapidement. Si .J(¢) représente le cardinal de F'(m;),
on peut avoir dans le cas le plus défavorable jusqu’a

N

[T+

=1

éléments focaux dans le modele général SCF1 (équation 4.1). Méme dans le cas plus simple du
modele SCF2 (équation (4.6)) ou il n’y a qu’un seul élément focal flou, le nombre d’éléments
focaux est encore de 2V, Si I'on consideére uniquement les k plus proches voisins de x, ce
nombre peut se réduire sensiblement (2%). Cette méthode permet d’extraire 'information
locale au voisinage de @. Une autre facon de diminuer le nombre d’éléments focaux consiste a
réduire globalement la taille de I’échantillon par classification de ’ensemble d’apprentissage et
la construction de prototypes. Il est évidemment avantageux de combiner ces deux techniques
locale et globale. Nous supposerons dans cette section que les y; sont réels. Si ’ensemble
d’apprentissage est de « grande » taille, I'information qu’il contient peut étre résumée par
un ensemble de prototypes.

5.2.2 Partitionnement de ’ensemble d’apprentissage

Comme nous ’avons décrit en section 1.3.2, le partitionnement peut se faire de plusieurs
facons différentes. Nous étudions successivement le cas d’un partitionnement indépendant
de X et de Y, et d’'un partitionnement sur X' x Y. L’objectif n’est pas le méme dans ces
deux approches. Le premier cas permettra de mieux déterminer les problemes ou la variable
y est multivaluée, pour un vecteur & donné. On privilégiera la deuxieme approche dans les
cas ou y est seulement imprécise.

Partitionnement séparé des espaces d’entrée et de sortie

Soit
C={C,ke{l,... , Kitet E={F, eV, ge{l,... . J}}

deux ensembles de K et .J classes partitionnant respectivement les espaces X' et ), obtenus
indépendamment par classification de 1’ensemble d’apprentissage a 1’aide d’une méthode
quelconque (cf. annexe D). Les classes (C},)E_| sont caractérisées par les centres ou prototypes
ci et les matrices de dispersion Xj. Nous noterons oy,,7 = 1...r les éléments diagonaux de

i et o le vecteur (of;)7_;. De méme, les classes (£;)7_; sont caractérisées par les centres
¢;j et les écarts-type 7.
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Définition des fonctions d’activation ¢,

Soit & un vecteur de X dont on cherche a estimer la sortie correspondante. Au lieu d’utiliser
directement les vecteurs &; comme dans le chapitre précédent, on s’appuie maintenant uni-
quement sur l'information plus globale fournie par les classes C}. Plus @ est proche de Cj,
ou du centre ¢y, plus cette classe aura une influence sur la sortie y. A chaque centre ¢, on
associe une fonction d’activation ¢y, définie par exemple par:

Or(l|le — exl]) = Gauss(@; ey, ¢.07F), (5.1)

afin de tenir compte de la dispersion de la classe C}. Le parametre g, est un parametre de
lissage réel positif qui sera utilisé ultérieurement pour I'identification des parametres. Nous
rappelons que la notation Gauss, utilisée dans le chapitre 2, définit la fonction d’apparte-
nance d’un ensemble flou gaussien multidimensionnel. D’apres le chapitre précédent (section
4.6), par analogie avec les systemes flous, ¢, peut effectivement étre vue comme la fonction
d’appartenance d’un ensemble flou. D’autres types de fonctions ¢ tenant compte de maniere
équivalente de I'imprécision relative au degré d’appartenance a la classe considérée peuvent
étre bien entendu envisagés.

Construction des masses de croyance initiales my

De méme, l'appartenance de y a la classe I/; peut étre représentée par le nombre flou gaussien
¢; défini par:

&j(u) = Gauss(u; e, q,07) Yue Y CR,
faisant intervenir I’écart-type estimé of de E;. La encore, g, est un parametre de lissage a

identifier.

On suppose que @ et y sont des réalisations de variables aléatoires sous-jacentes définies sur
les espaces probabilisables X et }. On note py; la probabilité conditionnelle que y appartienne
a F/; sachant que x appartient a () :

prj = Pyx(5|C),

et P la matrice des (pj)i=1,.. K,j=1,...0. On peut associer a chaque classe C}, une structure
de croyance my, d’éléments focaux F'(my) =4{€;,7 =1,...,J} tels que

my(€;) = pr;-

.. J . ~
Les classes [/; formant une partition de Y, on a donc E]‘:1 pr; = 1. Puisque les €; sont
normalisés, my, est donc une structure normalisée.

Inférence

Une fois définis les my, on procede comme dans le chapitre 4 (équation 4.1). Compte tenu
de ce qui précede, pour le vecteur &, chaque classe (' fournit une information concernant la
sortie inconnue y, représentée par la structure de croyance floue
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ou o = 1 — ¢p(]|]® — ¢cl|). Plus précisément, la structure my(.|@) est définie par:

mp(éjle) = proellle —ell] Vied{l,....J}
mp(Yle) = 1 —(fle —cll) (5.2)

Si on veut limiter le nombre de parametres, il est également possible de simplifier ce modele
en prenant des valeurs identiques a priori pour o et of pour toutes les classes.

Ici, |[F(m(.|2))| < J®. Le nombre d’éléments focaux peut donc encore étre assez important.
On aura tout intérét a n’utiliser que les s plus proches prototypes ou les s plus proches
classes de @. L’avantage essentiel de cette méthode est qu’elle fournit une information tres
riche, mais son principal inconvénient est finalement la encore son cout de calcul, méme si,
en regle pratique, de nombreux coeflicients py; seront nuls. De plus, la différence avec le
modele SCF1 est que les py; ne font pas partie des données mais que ces quantités doivent
étre estimées par les probabilités empiriques correspondantes (cf. paragraphe 5.2.3). Par la
suite, on notera ce modele Protol.

Partitionnement simultané de ’espace d’entrée et de sortie

Cette version, voisine de la précédente, differe par la méthode d’obtention des classes et par
son faible cout en temps de calcul. Au lieu de déterminer les classes C, et E; séparément,
il est également possible de faire une classification directement sur ’espace X' x ) ou, si la
configuration des données le permet, a partir de ¢, d’en déduire les centres e, en utilisant une
fonction de régression h simple. C’est cette solution que nous proposons ici. Afin d’alléger les
calculs, on peut par exemple utiliser le régresseur de Nadaraya-Watson (cf. équation (A.6)),
paramétré par un unique scalaire A. On a alors

€ = h(Ck,)\) (53)

Dans ce cas, K = J et la matrice de probabilité condititionnelle P est simplement la matrice
Identité d’ordre K: py; = d5; pour tout k,j. Chaque my ne possede donc qu’un seul élément
focal, comme dans le modele SCF2, ce qui réduit considérablement les calculs.

Le nombre d’éléments focaux est donc généralement beaucoup plus faible que dans le modele

complet SCF1: |F(m(.|x))] < 2K.

Dans la suite, on notera ce modele Proto2. De plus, comme nous avons une bonne repré-
sentation globale des données, il est possible de n’utiliser que les s plus proches prototypes.
Par exemple, avec s = 3, on obtient au maximum 8 éléments focaux, ce qui est tout-a-fait
raisonnable!

Le tableau 5.1 récapitule le nombre maximal d’éléments focaux pour les 5 variantes propo-
sées. [avantage semble étre en faveur de SCF3. Mais ce modele ne permet pas une bonne
représentation de l'incertitude et de I'imprécision sur la sortie, contrairement au modele
Protol, par exemple.

Enfin, on peut faire une remarque sur l'utilisation de données floues. Si les données de
I’ensemble d’apprentissage sont floues, il est encore possible de réaliser une classification
automatique. Nous proposons, dans le cadre de la simplification de structure (cf. section 5.3)
une méthode de regroupement d’ensembles flous.
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SCF1 SCF2 | SCF3 | Protol | Proto2
[, @) +1) |28 [ N41[JF 2K

TAB. 5.1 — Nombre mazimal d’éléments focaux selon la version de notre méthode : N : taille
de Uensemble d’apprentissage, K et J: nombre de prototypes ou de classes sur les espaces
respectifs X et Y.

5.2.3 Identification des modeles Protol et Proto2
Parametres du modele

Dans les modeles Protol et Proto2, ’ensemble des parametres a estimer est plus complexe
que dans les modeles décrits dans le chapitre précédent. La phase de classification impose
de choisir les centres ¢ et leur nombre, les parametres de dispersion des classes oy, ainsi
que les « méta-parametres » ¢, et g,. Une fois 'ensemble des classes choisi, dans la méthode
Protol, il faut ensuite estimer la matrice des probabilités conditionnelles. On peut découper
I’apprentissage du modele en deux temps:

— l'identification de la structure: choix de K et, le cas échéant, de J ou de X;

— D'estimation des parametres ., g, Ck, ¢, 07,0, prj, k=1,... K, j=1...J.

Identification de la structure

Dans cette approche se pose le probleme de la détermination du nombre optimal de proto-
types. Cet aspect dépasse le cadre spécifique de notre modele et releve du probleme général
de l'identification de systemes, dont il a déja été question aux chapitres 1 et 2. On peut
utiliser ici a nouveau des techniques de rééchantillonnage en introduisant par exemple un
terme de pénalisation. Nous préférons utiliser d’autres techniques plus rapides, utilisées dans
le contexte de l'identification de systemes flous [65], puisque ceux-ci offrent des similitudes
avec notre modele. Ces méthodes, basées sur des criteres de classification optimale, ont déja
été développées en section 1.3.2.

Dans le modele Protol, nous déterminons ainsi séparément les nombres optimaux K™ et J*
de prototypes c; et e;.

Dans la méthode Proto2, les prototypes e; sont calculés comme évaluation d’une fonction
de régression dépendant d’un parametre de lissage A: e; = h(cg, A). La valeur optimale de A
peut étre obtenue en minimisant le critere classique de validation croisée entre nombre réels
(cf. section 1.3.2).

Estimation des parametres du modele

La phase d’identification précédente détermine en méme temps les centres ¢y, e; et les écarts-
types of, o7. Il reste donc a estimer les parametres suivant :

— les méta-parametres ¢, et ¢, ;

— les poids p;; (dans la méthode Proto2).
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Estimation des méta-parametres

Ces parametres des fonctions d’activation ¢ jouent le role de parametres de lissage dans
notre méthode. Pour estimer ces parametres, nous utilisons la généralisation du critere de
validation croisée aux structures de croyance défini en section 4.5.3. Le parametre vectoriel
0 = (¢z,q,) « idéal » minimise donc le cotit défini par I’équation (4.29):

K
1
cve)=— C(m;,m;(8)),
)= 5 DA 0)
ou le cout C est défini par I’équation (4.28).

Estimation des probabilités conditionnelles (Proto2)

La matrice de probabilités conditionnelles d’appartenance aux différentes classes P = (py;)
n’est pas connue. Nous proposons deux approches différentes pour déterminer de « bonnes »
estimations py; de py;, dans un sens a définir: une approche fréquentiste classique et une
approche « fréquentiste floue », basée sur les probabilités d’ensembles flous.

Approche fréquentiste. Cette approche est tout simplement basée sur I'estimation d’une
probabilité théorique p par la probabilité empirique p correspondante. Soit Ni; le nombre
de couples (@,y;) de I'ensemble d’apprentissage appartenant a Cj x E;. La probabilité
empirique py; est définie par:

Px(Ck) > N

pri = Pyrix(E5|Ck) =

La loi forte des grands nombres justifie théoriquement 1’estimation proposée :

~ n—+oo
Pki —7 DPkj

presque strement.

Approche par les probabilité floues. Une autre méthode est envisageable, basée sur les
probabilités floues, tenant compte des frontieres floues des classes. Cette méthode consiste
a estimer les probabilités d’appartenance aux classes floues selon la définition de Zadeh (cf.
(équation 3.57)). La probabilité d’appartenir a I'ensemble flou ¢ x é; est définie par

Pxy(erNéj) = /

(&N &), y)dPyy (,y) = / @x(2) A &i(y)] dPyy (2. y)
AxY

AxYy

ou A est une t-norme (le produit). La encore, nous pourrions appliquer la loi des grands
nombres et calculer la probabilité empirique associée

1
N 4

=1

N
c

Pxy (& Néj) = k(i) A €5 (yi).
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Mais cette définition conduit a une propriété indésirable :

> Pyy(exné) # L.

k.
Dans ce cas, Yager [172] propose de modifier cette formule en utilisant les degrés d’apparte-
nance normalisés /,sz a € X €; pour chaque (&;,y;), définis par:

i = cr(@i) A é;(yi)
& Zk,j cr(®:) A éi(y:)

Il s’agit d’une extension de ’approche fréquentiste aux ensembles flous. Par analogie avec
la méthode précédente, on peut alors déterminer les estimations des probabilités de facon
suivante :

— - N i
— Pxy (&N &) = 5 D pey i
- PX(&k) = %E] Ez /“L;cjv

2imt M
~ T~ =1 /
~ P =Pwldlen) = =5 /«Li
J Lt Fkg

La preuve de la convergence des probabilités empiriques, calculées selon cette méthode,
vers les probabilités théoriques n’a pas été faite. En effet, la loi des grands nombres ne
s’applique pas immédiatement. Néanmoins, I'intérét de cette approche est de tenir compte
de 'imprécision des frontieres entre les classes.

5.3 Procédures de simplification

5.3.1 Principe général
Motivations

L’inconvénient majeur des méthodes basées sur la théorie des croyances est qu’elles sont
généralement cotteuses en temps de calcul pendant la phase de combinaison des structures,
a cause de la multiplication des éléments focaux. Par exemple, dans le modele Proto2 a K
prototypes, nous avons vu qu’on pouvait obtenir jusqu’a 2% éléments focaux. De plus, outre
la lenteur des calculs, le résultat de la structure finale m(.|&) pose également un probleme
de lisibilité. En effet, la plupart des éléments focaux de m(.|e) sont difficiles a interpréter et
certains sont quasi indiscernables.

Pour ces deux raisons, la rapidité des calculs et I'interprétabilité de la structure, il convient
donc de contréler sa complexité au cours de la phase de combinaison. Dans cet esprit, nous
proposons une procédure de simplification d’une structure de croyance quelconque (classique
ou floue).
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Réduction du nombre d’éléments focaux

Le principe général est de transformer une structure de croyance m, floue ou non, en une
autre structure m’, telles que

|F(m")] < |[F(m)].

Ce principe est tres différent des deux autres types d’approximations que nous avons vus
jusqu’a présent, les prototypes et les plus proches voisins, qui consistent a réduire le nombre
de structures a combiner. Ici, nous cherchons a réduire le nombre d’éléments focauz pendant
b
la combinaison des structures. A chaque fois que nous combinons deux structures m; et m,
ayant respectivement p et g éléments focaux, la structure résultante mi3 = my N my possede
pq éléments focaux. Avant de combiner m, avec une troisieme structure ms, nous proposons
de réduire d’abord le nombre d’éléments focaux de miy en créant une structure approchée
miy = App(miz) dont les caractéristiques sont supposées voisines de my,. L’étape suivante
12 12 12
consiste a combiner m}, et ms en une nouvelle structure myss.

Le schéma d’obtention de la structure approchée finale est donc un algorithme itératif en
deux étapes alternées:

Pour i=1 a N
. . . !
= fusion:my i1 =m; Omy
— approximation (si nécessaire): my i = App(ma..iv1)

Fin
Si nous appliquons ce principe a notre modele, nous obtenons donc la structure approchée
m'(.|x) de m(.|x):

7' Jz) = App (... (App (M (&) N Ao |2)) N s |2)) ... N d(]e))

Nous pouvons remarquer que 'ordre de la combinaison a maintenant son importance. L’opé-
ration de combinaison n’est plus associative.

Nous allons maintenant nous concentrer sur les méthodes d’approximation, en décrivant
d’abord les principales méthodes existantes, définies dans le cadre de structures a éléments
focaux classiques et sur un référentiel discret. Puis, nous développerons de nouvelles mé-
thodes, plus adaptées a la gestion d’éléments focaux flous et a l’existence d’'un domaine
continu.

5.3.2 Méthodes existantes

Soit une structure m d’éléments focaux {Fi,..., F,}. Le probleme est donc de chercher une
structure m’ = App(m), similaire a m, dans un sens a définir, et telle que |F/(m/)| < |F(m)].

Plusieurs méthodes ont été proposées dans le cas des structures de croyances classiques, sur

un référentiel Y discret [9, 153, 46, 161].
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Approximation probabiliste [161]

La structure m’ est bayésienne, les éléments focaux de m’ sont des singletons. Voorbraak a
proposé la transformation suivante:

> m) M(B)SB(y)
m’({y}) = 5;:;(7)”) m(B)J|33| Vye)y (54)
m'(A) = 0 if|A|>1

Nous considérons qu’il serait plus judicieux d’utiliser tout simplement la probabilité pignis-
tique de m. En effet, dans la méthode de Voorbraak, les éléments focaux peu spécifiques sont
sur-représentés.

Que l'on utilise I'une ou l'autre de ces transformations, la méthode bayésienne n’est pas
représentative de la réalité dans les cas de grande nonspécificité des éléments focaux. De
plus, elle nécessite des modifications si on veut ’appliquer dans le cas continu, car on ob-
tiendrait dans ce cas une infinité d’éléments focaux. Une solution simple consiste cependant
a discrétiser ’ensemble de référence ).

Approximation consonante [46]

Ce groupe de méthodes est défini en détail dans un article de Dubois et Prade [46]. Elles
consistent a déterminer la structure consonante m’, c’est-a-dire dont les éléments focaux
sont emboités, la plus proche de m selon un certain critere. L’un de ces criteres fait appel a
la notion d’inclusion (dite forte) entre structures de croyance. Cependant, certains auteurs
[153] ont montré que cette méthode est peu adaptée a la regle de combinaison des structures.
L’ordre de présentation des structures peut modifier énormément le résultat final. De plus,
la propriété de consonance n’est pas préservée par la regle de combinaison.

Nous rejetons donc I'emploi de cette méthode pour notre objectif.

Elimination d’éléments focaux

Ces méthodes ne sont pas basées sur une structure particuliere de m/, contrairement aux
précédentes. Dans ce groupe de méthodes, les éléments focaux F; peu significatifs, c’est-a-
dire de poids m(F;) « faible », selon divers criteres, sont éliminés. Les parametres pouvant
intervenir dans la sélection sont les suivants:

— le pourcentage total de poids des éléments focaux conservés;

— un nombre minimal et/ou maximal d’éléments focaux.

Soit K(m) I’ensemble des éléments focaux de m conservés. On a donc F(m') = K(m).

Dans les méthodes les moins sophistiquées, comme celles définies par Lowrance et al. ou
Tessem [98, 153], la masse de F; € F(m)\K(m) est répartie uniformément sur les éléments
conservés. L’approximation m’ est alors définie par:

EBGI\"(m m(B)

w(A) = LA)) YA€ K(m) (5.5)
m'(A) = 0 VA& K(m). |
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L’inconvénient de la méthode de Tessem est qu’elle ne tient pas compte de la proximité des
F; éliminés avec les éléments restants.

Bauer [9] a proposé un algorithme permettant de mieux répartir la masse m(F;) selon les F
de K(m) tels que F; C F;, F; N F; #£0ou ).
Dans ces méthodes, il n’y a pas de transformation ni de création d’éléments focaux, mais
seulement une absorption des éléments focaux éliminés. Ces méthodes se généralisent immeé-
diatement aux structures de croyance floues.

5.3.3 Classification des éléments focaux

Les méthodes que nous proposons sont basées sur 1’agrégation d’ensembles flous semblables.
De facon générale, toute méthode de regroupement ou de classification automatique, éten-
due aux ensembles flous peut convenir: nous avons envisagé une classification de type hié-
rarchique [119]. La procédure est itérative: a chaque étape t, on remplace deux ensembles
similaires par un seul. Ceci nécessite de définir:

— un critére de proximité I entre ensembles flous ;
— un opérateur d’agrégation d’ensembles flous V ;
— et un critére d’arrét & de la procédure.

Soit m(® la structure de croyance floue a I’étape ¢, dont les éléments focaux sont {Fl(t), ceey F]Et_)t .
Une nouvelle structure de croyance m(“+t) est obtenue en remplacant les deux plus proches
éléments focaux Fi(t) et Fj(t) de m® par un ensemble F' et en conservant les autres éléments

focaux. Ainsi,

F(m ) = (F(mY)y U {F/})\{E(t)7 Fj(t)}
avee mTO(F") = mO(F) 4 mO(F]).

Criteéres de proximité

Parmi les nombreuses mesures de similarité entre ensembles flous définies dans la littérature
[129, 183], nous avons choisi la mesure ensembliste suivante:

|AN B
S(A,B) = ———.
On regroupe les deux ensembles A et B maximisant ce critere.

Ainsi, dans notre algorithme, a 1’étape ¢, on choisit les ensembles Fi(t) et Fj(t) tels que

? J

S(EO, F) = max (R, V).

D’autres criteres, tenant également compte de la masse des éléments focaux, sont envisa-
geables. Ainsi, par analogie avec la méthode de Ward [165] en classification hiérarchique
classique (cf. annexe 7?), on peut définir le critere suivant:
m(A) +mO(B) S(A,B)
m®(A)mO(B) 1 - S(A, B)

qui permet d’absorber les éléments focaux de faible importance.

[(A,B) = (5.6)
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Opérateurs d’agrégation

De nombreux opérateurs binaires d’agrégation V sont a priori envisageables, produisant un
nouvel ensemble F'. L’utilisation de 'opérateur d’union,

F'=F,UF,

présente la propriété d’augmenter systématiquement la nonspécificité N. On vérifie en effet
facilement que

N(m(t)) < N(m(t"'l)).

Cette propriété est cohérente, car 'opération d’approximation suppose que 'on perde de
I’information, ce qui se traduit ici par une plus grande nonspécificité. De plus, il est intéressant
d’avoir une suite de structures « emboitées », ¢’est-a-dire monotones selon un critere donné.
Cependant, le danger de ce type de criteres est de définir une structure tres éloignée de la
structure de départ apres un grand nombre d’itérations. Il semble plus judicieux de faire
intervenir la encore les masses des éléments focaux. En outre, I'objectif n’est pas forcément
de chercher des structures emboitées, mais plutot des structures semblables. Nous proposons
alors l'opérateur plus neutre de la moyenne pondérée, telle que:

mO(E)Fi(y) + mY(F)F(y)

Yy F(y) = m®(F) + mO(F;)

(5.7)

toujours par analogie avec la méthode de Ward.

Critere d’arrét

Cette procédure d’agrégation s’arréte a 'itération ¢ des que, pour un seuil § donné,

max [(F,gt), Fl(t)) <.

5.3.4 Méthodes d’optimisation

Les criteres précédents sont définis a priori, sans optimisation d’une mesure globale d’erreur
entre les structures m = m® et m’ = m*Y, On ne s’intéresse qu’a des criteres entre éléments
focaux sans tenir véritablement compte de I'impact global sur la structure. Le choix de A et
B n’est peut-étre pas celui qui minimise un critere d’erreur donné.

On peut alors de maniere plus systématique définir un critere d’erreur C' entre les structures

t+1)

m® et m+Y | basé sur:

— des mesures d’information, comme la nonspécificité, la discordance ou I'information
mutuelle,

— des mesures « probabilistes » , utilisant la probabilité pignistique, la crédibilité, la
plausibilité.

Soit ®y(.; A, B) la transformation, qui a la structure m, associe la structure m’ telle que:

F(m') = (F(m) U {AVB})\{A, B},
m'(AVB) = m(A)+ m(B), (5.8)
m/(C) =m(C) VC e F(m')\AVB,
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ou V est un opérateur binaire flou.

Le probleme peut ainsi se formuler de maniere générale comme un probleme d’optimisation :

min  C (m,®v(m; A, B)) (5.9)

A,BEF(m)

Le critere d’arrét de la procédure est défini comme précédemment. Ce probleme de minimi-
sation définit une fonction fy ¢ de A et B et peut donc se réécrire de fagon synthétique par
le probleme suivant :

i A. B). 1
(AJg;lel%(m)fc,v( , B) (5.10)

Dans la suite, nous proposons quelques résultats théoriques, essentiellement pour 'opérateur
d’union, dans le cas de structures de croyances classiques.

Criteres « probabilistes »

On peut comparer les distributions de probabilité pignistiques et utiliser une distance quel-
conque entre deux distributions de probabilité, comme la distance de Kullback-Leibler:

C(m,m') = /yln (pbe’f(y)> oot () dy (5.11)

p?)et(y)

ou la distance suivante:
Cman') = [ gllmnals) = sty (5.12)
y

ou g est une fonction monotone croissante Rt dans RT. De maniere générale, toute distance
entre distributions de probabilité peut convenir.

On peut expliciter le critere défini par I’équation (5.10) en prenant 'opérateur d’agrégation
U et la mesure d’erreur (5.11). Dans le cas de structures de croyance classique m, le critere
a minimiser en fonction de (A, B) € F(m) est obtenu par un calcul direct:

foclA, B) = |A\Blg (|550 - =Ghs®|) + 1B\A] g (|55 — =Ctne))
m(A m(B m(A)4+m(B
+lAN Bl g <‘ |£1|) + |(B|) - (|A)UB|( )D ' (5.13)

Ce critere est valable dans le cas présent ou ) est continu, mais également, dans le cas
discret, en utilisant la définition adéquate de la cardinalité |.|.

On peut également se baser sur d’autres quantités comme la plausibilité ou la crédibilité.
On définit ainsi le critere suivant:

Clm,m')y= > gllbel(F) = bel'(F)]]. (5.14)
FeF(m)

La fonction f, ¢ a minimiser devient alors:

fuc(A,B) = g(m(A))Card{C|AC Aet BZ C}

+g(m(B))Card{C|B C C et AZ C} (5.15)

ou Card(E) dénote le nombre d’éléments de I’ensemble .
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Mesures d’information

On peut également définir des criteres d’erreur en se basant sur des mesures d’incertitude
comme la nonspécificité N ou 'une des 5 mesures de conflit Confl définies dans la section
3.2.5.

Clm,m') = N(m') — N(m),

C(m,m’) = Confl(m') — Confl(m).

Le choix de la structure m’ correspond au principe d’incertitude minimale [83]. On cherche
les éléments focaux A et B de facon a perdre le moins d’information possible.

Dans le cas de la nonspécificité, le critere a minimiser, pour un opérateur d’agrégation quel-
conque, est le suivant :

|AV B
|Al

|AV B

fv.o(A, B) = m(A)log, B

+ m(B)log,

(5.16)

Ces criteres sont a priort a utiliser avec prudence car deux structures tres différentes pour-
raient présenter des caractéristiques semblables tout en étant géométriquement éloignées.
Cependant, cette situation est dans ce contexte improbable, car on ne compare ici la nons-
pécifivité que pour des structures emboitées.

5.4 Résultats

5.4.1 Mesures de précision et d’information
Jeux de données et objectifs

Afin de montrer la validité et les capacités de prédiction de notre méthode, nous présentons
les résultats obtenus par des simulations ou sur des données provenant d’applications réelles.
Nous proposons d’étudier quatre problemes de régression, illustrant chacun un ou plusieurs
points des modeles présentés.

1. Données simulées d’une fonction de régression classique. On montre que notre méthode
généralise les méthodes de régression classiques. Dans certaines zones, la fonction n’est
pas connue ou imprécise,

2. Données réelles (broyage). Les données a estimer sont imprécises,
3. Données simulées multi-valuées (probleme inverse),
4. Données réelles, multi-dimensionnelles (taux de mercure dans les tissus de poissons).
Les données sont imprécises.
Mesures de précision et d’information

Soit {(®&1,m1),...,(®,, m,)} un échantillon de données testées. Le critere de précision dé-
pend de la nature des m;. Si les m; sont définis comme des nombres réels (modele SCF1), la
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précision de ’estimation est mesurée en terme d’erreur quadratique moyenne :

Jo= 23 (- i),

n 4

=1
yi(x;) étant une des sorties ponctuelles définies en section 4.4.2. Par défaut, nous avons
utilisé 'espérance pignistique (équation 3.53).

Si les m; sont des intervalles, des ensembles flous, ou des structures de croyance, la précision
est mesurée par le critere:

C(ma, (.|, 0) = > Y mi(E)ymi(F|e)d(F, F),
FeF(m?) F'eF(m?(.|z))
avec

1
d(F, F") = / hao(F,, F!)de,
0

ou hy est la distance de Hausdorff entre deux ensembles classiques. Nous rappelons que ce
critere généralise J,,.

Afin de décrire 'information que contiennent les sorties, plusieurs mesures d’incertitude
classiques [84] ont été utilisées:

— la mesure de nonspécificité N(m) (équation (3.22)), qui représente I'imprécision des
ensembles,

— quatre mesures de conflit: la discordance D(m) (équation (3.27)), la dissonance F(m)
(équation (3.25)), le strife S(m) (équation (3.28)), et la mesure symétrique A(m) (équa-
tion (3.30)).

Enfin, le cas échéant, "approximation des structures a été effectuée par la procédure de
simplification des éléments focaux définie dans la section 5.3.

5.4.2 Exemple 1: simulation

Description des données

Dans ce probleme de régression monodimensionnelle [116], les z; € R sont issus d’une variable
aléatoire X dont la loi est un mélange de 2 distributions gaussiennes de mémes proportions:

X ~ 0.5NM(—1.5,0.5) + 0.5M(1.75,0.5)
et la sortie est définie par la fonction bruitée suivante:
y =sin(3z) + x + e(x),

ot e(x) ~ N(0,0.01) si @ < 0 et e(z) ~ N(0,1) si @ > 0. Ici, la taille de I’ensemble
d’apprentissage étant relativement élevée, N = 200, nous avons utilisé la version Proto2 de
notre méthode.
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Degré d'appartenance

FiGg. 5.1 — Exemple 1. A gauche : données réelles y (-); ensemble d’apprentissage (.);
prototypes (o). A droite : fonctions d’activation ¢y (en haut); éléments focaux € des my

(en bas)

Estimation des parametres du modele

La phase d’identification (cf. section 1.3.2) nous a amené a retenir K = 25 prototypes
¢ déterminés par classification de ’ensemble d’apprentissage. La technique d’identification
est la méme que celle utilisée dans le chapitre 2. La figure 5.1, a gauche, représente 1’en-
semble d’apprentissage et les prototypes (cx, er), les e) étant les évaluations du régresseur
de Nadaraya-Watson en ¢;. Les fonctions d’activation, de parametres ¢y, ¢,0} et les nombres
flous gaussiens €, de parametres ey, g,0; sont représentés a droite, avec ¢, = 3 et g, = 1. Ces
valeurs ont été obtenues par optimisation du critere classique de validation croisée, puisque
les y; sont des nombres réels.

Détermination de la structure m

Méme dans cet exemple de complexité limitée, les procédures de simplification sont néces-
saires. En effet, sans simplification, le nombre d’éléments focaux serait de 22°! Plusieurs
options étaient envisageables. Les résultats des figures 5.2 et 5.4 ont été obtenus en utilisant
uniquement les 3 plus proches prototypes dans la combinaison des structures. Les structures
ont donc au maximum 8 éléments focaux.

La figure 5.2 donne un exemple de sortie m et m*, pour une valeur particuliere x = 0. La
figure 5.3 représente la probabilité pignistique correspondante.

La figure 5.4 montre I'intervalle interdécile de la distribution pignistique pye;(.|2) ainsi que des
mesures d’imprécision. Les régions de faible densité sont caractérisées par des valeurs élevées
pour la nonspécificité et 'ignorance m(Y|x) et par un intervalle interdécile tres étendu. Les
résultats confirment également une plus grande nonspécificité et un intervalle interdécile
moins précis pour les régions ou la variance est plus grande.
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Fic. 5.2 — Exemple 1. Sortie finale pour x = 0. A gauche : m. a droite: m*. A, B,C,)
sont des éléments focaux des deux structures. Le poids de A et ), les deux éléments prépon-
dérants, est indiqué entre parenthéses.

Splines | NW | « Lazy » | Yager | Proto2
EQM 2| 0.035 0.016 | 0.019 0.010 | 0.012
EQM 1 |10 0.003 | 0.013 0.008 | 0.011

TAB. 5.2 — Exemple 1: EQM pour différents modéles de régression: KQM 1 pour x €
[—2.5,=0.7], EQM 2 pour x € [—2.5,—0.7] U [0.8,2.6].

o
N
ES
o

| .
-6 -4 -2

Fic. 5.3 — Exemple 1. Sortie finale pour x = 0 : ppe

Estimation ponctuelle: comparaison avec des méthodes classiques

Afin de vérifier Iefficacité de notre méthode en termes de précision, nous ’avons comparée
a plusieurs méthodes de régression classiques (cf. figure 5.5). Le tableau 5.2 indique 'er-
reur quadratique moyenne J obtenue pour deux méthodes de régression non paramétriques
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Nonspécificité
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0.6~ B

0.4 B i

021 B

FiG. 5.4 — Exemple 1. A gauche. données réelles y (-); ); estimations y(@) (-, en gras);
ler et 9eme decile de pyei(.|@) (- -); ensemble d’apprentissage (.) A droite. nonspécificité ;
masse affectée au domaine entier m(Y|x).

classiques, les splines cubiques et le régresseur de Nadaraya-Watson (NW), une méthode de
mémorisation (« Lazy »)[10] (cf. annexe A), le modele de Yager et notre méthode (Proto2).
Les erreurs J ont été calculées uniquement dans les régions de fortes densités, dans deux
zones : ['une contient les données bien spécifiées, (z € [—2.5,—0.7]), I'autre inclut également
la région de plus grande variance: (x € [—2.5,—0.7]U[0.8,2.6]). Comme le montre le tableau
5.2, les performances de notre méthode sont a peu pres équivalentes aux autres, méme si
I’estimation des données de la zone 1 est particulierement bonne pour splines. Cependant,
cette méthode s’adapte moins aux données imprécises de la zone 2, ce qui ne semble pas le
cas pour notre méthode.

Conclusion

Ce premier exemple, qui peut parfaitement étre traité a I’aide de méthodes classiques, permet
justement de confronter 'efficacité et la précision de notre méthode a celle des méthodes de
régression standard. Nous ne prétendons pas réaliser de meilleures performances, mais nous
obtenons des résultats corrects. De plus, notre méthode permet d’évaluer avec des criteres
simples la qualité globale de la sortie.

5.4.3 Exemple 2: Broyage

Cet exemple provient d’une base de données réelle. Pour des raisons illustratives, nous avons
choisi un modele a une seule variable explicative. Un probleme multidimensionnel sera étudié
dans 'exemple 4. Dans la base d’apprentissage, pour une vitesse d’alimentation donnée, la
variable a expliquer, la rugosité de la surface n’est connue qu‘au travers d’un intervalle de
valeurs. L’utilisation de cet intervalle de valeurs permet implicitement de tenir compte de
la pauvreté du modele en I’absence d’autres variables. Tanaka a traité ce probleme a 1’aide
d’une méthode de régression par intervalles [151].
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FBS2 estimate ‘Lazy‘ estimate

-4 -2 0 2 4 -4 -2 0 2 4

X X
Smoothing cubic splines estimate
5 ‘ ‘ ~

0 L
>
-5
-10 :
-4 -2 0 2 4
X

FiG. 5.5 — Exemple 1. ensemble d’apprentissage (.); données réelles (=); estimation ponc-
tuelle pour différents modéles (-)

Description des données et solutions possibles

Dans cet exemple, le modele est constitué d’une seule variable explicative x et on dispose
d’'un ensemble d’apprentissage tres réduit de 8 triplets (z;,y7,y) o les valeurs y., yi
représentent les valeurs minimale et maximale de la variable y observées pour une valeur
fixée z; de la variable d’entrée.

Iy a plusieurs fagcons de traiter ce type d’exemple. Si on opte pour une méthode probabiliste,
bien que la configuration des données ne soit pas idéale, on peut par exemple construire deux
modeles distincts utilisant respectivement les valeurs inférieure et supérieure de 'intervalle.
On peut également prendre le milieu de I'intervalle et simuler un bruit uniforme autour de
cette valeur.

Cependant, il est bien plus naturel de considérer que la sortie est définie directement par
Iintervalle Y; = [y, y] et utiliser une méthode traitant ce type de données, comme la
régression floue ou notre approche. Nous pouvons également construire la sortie comme un
ensemble flou ;.
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Fi1G. 5.6 — Exemple 2: ensemble d’apprentissage (—) et estimation ponctuelle (—)
; distribution pignistique ppes (- -).

Description des résultats
Les données étant peu nombreuses et ne présentant pas individuellement de conflit, nous

avons utilisé la version SCF2 de notre méthode.

Identification
Chaque x; est associé a la fonction d’activation exponentielle de parametre 6:
oi||x — 24]|) = Gauss(z, 2;,0).

Dans cette méthode SCF2, I'identification se résume a l'estimation d’un seul parametre,
I’écart-type 6. La figure 5.6 présente ’évolution du critere de validation croisée généralisée
CV (équation 4.28) pour différentes valeurs de 6. La valeur minimale est obtenue pour
0 = 1.2 mais les valeurs comprises entre 1 et 4 semblent tout-a-fait correctes. Nous présentons
également 'estimation ponctuelle obtenue avec le parametre 0=1.2.

Information

De maniere générale, les mesures d’information rendent bien compte de la situation: la
nonspécifité augmente pour les grandes valeurs de x et le conflit est faible, sauf pour les
valeurs de x situées entre 3.5 et 4, ce qui est conforme aux données d’apprentissage (cf.
figure 5.7). Nous avons représenté uniquement la mesure de « strife ». Les autres mesures de
conflit donnent des résultats semblables.

Estimation par structure de croyance

La figure 5.8 présente la sortie sous la forme la plus générale, la structure de croyance non
normalisée, pour une valeur d’entrée particuliere: x = 0.9. Comme nous ’avons remarqué
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Nonspécificité
T T

I I I I I I
0.5 1 1.5 2 25 3 35 4 4.5 5

Strife

I I 1 I I I I I
0.5 1 15 2 25 3 3.5 4 4.5 5
X

Fic. 5.7 — Exemple 2: Mesures d’information : en haut : nonspécificité ; en bas : strife.

Critere d’arrét | oo | 10% | 10% | 10° | 102 | 100 | 10
|F'(m(.]z))] 20 118 |15 |12 |8 4 2 11

TAB. 5.3 = Nombre d’éléments focaux selon le critére d’arrét & pour x = 0.9

dans le chapitre 4, la probabilité pignistique est constante par morceaux, discontinue en
certaines extrémités des Y;.

Sans aucune simplification, le nombre d’éléments focaux est de 20. C’est le méme nombre
quel que soit x. Il correspond a ’ensemble de toutes les intersections possibles entre les 9
éléments focaux initiaux: Y; et Y. Il est beaucoup plus faible que le maximum possible: 28
éléments.

Néanmoins, si les calculs sont rapides, la sortie est peu lisible. On peut donc simplifier le
résultat, par exemple, par la probabilité pignistique, qui est maximale pour y € [0.2,0.3]. On
peut aussi utiliser les plus proches voisins. Si on n’utilise que 3 voisins, la sortie est voisine, la
qualité de la sortie ne s’altere pas (figure 5.9). Dans ce cas, on n’obtient plus que 6 éléments
focaux. La figure 5.9 montre également le nombre moyen d’éléments focaux selon le nombre
de voisins.

On peut enfin simplifier directement la structure finale en réalisant une classification des 20
éléments focaux. Nous avons utilisé le critere I défini par I’équation 5.6. Les figures 5.10 et
5.11 représentent la structure de croyance, toujours pour = = 0.9, pour différents criteres
d’arrét: § = 10°,1000,100 et 0. La sortie est de plus en plus lisible: le nombre d’éléments
focaux correspondant a ces valeurs est respectivement de 12,7, 3 et 1. Le tableau 5.3 présente
quelques détails sur I'influence de ce critere sur le nombre d’éléments focaux.

Représentation par nombres flous

Afin d’éviter d’obtenir une probabilité pignistique discontinue, phénomene du a la repré-
sentation des données par intervalles, on peut également utiliser une représentation par des
nombres flous. On peut par exemple définir les sorties comme des nombres flous triangulaires
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FiG. 5.8 — Exemple 2: structure de croyance m(.|x) et probabilité pignistique ppet(.|x) pour
x=10.9

Structure de croyance estimée 20
05 — : . .
|
|
0451 = B 18- q
|
|
0.4 | B 16]- 4
0.35 ! é .
o ! S1af 1
o ! Ke)
= |
g osf | 1 2 *
) I o 12r 4
3] | £
©025F | 1 2 *
g | g 10} R
17} L ! 4
% 0.2 | o
Q
= ! € 8 4
0.15f ! 4 9 *
. | c
|
0.1 ! i 61 4
. ‘ «
T
| 4r 4
0.05- ‘ B *
|
0 L L L L L L L
0.1 02 03 0.4 05 06 07 08 1 2 3 4 5 6 7 8
y nombre de voisins

Fic. 5.9 - Exemple 2 : structure de croyance avec k = 3 voisins ; nombre moyen d’éléments
focaux en fonction du nombre de voisins utilisés pour la combinaison.
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Fic. 5.10 — Exemple 2: structure de croyance simplifie apres la combinaison : selon le
critére d’arrét § = 10° et 1000.
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Fic. 5.11 — Exemple 2: structure de croyance simplifie apreées la combinaison : selon le
critere d’arrét 6 = 100 et 0.



5. 4Résultats 147

Estimation ponctuelle
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FiG. 5.12 — Exemple 2: Données d’apprentissage floues: estimation ponctuelle, SCF (3
voisins)

T; de support Y; et centrés sur le milieu de I'intervalle: T; = Tri(y; , & ;y? LY ).
Les résultats sont heureusement analogues aux précédents. Ils ont été obtenus a ’aide des 3
plus proches voisins. La figure 5.12 représente la sortie ponctuelle, tres proche de 'exemple
précédent. La figure 5.13 représente la structure et la probabilité pignistique point = = 0.9,

comme précédemment.

Conclusion

Ce type d’exemple est particulierement adapté a notre modéle. La connaissance imprécise
de la variable a expliquer est traduite tout naturellement sous la forme d’un intervalle ou
d’un ensemble flou. Notre méthode est concue pour traiter ce type de données. De plus, la
phase d’apprentissage est tres rapide et ne nécessite que 'estimation d’un seul parametre.
Le petit nombre de données permet en effet d’éviter la phase préliminaire de classification.
L’avantage de notre méthode est de pouvoir mettre en valeur le peu d’information disponible.
Les méthodes probabilistes ne sont pas adaptées a ce type de données.

5.4.4 Exemple 3: Probleme inverse
Dans cet exemple, la variable = est générée par une fonction simple de la variable y:
r=y+0.3sin(2ry) + e, y€0,1].

ou ¢ est une variable aléatoire de loi uniforme sur [—0.1,0.1]. Le probleme qui nous intéresse
est de reconstruire y a partir de x, ce qui est délicat, car y est une fonction multi-valuée pour
certaines valeurs de z. La taille de ’ensemble d’apprentissage est de N = 250. Nous avons
partitionné notre ensemble d’apprentissage en 20 classes (cf. figure 5.14).

Les résultats montrent que 'intervalle interdécile de la probabilité pignistique est beaucoup
plus important pour les valeurs de @ de 'intervalle [0.3; 0.6] ou la variance de y est tres élevée.
Ce résultat est la conséquence de la multimodalité des sorties correspondant aux points de
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FiG. 5.13 — Exemple 2: Données d’apprentissage floues : estimation ponctuelle (3 voisins)

cette région. En particulier, pour les points situés au voisinage de x = 0.5, la probabilité
pignistique est trimodale (cf. figure 5.14, a droite). Les résultats que nous obtenons sont
conformes aux prévisions. L’erreur d’estimation ponctuelle des données pour lesquelles il n’y
a pas d’ambiguité est tres faible.

Cet exemple a été traité par Bishop [12] a ’aide d'un modele de mélange, construit a ’aide
d’un réseau de neurones. Il est difficile de comparer quantitativement les deux méthodes:
nous obtenons des résultats qualitatifs équivalents. Pour ce type de probleme, la sortie ponc-
tuelle n’a pas d’intérét. Dans le cas probabiliste, I'information significative est contenue dans
la probabilité conditionnelle. De méme, dans notre méthode, I'information importante est
contenue, soit directement dans la structure de croyance, soit au niveau de la probabilité
pignistique.

5.4.5 Exemple 4: Niveau de mercure dans des poissons
Description des données

Cet exemple provient d’une base de données réelles multi-dimensionnelles. On cherche a
estimer la contamination en mercure dans 53 lacs de Floride. Pour cela, on a mesuré la
concentration en mercure dans les tissus musculaires d’un échantillon de poissons de chaque
lac. Pour chaque lac, on ne possede que la valeur minimale y;, la moyenne y; et la valeur
maximale i de cette concentration. On dispose de 4 variables explicatives zy,...24: le pH
et les taux de calcium, d’alcalinité et de chlorophylle. Les relations entre les variables sont
représentées sur la figure 5.15.

Comme dans 'exemple 2, la version SCF 2 de notre méthode semble appropriée pour traiter
ce type d’exemple. La construction des intervalles ou des ensembles flous est faite de facon
analogue a ’exemple 2. Nous avons choisi de représenter la connaissance m; relative a la
sortie de x; par 'ensemble flou triangulaire T; = (v, vi, i )-
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Estimation ponctuelle 35
1 T T T = :
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FiG. 5.14 — Exemple 3: A gauche. ensemble d’apprentissage (..); estimation ponctuelle
(—, en gras); ler et 9¢ décile de pyer (- -). A droite. Distribution pignistique pye: en @ = 0.5.
Cette distribution est trimodale.

Résultats

Afin d’éviter la multiplication des parametres, nous avons normalisé les données et nous
avons pris le méme écart-type pour toutes les fonctions d’activation. Il n’y a donc plus qu’un
seul parametre 6 a estimer. En utilisant le critere C'V, on obtient 'estimation 8§ = 5.

Une fois le parametre é\identiﬁé, le traitement est le méme que dans le cas monodimensionnel.
Nous avons utilisé 33 lacs pour I'apprentissage et 20 pour le test. Nous avons employé une
méthode de simplification par les s plus proches voisins pour la combinaison des masses
individuelles. La figure 5.16, a gauche, présente les résultats ponctuels ainsi que I'intervalle
interdécile des sorties, pour s = 5. L’estimation n’est pas tres précise, car les données ne
sont pas tres bien corrélées. Nous avons comparé l'influence du nombre de voisins s dans la
combinaison des masses. Les figures 5.17 et 5.18 montrent les résultats d’un lac particulier en
utilisant respectivement 2 et 5 voisins. Sans faire une étude exhaustive, on peut remarquer sur
cet exemple que ceux-ci sont assez différents. La sortie m(.|) utilisant 5 voisins comportant
une vingtaine d’éléments focaux, nous avons appliqué notre algorithme de simplification afin
de rendre cette sortie plus lisible, avec le critere d’agrégation 6 = 1. On obtient une structure
m/(.|&) tres simplifiée, ne possédant que deux éléments focaux. Dans la figure 5.16 & droite,
nous avons comparé la valeur du critere d’erreur, pour chacun des individus testés, avec ou
sans simplification. On s’apercoit que les 2 valeurs sont tres proches. L’information perdue par
la procédure de simplification est donc négligeable. En revanche, on observe que les criteres
d’erreur sont individuellement tres différents dans le cas de 2 ou 5 voisins. Sur ’ensemble
des 20 lacs testés, I'erreur moyenne est a peu pres la méme pour 2 ou 5 voisins: ¢ ~ 0.07.
On peut conclure ici qu'un petit nombre de voisins est suffisant pour la détermination de la
structure finale.

Mais il faudrait faire une étude plus systématique de I'influence de ce parametre pour en
déduire des remarques générales. Ceci est d’ailleurs valable pour I’ensemble des parametres
intervenant dans le modele. Nous avons simplement voulu dans cette section illustrer notre
méthode par quelques exemples simples, mais il est clair que des conclusions plus poussées
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Fic. 5.15 — Exemple 4. relations entre les variables prises 2 a 2.

exigent I’étude de nouvelles applications.

5.5 Conclusion

Dans ce chapitre, nous avons présenté diverses méthodes de simplification de structures de
croyance, afin de pallier 'Taugmentation indésirable du nombre d’éléments focaux pendant la
phase de combinaison de notre modele. Deux groupes de techniques ont été envisagées: les
méthodes basées sur la réduction du nombre de structures a combiner et celles basées sur la
diminution du nombre d’éléments focaux par structure.

Les premieres méthodes ont pour but de sélectionner I'information pertinente fournie par
les éléments de ’ensemble d’apprentissage, pour un vecteur & dont on cherche a estimer
la sortie. Nous avons vu que notre méthode présentait des similitudes avec les méthodes
de noyau. La distance aux éléments de l'ensemble d’apprentissage est primordiale. Bien
souvent, la combinaison de structures issues des plus proches voisins de @ suffit pour obtenir
de bons résultats, méme si nous ne I’avons pas montré formellement. Il est également possible
de procéder a une classification globale de ’ensemble d’apprentissage et de construire des
structures de croyance a partir de distances entre ces classes et le vecteur . Cette méthode
suppose 'estimation des parametres des classes.

Le deuxieme groupe de méthodes repose sur I'agrégation d’éléments focaux similaires dans
une meéme structure. La motivation de cette simplification est double: pendant la combi-
naison, le temps de calcul est plus réduit, aprés la combinaison, les résultats de la sortie
sont plus facilement interprétables. ’algorithme que nous avons défini est basé sur la clas-
sification hiérarchique des éléments focaux d’une structure m. Le critere d’agrégation tient
compte de la proximité des éléments focaux, ainsi que de leur contribution a la masse totale
de la structure. Nous avons vu que cet algorithme est efficace, mais il reste une heuristique.
En effet, il n’optimise pas de critere global entre la structure m et son approximation m’.
Nous avons ainsi proposé une série de méthodes plus systématiques, basées sur des criteres
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Fic. 5.16 — Exemple 4 : Estimation de la sortie a Uaide de 5 voisins. A gauche : Fn-
semble de lest (- -) ; intervalle interdécile de pyey(j@y(—, engras) ; estimation ponctuelle (+) ;
a droite : critére d’erreur C(m;, m(.|@;)) pour s = 2 voisins (A); pour s = 5 voisins, sans
simplification du nombre d’éléments focaux (0); pour s =5 voisins, avec simplification (+).

Distribution pignistique
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Fic. 5.17 — Exemple 4 : Estimation de la sortie a ['aide de 2 voisins. A gauche : Nombre
flou triangulaire (=), sortie estimée m(.|&); & droite : distribution pignistique.
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Fic. 5.18 — Exemple 4: Estimation de la sortie a l'aide de 5 voisins. Nombre flou trian-
gulaire (=), sortie estimée m(.|€). A gauche Sortie compléte. & droite simplification de la

structure (6 =1)

d’information.
En résumé, les résultats de notre méthode sont les suivants. En termes de précision, nous

obtenons des résultats comparables aux techniques statistiques dans le cas de données réelles.
Les différentes méthodes de simplication permettent d’obtenir un temps de calcul acceptable.
L’identification des différents modeles présentés n’est pas non plus un obstacle au développ-
ment de la méthode. Dans les versions SCF1, SCF2 et SCF3, 'identification se résume a
I’estimation des parametres des fonctions d’activation. Bien souvent, on peut se ramener a
I’estimation d’un parametre unique. Les méthodes Protol et Proto2 ne nécessitent qu’une
phase préalable supplémentaire : la définition des classes, qui est en général assez rapide.

Un des avantages de notre méthode est de pouvoir évaluer avec des criteres simples la qualité
globale de la sortie, en fonction des informations disponibles. Nous avons montré que notre
méthode était capable de faire face a des problemes de régression tres différents, que les don-
nées soient imprécises, multi-valuées, ou manquantes. Elle permet d’intégrer des informations

a priori de nature tres diverse.
Cependant, de nombreux points restent a développer ou explorer. Nous avons présenté plu-

sieurs criteres de simplification, mais nous ne les avons pas testés. L’identification est un
probleme crucial. Nous avons construit un critere essentiellement en cherchant une géné-
ralisation du critere quadratique classique. Mais nous n’avons pas défini concretement ce
qu’il mesurait. Enfin et surtout, notre méthode demande a étre validée davantage par des

applications réelles.
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Chapitre 6

Conclusion

Synthese des résultats

Le sujet général de cette these concerne l'estimation de variables d’un systeme dans un
contexte ou 'information disponible est incertaine et les données de ’ensemble d’apprentis-
sage, sur lesquelles on s’appuie, sont imprécises.

Inadéquation des méthodes probabilistes

L’estimation d’une fonction de régression classique est un probleme bien connu, pour lequel
de nombreuses solutions ont été apportées, sous la forme de fonctions paramétriques ou non
paramétriques a valeurs réelles, a partir d’'un modele probabiliste. Cependant, ces solutions
sont généralement inadaptées a certaines situations ou les données sont définies de facon
imprécises. De plus, la prise en compte d’informations non numériques, comme le jugement
d’un expert, ou 'expression de I'ignorance totale sur 1’état d’une variable est mal aisée en
termes probabilistes. La prise en compte directe d’une information parcellaire a priori n’est
abordée que dans les méthodes bayésiennes. Les hypotheses restrictives sur la forme des
données et sur la gestion de l'incertitude nous ont amenés tres vite a recourir a d’autres
théories. Nous avons donc écarté d’emblée la théorie des probabilités, en prenant soin de
comparer malgré tout nos résultats, quand cela était possible, a la solution proposée par une
ou plusieurs méthodes d’estimation statistique.

Estimation par les systemes neuro-flous

La premiere « généralisation » de ’estimation fonctionnelle ou de I'identification de systemes
qui nous a semblé naturelle est celle de I’extension aux ensembles flous, puisque ceux-ci sont
un excellent outil de représentation de données imprécises. Les systemes flous résultant de
cette extension sont maintenant bien connus. Parmi les différentes classes de systemes flous,
nous nous sommes particulierement intéressés aux systemes adaptatifs, capables d’ajuster
finement les parametres intervenant dans le systeme : les systemes neuro-flous. L’engouement
actuel pour les systemes neuro-flous s’explique par la conjonction des avantages des réseaux
de neurones, leur capacité d’apprentissage et de généralisation, et de ceux des systemes flous,
capables de traduire par des regles une connaissance issue du monde réel.
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Nous avons choisi dans le chapitre 2 de nous placer dans ce cadre des systemes neuro-flous
pour traiter un probleme particulier d’estimation : la reconstruction de données manquantes.
L’avantage du modele proposé par rapport aux autres méthodes de reconstruction classiques
est de pouvoir estimer toutes les valeurs manquantes d’un vecteur dans un méme modele,
quel que soit le nombre de variables disponibles. Le principe repose sur la traduction de
la connaissance acquise a partir de données brutes en termes de regles d’inférence floues.
Deux versions de la méthode ont été proposées selon la taille de ’échantillon. Si la taille
est « réduite », chaque vecteur de I’ensemble d’apprentissage induit une regle d’inférence
par la relation entre ses composantes. Si la taille est importante, le principe est le méme,
mais on partitionne ’espace de représentation des données en un certain nombre de classes.
Cette fois, c’est a chaque classe qu’on associe une regle. La solution générale est donnée sous
la forme d’une distribution de possibilité, dans son acception la plus large, c¢’est-a-dire non
normalisée, définissant un degré de confiance dans les valeurs de 'espace des variables de
sortie. On peut en déduire une estimation ponctuelle dans le cas ou elle s’avere « nécessaire
et raisonnable ».

Comme tout systeme neuro-flou, notre modele présente des analogies avec certaines méthodes
de régression. Sur le plan purement fonctionnel, I’expression de la valeur ponctuelle de chaque
variable reconstruite, prise individuellement, est voisine de celle d’une méthode de noyau, si la
totalité de I'ensemble d’apprentissage est utilisée. Si on passe par une classification préalable
de l'ensemble d’apprentissage, son expression est celle d’une fonction de base généralisée,
radiale, si on utilise des fonctions d’appartenance gaussiennes. Une analogie importante avec
I’approche probabiliste des modeles de mélange a été observée. La définition des fonctions
d’appartenance du modele a priori, dont on estime les parametres par la suite, correspond a
la définition des distributions de probabilités a priori dans les modeles bayésiens. Le parallele
avec les méthodes probabilistes peut également se faire au niveau de la conception de notre
méthode: notre modele revient a estimer les parametres de la distribution de possibilité
jointe de 'ensemble des variables et a en déduire la distribution conditionnelle des valeurs
inconnues par rapport aux valeurs connues.

Estimation « fonctionnelle » et théorie des croyances
Un apprentissage partiellement supervisé

L’étude des systemes flous ne permet pas de traiter tous les types d’incertitude de facon sa-
tisfaisante. Les fonctions de croyance permettent de définir des degrés de confiance a prior:
sur les éléments de ’ensemble d’apprentissage. Ainsi, il est possible d’intégrer des infor-
mations externes de natures diverses sur une variable, comme la confrontation d’analyses
d’experts ou les valeurs de plusieurs capteurs. La synthese de ces informations définit une
série de contraintes sur la valeur de la variable, qui représente 1’état de nos connaissances,
la eroyance en cette variable. Nous nous sommes donc placés dans le cas d’un apprentissage
partiellement supervisé : la base d’apprentissage est constituée de vecteurs (@;, m;) ou m, est
la structure de croyance qui représente la connaissance de la variable a estimer y.

Trois types de raisons justifient selon nous 'utilisation de la théorie des croyances, pour
I’estimation de variables.

— la gestion des données imprécises (les éléments focaux peuvent étre des intervalles ou
des ensembles flous) ;
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— la représentation claire des différents types d’imperfection dans un objectif ultérieur
d’aide a la décision ou de fusion d’informations;

— DP’exploration en soi, de la théorie des croyances en statistique.

L’application de la théorie des croyances nécessite quelques adaptations dans le cas de l'esti-
mation fonctionnelle, car I’espace de référence, en général un intervalle de R, devient continu.
La difficulté essentielle provient du caractere non dénombrable de I’ensemble des éléments fo-
caux potentiels. Mais la restriction a un nombre fini d’éléments focaux rend la généralisation
immédiate, moyennant quelques adaptations simples.

Comme la plupart des méthodes de régression, notre méthode repose sur la proximité entre
deux vecteurs observés & et @;. Mais ici, I'information apportée par chaque élément x;
de 'ensemble d’apprentissage est représentée par une structure de croyance, construite en
fonction d’un indice de proximité et de I'information a priori délivrée par le vecteur @;. Cette
information a priori m; peut étre un nombre réel, un intervalle, un ensemble flou, ou, plus
généralement, une structure de croyance, éventuellement floue. La sortie proposée par notre
méthode est exprimée sous la forme tres générale d’une structure de croyance.

Notre méthode généralise les modeles probabilistes au sens ou elle apporte des solutions
correctes, aussi bien dans les cas traités par ces modeles que dans d’autres situations ou
I'information disponible ne permet pas de les utiliser. L’équivalent de I'intervalle de confiance
peut étre exprimé a 1’aide de la distribution pignistique issue de la structure de sortie. Dans
le cas ou les données d’apprentissage dégenerent en nombres réels, notre méthode peut étre
assimilée a une méthode de noyau, ce qui correspond en effet a I’esprit de la méthode.

En revanche, sur le plan des outils, notre méthode est concue de maniere radicalement
différente des méthodes probabilistes. Elle est fondée sur la croyance, le jugement concernant
une sortie possible. La définition de I'incertitude prend ici tout son sens. Ainsi, ce qui est
important dans notre méthode, c’est que nous ne fournissons pas seulement des valeurs
numériques ou intervalles de valeurs possibles, mais également des indications sur différents
types d’incertitude, qui pourront étre exploités ultérieurement.

Un aspect important de la méthode concerne I'identification du modele. Nous avons proposé
un critere généralisant le critere d’erreur quadratique classique, en utilisant trois extensions
successives : une distance entre intervalles (la distance de Hausdorff), sa généralisation aux
ensembles flous [183] et une extension naturelle aux structures de croyance, en fonction des
poids des éléments focaux.

L’une des difficultés essentielles de notre méthode concerne 'aspect calculatoire. Le dernier
chapitre est en partie consacré a la limitation du nombre d’opérations permettant d’obtenir la
structure finale. Pour cela, deux types de méthodes ont été envisagés et peuvent étre utilisés
conjointement. L’un d’eux consiste simplement a résumer 'information par classification de
I’ensemble d’apprentissage. L’autre, plus spécifique a notre méthode, consiste a faire une
approximation des structures de croyance, basée sur la classification des éléments focaux.
Cette deuxieme solution nous a amené a définir une série de méthodes: une heuristique
efficace, basée sur la similarité entre les ensembles flous et des méthodes systématiques
basées sur 'optimisation de criteres d’information.
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Discussion et développements envisagés

Notre méthode de traitement de données manquantes a été en partie validée par ’application
au projet européen K M?2S. Cependant, quelques points peuvent encore étre développés. L'un
d’entre eux concerne la généralisation de 'optimisation de I'apprentissage du réseau a des
données floues. Dans ce cas, on obtient un réseau de neurones fuzzifié. L’apprentissage revient
a optimiser un critere d’erreur entre deux ensembles flous. Une autre piste concerne 1’étude
de 'efficacité de la reconstruction des données pour un traitement ultérieur, par exemple, un
probleme de classification ou de régression. Ceci est un probleme de fond commun a toutes
les méthodes de reconstruction de données. Il faudrait, d’une part, étudier les conditions
dans lesquelles il est utile de reconstruire un vecteur incomplet, d’autre part, comparer les
résultats a d’autres méthodes.

En ce qui concerne les limites actuelles de notre méthode de régression, deux problemes
majeurs se posent : ’aspect calculatoire et le « fléau de la dimensionalité ».

Le probleme du temps de calcul a fait l’'objet d’une grande partie du dernier chapitre. Nous
I’avons considérablement réduit grace a bon nombre de méthodes d’approximation. Ces ap-
proximations visent a éliminer des informations effectivement négligeables: soit les éléments
focaux agrégés ont un poids tres faible, soit les points @; sont tres éloignés de @. Ces heu-
ristiques nous semblent donc raisonnables. Mais nous n’avons pas évalué de facon théorique
I’erreur d’approximation commise.

Les méthodes de simplification de structures de croyance représentent en soi une ouverture
intéressante. En particulier, il reste a exploiter les criteres de simplification optimale. Tous
les criteres présentés devraient étre confrontés a ceux définis dans la littérature [153, 161,
9]. Enfin, ces criteres sont basés sur une classification hiérarchique, c’est a dire sur une
simplification progressive. On pourrait également envisager d’utiliser le deuxieme type de
classification, a savoir, les méthodes de partitionnement.

En revanche, nous sommes conscients que la dimensionalité pose des problemes d’estimation.
Mais ce probleme est commun a la plupart des méthodes de régression classique, en particulier
a la méthode des noyaux. On pourrait par exemple étudier les limites du rapport acceptable
entre la dimension et la taille de ’ensemble d’apprentissage.

D’autres aspects essentiels méritent d’étre approfondis. Le point le plus important et le
plus délicat, serait de définir un cadre axiomatique rigoureux qui manque actuellement,
définissant la « consistence du modele » [159], c’est-a-dire, permettant de décider ce qu’est
une bonne approximation de la sortie. Le critere que nous avons défini pourrait étre une
solution possible, mais il doit étre justifié ou modifié, selon les propriétés que 1’on jugera
nécessaires.

L’aspect illustratif est un point également crucial. Il est clair que le modele demande a étre va-
lidé davantage par des applications réelles. Nous nous sommes principalement concentrés sur
les aspects théoriques du modele, en vérifiant qu’il était effectivement applicable, mais nous
sommes conscients qu’un exemple concret serait le bienvenu. A ce titre, une collaboration
avec le laboratoire de recherche PSI de 'INSA de Rouen sur des données environnementales
devrait débuter prochainement. Par ailleurs, une mise a disposition imminente sur I'Internet
faciliterait la diffusion et les tests sur la méthode.

Ce travail n’est qu'un premier pas ouvrant des perspectives sur ’application de la théorie
des croyances en statistique. Une présentation commune des problemes de régression et de
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classification commence a étre mise en place. Un travail de fond mérite d’étre fait pour
harmoniser ces deux aspects du traitement de données et élargir le champ des applications
a d’autres aspects.

La multiplication de toutes les théories de I'incertain est une bonne chose en soi, car elle
permet 1’élaboration de nouvelles techniques et induit une confrontation fructueuse de points
de vue différents. Nous avons le sentiment qu’a terme, ’ensemble de ces théories se simplifiera.
Nous sommes persuadés que des liens existent entre I'intelligence artificielle et les statistiques
et que la frontiere ne sera plus dans un avenir proche si rigide qu’elle I’est actuellement.
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Annexe A

Estimation fonctionnelle classique

Dans cette annexe, nous nous placons dans le contexte de la régression classique dont nous
rappelons quelques résultats. Nous supposons que les variables de notre systeme sont divisées
en deux catégories: I'entrée et la sortie. Sans perte de généralité, nous supposerons la sortie
monodimensionnelle et réelle. L’entrée, notée @, est un vecteur d’un espace X C R",r > 1
et la sortie, y, appartient a ) C R. Le but est ici de trouver une relation fonctionnelle
entre 'entrée et la sortie, afin de prédire le résultat pour une nouvelle entrée. Nous dispo-
sons pour cela d'un échantillon fini d’observations couplées (x;,y;)?; formant un ensemble
d’apprentissage.

A.1 Définition du modele

On suppose que l'entrée et la sortie sont des réalisations respectives d’un vecteur aléatoire
X de X' et d’une variable aléatoire Y de ). Ces variables aléatoires sont supposées indépen-
dantes et identiquement distribuées, de densités de probabilité respectives Px (@) et Py (y).
La source de cet aléa est multiple. Il peut par exemple provenir de la non-mesurabilité des
entrées, du caractere stochastique du systeme lui-méme ou d’un bruit di a la sensibilité
de I'instrument de mesure. On peut décomposer le systeme en deux parties distinctes, une
partie fonctionnelle déterministe, qui ne dépend que des variables mesurables, et une partie
aléatoire. Le modele s’écrit alors :

y=g(x)+e (A1)

ou g est une fonction de X' dans Y et ¢ est une variable aléatoire centrée. Bien que la frontiere
soit un peu artificielle, on peut classer les méthodes d’estimation en deux catégories, selon que
la forme générale de la fonction g est supposée connue ou non. Dans le premier cas, on cherche
la solution dans une famille paramétrée de fonctions: il s’agit de méthodes paramétriques.
Dans le deuxieme cas, il n’y a aucun a priori sur la nature de la solution, les méthodes
correspondantes sont dites non-paramétriques.
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A.2 Méthodes paramétriques

Les méthodes paramétriques supposent une forme rigide de dépendance entre les entrées et
la sortie. Dans ces modeles, la sortie estimée i s’écrit sous la forme

y=hlz,w), weW

ou h est une fonction déterminée et w, un vecteur de parametres a estimer parmi un ensemble

w.

Quelque soit la forme du modele choisi, celui n’est acceptable que dans la mesure ou il
« s’adapte bien » au jeu de données d’apprentissage. Ceci peut se mesurer par un critere
d’erreur empirique, par exemple quadratique, entre les données réelles et estimées :

Jo(w) = = Z(yi — h(®;, w))?. (A.2)

La solution optimale w est celle qui minimise ce critere:

w = arg I1r01%1V1rI} Jo(w).

Les parametres peuvent également étre déterminés a 'aide de techniques statistiques plus
générales, comme la recherche du maximum de vraisemblance. Dans le cas ou 1’aléa ¢ suit
une loi gaussienne, cette technique se ramene a la minimisation du critere précédent.

Les formes les plus courantes de modeles sont les modeles linéaires généralisés ou polyno-
miaux. Dans 'exemple de la figure A.1, les données semblent adaptées a une forme polyno-
miale d’ordre 3 ou 5, mais certainement pas a une forme linéaire, parabolique, ni a une forme
polynomiale d’ordre «élevé». L’ordre du polynome devient un hyperparametre que 1’on peut
régler par une méthode de sélection de modeles (cf. section A.4).

0.8 0.8
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FiG. A.1 - Régression polynomiale. Les cing premiers graphiques présentent ['ajustement
polynomial a un échantillon de 20 exemples. Dans chaque graphique, nous avons représenté
la fonction cible g (=), Uéchantillon (*) et la fonction d’estimation (-, en gras). Nous avons
€galement représenté des barres d’erreur (-) qui contiennent 50% des prédictions, si e suit
une lot gaussienne. Nous avons utilisé successivement des polynomes d’ordre 1, 2, 3, 5 et 12.
Dans chaque cas, le polynome minimisant Uerreur quadratique moyenne a été sélectionné.
Nous remarquons, dans le dernier graphique, que Uerreur définie sur un ensemble de test (-)
atteint un minimum pour ['ordre 3 et augmente trés vite pour des ordres élevés, pour lesquels
il y a sur-apprentissage. Dans le méme temps, Uerreur définie sur l'ensemble d’apprentissage
(—) continue de décroitre.

On voit bien que dans le cas général, il est difficile de définir un type particulier de modele
adapté a un jeu de données. On peut pour cela avoir recours a d’autres méthodes, dites
non-paramétriques ou flexibles. La non-flexibilité est I'inconvénient essentiel des méthodes
paramétriques. Nous détaillerons ces méthodes dans les paragraphes suivants.

Certaines méthodes paramétriques permettent également d’éviter les solutions trop rigides,
comme les méthodes de régression par morceaur. Contrairement aux méthodes classiques,
qui ont une nature globale, ce sont des méthodes locales. L’espace des entrées est découpé en
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différentes régions séparées par des nceuds. ’exemple le plus classique est celui des polynomes
par Morceaud.

A.3 Méthodes non paramétriques

A.3.1 Principe général

Lorsque la nature de la relation est inconnue, le principe consiste en général a déterminer,
parmi toutes les fonctions mesurables, celle qui semble s’adapter le mieux aux données d’ap-
prentissage. Dans cette optique, on peut chercher a évaluer ’erreur moyenne commise sur
I'espace X' x Y. Il faut pour cela définir un critere d’erreur ponctuel entre la vraie valeur et
son estimation :

Cly, g(x)).

L’erreur globale, appelée erreur de prédiction est alors:

R(g) = ]EPXY (C(ng(X))] (Ag)

La fonction f recherchée, dite fonction cible, est définie par:

[ =arg mig R(g) (A4)

ou M est I'ensemble de fonctions mesurables de A dans ). Ce formalisme tres général
peut s’appliquer aussi bien au probleme de régression qui nous concerne qu’a ceux de la
classification ou de l'estimation d’une densité. Le choix du critere C' doit étre adapté a la
situation. En régression, le critere C' le plus couramment utilisé est le critere quadratique:

Cly,g(®)) = (y — g(e))”.

La solution de I’équation (A.4), appelée fonction de régression, est 'espérance conditionnelle
de y sachant @ :

f(@) = Bpy (YIX =), @ ed. (A.5)
D’autres criteres peuvent étre utilisés, parmi lesquels le critere des déviations absolues:
Cly,g(z)) =y — g(@)]
Dans ce cas, la fonction cible, solution de (A.4) est la médiane conditionnelle:
flx) = mediane(Y|X = x).

Quelque soit le critere (', la connaissance de la densité jointe Pyy(@,y) est nécessaire a la
détermination de la solution optimale f. Or, cette densité est tres rarement disponible, diffi-
cile a estimer et la fonction f n’est donc pas accessible. Le probleme est alors de déterminer
une fonction f, estimant f, uniquement a 'aide des données. L’estimation de la densité est
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elle-méme un probleme délicat, mais il est possible d’employer différentes heuristiques « rai-
sonnables ». La plupart des estimateurs sont construits a partir d’'une estimation simple de
la densité, comme la densité empirique:

Z ey ()04 (1),

6 étant la fonction indicatrice.

Dans la suite, nous présentons les estimateurs les plus classiques de la fonction de régression
définie par I’équation (A.5) [61, 64, 144, 57]. Bien que d’autres classifications soient possibles,
nous regroupons les estimateurs en trois catégories, selon la facon dont on les construit: les
estimateurs directs de la fonction de régression, les méthodes basées sur la minimisation du
risque empirique, les méthodes de projection.

A.3.2 Estimation directe de la fonction de régression
Méthode des noyaux

Dans cette méthode, proposée simultanément par Nadaraya [110] et Watson [166], la proxi-
mité de @ et @; est représentée sous la forme d’un noyau K,, qui est une fonction de R” dans
R, continue, bornée, et telle que
/ Ky(u)du =1,
X

o étant un parametre définissant la largeur de bande du noyau. Les noyaux les plus classiques
sont la densité de probabilité gaussienne ou le noyau d’Epanechnikov [61], qui minimise
asymptotiquement ’erreur quadratique moyenne.

On définit la densité jointe de Parzen et la densité marginale de Parzen respectivement de
fagon suivante:

ZA 8,, et Pl ZA

Et on définit naturellement la densité conditionnelle de Parzen de y sachant @ par:

Blyle) = P]éf;?.

[estimateur de Nadaraya-Watson est alors défini en remplagant P(y|e) par son estimation
P(yle):

Fia) = [ uPlaleis - %Z%j’;ﬁ (A.6)

Cette expression peut s’écrire sous la forme:

fl@) = —ZH(iE,wi)yi (A7)
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ou H(x,x;) correspond a l'influence relative de @; sur @. L’expression de Iestimateur ap-
parait comme une combinaison linéaire des y; dont les poids dépendent de la proximité de
x et x;. De nombreuses techniques de régression que nous allons voir dans les paragraphes
suivants possedent cette propriété de linéarité, comme les splines, les méthodes de projection,
les fonctions de bases radiales, la méthode des plus proches voisins ou le régressogramme.
La fonction @ — H(@, ;) est appelée noyau équivalent de f en @;.

o~

Asymptotiquement, f(@) converge en moyenne quadratique, et donc en probabilité vers f(x),
sous certaines conditions [61]. Le parametre o regle I'influence du biais et de la variance de
I’estimateur. Une procédure de sélection de modele est nécessaire pour déterminer une valeur
raisonnable de ce parametre. Si cette valeur est trop grande, la variance de ’estimateur est
faible, mais 'estimateur est fortement biaisé. Inversement, si o est trop petit, I’estimateur
est moins biaisé mais la variance est grande.

Dans le cas multi-dimensionnel, le choix d’un parametre pour chaque dimension donne des
résultats plus performants mais nécessite une procédure de sélection plus lourde. La méthode
des noyaux n’est pas conseillée pour les «grandes » dimensions (r > 5).

Dans la méthode classique, le parametre o est le méme pour tous les noyaux. Des variantes
de la méthode levent cette contrainte en permettant de construire des estimateurs ayant des
largeurs de bande différentes. La difficulté de ces variantes est qu’elles nécessitent 1’identifi-
cation de nr parametres.

Le régressogramme, I'un des plus anciens estimateurs non paramétriques, peut étre vu comme
un régresseur a noyau uniforme. Cet estimateur, obtenu en prenant la moyenne des valeurs
de y pour les ; appartenant a une région fixée de ’espace X' contenant @, est une fonction
discontinue et n’est de ce fait que rarement utilisé.

Méthodes locales: les plus proches voisins

L’estimateur a noyaux est défini comme une moyenne pondérée des variables de sortie, en
général dans un ensemble fixe, indépendant de . La méthode des k-plus proches voisins ne
tient compte que d’un voisinage V(@) de @. Ce voisinage V(&) est défini comme ’ensemble
des k plus proches vecteurs &; de @ selon une certaine distance ||.|| (distance Euclidienne
ou distance de Mahalanobis en général). L’estimateur est alors défini simplement comme la
moyenne des y; sur V(a):

f(a:):% > (A8)
)

iL',‘EV(w

Cet estimateur, linéaire en y, peut se réécrire sous la forme de 1’équation (A.7) avec
n . :
H(x,x;) = 7 S x; € V(a) et 0 sinon.
L’estimateur converge en moyenne quadratique vers f(@), au taux optimal [145] de n=*/°
si 'entrée est monodimensionnelle [88]. De nombreuses extensions ont été proposées dans
la littérature, comme les techniques de régression locale pondérée [6, 49], parfois appelées
méthodes a base de mémoire ou lazy [5, 10]. La plus largement répandue est celle de Cle-

veland [25], connue sous le nom de LOWESS. L’idée de ces méthodes est de combiner les
avantages qu’offrent la méthode des noyaux et celle des plus proches voisins. Au lieu de
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minimiser le critere quadratique empirique classique, comme par exemple dans les méthodes
paramétriques, on tient compte de la proximité des vecteurs d’apprentissage en minimisant
un critere quadratique pondéré par une fonction noyau KA, :

n

Jo(w) = 3 (i — S, w) Ko (@ — @), (A.9)

=1

Il s’agit d’une méthode locale, différente de la méthode des noyaux, dans la mesure ou
les poids w minimisant le critere précédent dépendent de I’entrée @ a étudier. Cependant,
Lejeune [94] et Miiller [106] ont montré I’équivalence des méthodes de noyaux et de régression
locale pondérée sous certaines conditions.

A.3.3 Minimisation du risque empirique

Au lieu de déterminer directement un estimateur de la fonction de régression, on revient a
I'expression de I'erreur de prédiction (équation A.3) et I'on estime tres simplement la densité
jointe Pxy par la densité empirique. Le critere a minimiser, le colit empirique classique, est
alors de nouveau 'erreur quadratique moyenne:

Jule) = =3 (i — alw)

n <
=1

Cependant, il existe une infinité de fonctions mesurables ¢, interpolant les données d’appren-
tissage (@;,y;)",, dont le colit empirique est nul. Ce probleme de minimisation est alors mal
posé au sens de Hadamard [160, 55]. Les techniques utilisées restreignent le champ des solu-
tions en imposant des contraintes sur la forme de la solution, comme pour des perceptrons
multi-couches, ou sur ses dérivées, comme pour les splines.

Perceptrons multi-couches

On se limite ici aux perceptrons a une couche cachée. La solution s’écrit sous la forme
suivante :

J
fl@) =Y bié(wiz —c;) + 0o, (A.10)

ou ¢ est une fonction dite d’activation, en général, la fonction logistique ou la fonction
tangente hyperbolique, et w;, 8;, 0, c; sont des parametres a ajuster en minimisant le cott
empirique.

Contrairement aux techniques précédentes, les réseaux de neurones sont des estimateurs
non linéaires par rapport aux y; et nécessitent de ce fait des techniques d’optimisation non
linéaires, comme la méthode de Newton ou ses variantes, comme la descente du gradient.
L’algorithme itératif de rétroprogation du gradient, qui permet de calculer successivement
les poids des différentes couches, a largement contribué a l'efficacité de ces méthodes.
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Les réseaux de neurones sont des approximateurs universels [70], ¢’est-a-dire capables d’ap-
procher indéfiniment toute fonction continue®. La principale difficulté de ces techniques est
de définir la structure la mieux adaptée aux données, c’est-a-dire, la taille J du réseau. Ceci
peut étre réalisé a 'aide de méthodes de sélection et de validation de modele (cf. section

A4).

Les estimateurs complexes présentent une grande variance, et donc une erreur de prédic-
tion importante. Une des facons de controler la complexité du modele est de pénaliser les
structures faisant intervenir des poids élevés. Le critere a minimiser devient :
| — N

Tpen(w) = 5Zl<yi—f<wi,w>>2+wwu2, (A-11)
ol A est un parametre de régularisation et ||w|| le carré de la norme de w. Ces méthodes ont
une interprétation bayésienne [12]. Le terme de pénalisation correspond a une distribution a
priori sur les poids.

De nombreuses techniques similaires aux perceptrons multi-couches ont été développées dans
la littérature. C’est en particulier le cas des projections révélatrices [51]. Il s’agit de réseaux
a une couche cachée dont ’expression est la suivante:

J
Jl) =" 0;6;(w'e —c;) + by, (A.12)

Les fonctions d’activation non linéaires ¢; sont ici différentes les unes des autres et sont
déterminées a partir des données pendant la procédure d’apprentissage. Les poids de chacune
des couches sont optimisés de maniere indépendante. Les projections révélatrices sont ainsi
un moyen d’introduire une connaissance a priori sur la nature du probleme.

Splines de lissage

Dans le cas des splines de lissage [58, 162], on évite le probleme de 'interpolation en ajoutant
au cout empirique un terme pénalisant les grandes variations locales.

On suppose ici que la variable z est mono-dimensionnelle. Une généralisation a deux ou
plusieurs dimensions est possible mais requiert des cotuts de calcul beaucoup plus importants
(en O(n®) pour r = 2 contre O(n) pour r = 1).

Parmi les différentes facons de quantifier les variations locales, une mesure courante péna-

lise les grandes valeurs de la dérivée seconde. Le probleme est alors de trouver la fonction
minimisant le critere suivant :

n

Tual9) = 230 = 9@ 44 [ ("(@)) (A13)

n
=1 X

ou A, constante positive fixée, définie comme le parametre de régularisation joue le role de
parametre de lissage. Le probleme de minimisation de J,., dans la classe des fonctions deux

1. Soit K un compact de X' et C = C(K,Y) ’ensemble des fonctions continues de K dans X'. L’ensemble
de fonctions A = {f : K —— X} est un approzimateur universel si et seulement si, Vf € C,¥e > 0,3 ¢ €
A f(2) = g(2)|| < e, Ve € K.
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fois différentiables, définies sur un intervalle de R, a une solution unique, appelée spline
cubique. Plus le parametre A est grand, plus la courbe est « lisse » et plus la variance de
I’estimateur est faible.

Fonctions de base radiale

Dans cette approche, 'estimateur est une combinaison linéaire de J fonctions de base G
non linéaires en @, avec J < n, chaque (; étant une fonction noyau particuliere, fonction de
la distance ||& — ¢;||, généralement euclidienne, entre deux vecteurs ¢; et @.

[estimateur a donc la forme suivante [105]:

J
fl@) =2 0;Gi(llz = ¢l) + bo (A.14)
=1
et peut étre représenté par un réseau de neurones a une couche cachée (cf. chapitre 2,
section 1.2.5). Cette famille de fonctions, comme les perceptrons, est aussi un approximateur
universel.

Parmi les différentes fonctions de base considérées, la plus courante est la fonction locale
Gaussienne, centrée en 'unité cachée ¢; :

Gille = csl) = exp (5o - e= (e - ) (A15)

ou X, est une matrice symétrique définie positive.

Un des principaux avantages des fonctions de base radiales, par rapport aux perceptrons, est
la possibilité d’optimiser rapidement et de maniere indépendante, d’une part, les centres ¢;
et la matrice 3; et d’autre part les 6;. En particulier, les centres peuvent par exemple étre
déterminés efficacement a 1’aide de techniques de classification non supervisée de ’ensemble
d’apprentissage. Les poids 6; sont déterminés indépendemment,une fois les autres parametres
fixés, par minimisation du cott empirique J,. Il est également possible d’introduire un terme
de régularisation comme dans le cas des splines et de minimiser le cott .J.., défini par
I’équation (A.13) (cf. paragraphe précédent) [55]. Quant a la structure du modele, le nombre
J d’unités cachées peut étre déterminé a 'aide de techniques de sélection de modeles (cf.
section A.4).

A.3.4 Meéthodes de projection

Dans cette famille de méthodes, on suppose que la fonction de régression f peut étre repré-
sentée par une série de Fourier:

flz) = Z bjdi(x) (A.16)

ou les (¢;)52, forment une base orthonormée d'un espace F (L*(R”), par exemple) de di-
mension infinie et les (b;)52, sont les coefficients de Fourier inconnus, définis par

b= [ f@io@te. (A7)
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On peut définir des conditions sous lesquelles une telle décomposition est possible [61]. Les
polynomes de Laguerre, de Legendre, de Hermitte ou les transformées en ondelettes ortho-
gonales [4] sont des exemples classiques de fonctions de base ¢;.

Puisque 'on ne possede qu'un nombre fini d’observations, il n’est possible d’estimer qu’un
nombre fini de coefficients b; et on ne conserve que J termes dans I’expression (A.16). L’es-
timateur, dit de série orthogonale, s’écrit alors de facon suivante:

fl) =Y boy(=), (A.18)

ou les b; sont des estimations des coeflicients de Fourier b;, linéaires en y. Ces estimateurs
possedent alors eux aussi la propriété de linéarité en y.

Le nombre de coefficients J est ici un hyperparametre a estimer. Il joue le role de parametre
de lissage du modele.

A.4 Sélection de modeles

A.4.1 Le compromis biais-variance

L’erreur de prédiction peut se décomposer en deux termes: ’erreur quadratique moyenne et
un terme irréductible ne faisant intervenir que 'innovation du systeme e. L’erreur quadra-

tique moyenne de 'estimateur f(x) de f(@) peut se décomposer elle-méme en deux termes
antagonistes, la variance et le carré du biais:

Ep, [(f(2) — f(2))*] = Varp, (f(2)) + [Epy (f(2)) — f(2)]".
La plupart des méthodes que nous avons vues nécessitent de définir un ou plusieurs para-
metres controlant ce compromis biais-variance.

A.4.2 Criteres d’identification de modeles

En statistique, de nombreux criteres ont été développés, souvent dans un contexte para-
métrique, afin de mesurer la capacité de généralisation de modeles en utilisant les données
d’apprentissage. Les plus usités sont le C, de Mallows [102], le Critere d’Information d’Akaike
(AIC) [2], ou le Critere d’Information Bayésien (BIC) [128]. Ces criteres sont constitués de
deux termes: le cout empirique et un terme pénalisant la complexité de I'estimateur.

Un deuxieme type de criteres est mieux adapté aux modeles non-paramétriques: ce sont les
criteres de rééchantillonnage, comme la validation-croisée et ses variantes, le jackknife ou le
bootstrap [48]. Leur principe est basé sur la division de 1’échantillon en plusieurs ensembles,
qui servent alternativement a l’identification et a la validation de modeles. Nous présentons
uniquement une des variantes de la validation croisée, connue sous le nom de « leave one
out ».

Soit A le parametre de lissage, vectoriel ou momodimensionnel, contrélant la complexité
de la structure. Il peut s’agir aussi bien de la largeur de bande ¢ définie dans la méthode
des noyaux, que du nombre k dans la méthode des plus proches voisins, du nombre J de
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fonctions de base dans les méthodes de projection ou de la taille du modele dans les réseaux
de neurones. Pour un certain nombre de valeurs de X, on effectue la procédure suivante. Le
point (@;,y;) est retiré de I’échantillon et on estime la variable y en @; a 'aide des n — 1
exemples restants. L’estimateur de y; obtenu étant noté ﬂ_i)(azi), on construit alors le critere
de validation croisée suivant :

Cvy) = - > (= 7 (=) (A.19)

n <
=1

La valeur choisie, A, est celle qui minimise ce critere.

A.5 Discussion

La diversité des problemes soulevés dans cette partie rend difficile le choix d’une méthode
idéale. Chaque méthode est a utiliser selon le contexte et I'information disponible. Si la
taille de ’ensemble d’apprentissage est élevée et que les données sont bien réparties, on aura
intéret a utiliser une méthode statistique classique et peu couteuse, comme les splines ou la
méthode des noyaux. Si la dimension du vecteur d’entrée est importante, on utilisera plutot
une méthode de projection ou une technique connexioniste.

Cependant, ces techniques sont souvent utilisées bien que les données dont on dispose soient
souvent issues d’'un mélange de lois ou entachées de points aberrants. Dans le cas de données
aberrantes, on utilisera de préférence une méthode robuste, comme la régression par la mé-
diane, les estimateurs basés sur des statistiques d’ordre (L-estimateurs, R-estimateurs) ou la
classe des M-estimateurs [71].

Différents types de méthodes traitent le probleme de I’ambiguité entre plusieurs sorties pos-
sibles d’un systeme, connaissant l'entrée . Les méthodes statistiques visent en général a
estimer la probabilité conditionnelle P(y|e), qui contient une information plus riche qu’une
simple valeur ponctuelle ou qu'un intervalle de confiance. Les modéles de mélange offrent
un cadre approprié pour ce type de probleme. Ils combinent les avantages des méthodes
paramétriques et non paramétriques, en définissant une large classe de fonctions sans que la
taille du modele, c’est-a-dire le nombre de parametres a estimer, soit trop importante. La
probabilité conditionnelle est représentée comme une combinaison linéaire de fonctions:

J

Plyle) =) 0i(w)d;(yle, w))

i=1

ou les ¢;(.|&, w;), fonctions paramétrées par un vecteur w;, représentent la densité condi-

¢ composante du mélange. Les coefficients §,(@) peuvent

tionnelle de y sachant @ pour la 7™
étre vus comme des probabilités a priori, connaissant @, que la variable y soit générée par

la 7™¢ composante du mélange. Ils doivent donc vérifier les contraintes
J
Y bi@)=Tet0O<fi(m)<1 Vj=1...J
7=1

Les parametres w;, #; sont calculés par maximisation de la vraisemblance [12].
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Lorsque la densité des points est faible dans une région de I'espace autour d’un point @, le
manque d’information est souvent indiqué, pour la plupart des méthodes statistiques par
une variance importante Var(y|e) de la variable expliquée, ce qui est simplement une forme
d’incertitude sur la valeur inconnue. L’absence d’information, en tant que telle, en théorie des
probabilités, peut se mesurer par des critéres sur la probabilité conditionnelle P(y|2). Pour ce
type de probleme, on peut mentionner les méthodes statistiques bayésiennes, qui proposent
des solutions tenant compte de 'information globale disponible. Dans ’approche bayésienne,
on définit une probabilité a priori sur le bruit ¢ et I'espace des fonctions possibles g définie
dans le modele générique (A.1). L’expression de la distribution conditionnelle P(y|®) qui
en découle est assez complexe, mais peut étre estimée par des méthodes de Monte-Carlo ou
d’estimation de la vraisemblance [54].
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Annexe B

Estimation de données manquantes

B.1 Introduction

Dans un probleme de classification ou de régression, se posent toujours en amont de la chaine
de traitement les phases préliminaires essentielles, comme le choix des variables ou la gestion
des données manquantes. Dans cette annexe, nous proposons une synthese bibliographique
décrivant les principales méthodes d’estimation ou de gestion de données manquantes. Dans
un tableau de données, 'existence de valeurs manquantes peut étre due a des causes tres
diverses. La donnée peut étre indisponible a cause d’un dysfonctionnement de "appareil de
mesure qui la délivre. Dans la collecte de données par sondages, il peut s’agir d’absence de
réponses, de réponses contradictoires invalidées par I’analyste. Une absence de réponse peut
elle-méme refléter deux types de comportement : la donnée est completement inconnue par
le sondé ou au contraire elle provient d’un refus de répondre.

Soit {@y,...x,}, un ensemble de n vecteurs r-dimensionnels, contenant des données obser-
vées et manquantes. On représentera par o ou o(x), I'ensemble des indices de toutes les
composantes observées d'un vecteur & = {xy,...,2,} donné: o C {1,...r}. De méme,
m ou m(x) est ’ensemble des indices manquants, complémentaires a {1,...,r}. Ainsi,
mUo ={1,...,r}. On note x° la partie observée de @ et ™, sa partie manquante. On sup-
pose que toute observation contient au moins une composante observée et que toute variable
est observée pour au moins un individu.

Hypotheses probabilistes

De maniere générale, si I’'on s’appuie sur des modeles probabilistes, lorsque I’on travaille avec
des données partiellement manquantes, on peut décomposer la modélisation en deux parties

[97, 53] :
— le mécanisme qui génere les données completes ;

— le mécanisme qui définit la position des valeurs manquantes.

Soit @ = {ay,... ,a,}, le vecteur indicatrice de valeurs manquantes, ou a; vaut 1 si la valeur
correspondante est manquante et 0 sinon. Les vecteurs °, ™ et a sont supposés étre des
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réalisations des vecteurs aléatoires® respectifs X°, X™ et A. La distribution de 'absence
A des données, supposée paramétrée par un vecteur «, peut s’écrire de maniere générale:
P(a) = P(a|x; a). Selon Little et Rubin [97], on peut distinguer trois types de dépendance
entre A et X :

— la donnée manquante est completement aléatoire (Missing Completely At Random,
MCAR), c’est-a-dire indépendante des données: P(a|z’, #™; a) = P(a; a)

— la donnée manquante est aléatoire (Missing At Random, MAR). Elle dépend seulement
des données observées x°:

Pla|z®, 2™, a) = P(a|z’; a)

— la donnée manquante est non aléatoire (Not Missing At Random, NMAR). Elle dépend
également des valeurs manquantes. Les données sont dites censurées.

Face a un probleme de données manquantes, il y a trois attitudes possibles. On peut élu-
der la question en ne retenant dans la base de données que les vecteurs complets pour des
traitements ultérieurs; on peut conserver les vecteurs incomplets sans chercher a estimer
les valeurs manquantes; au contraire, on peut estimer les valeurs manquantes a 1’aide des
informations disponibles. Ces attitudes donnent lieu a trois types de traitements: I’élimina-
tion des vecteurs incomplets, 'ignorance des variables inconnues et 1’estimation des variables
inconnues.

Elimination des vecteurs incomplets

Une technique courante consiste a supprimer tous les vecteurs d’observation @; incomplets.
On obtient alors un tableau de vecteurs complets auquel on peut appliquer directement des
traitements et analyses statistiques classiques.

Cette technique simple ne donne des résultats satisfaisants que lorsque les données man-
quantes sont peu nombreuses et sont du type MCAR. En effet, si I’hypothese MCAR n’est
pas vérifiée, la distribution des données observées X est différente de celle de X. En par-
ticulier, la moyenne et la variance sont biaisées. De plus, I'un des inconvénients majeurs
de cette méthode est la perte d’information qu’elle entraine. Dans le cas de données mul-
tivariées ou plusieurs caratéristiques d’un méme vecteur sont manquantes, la suppression
des données incompletes, qui peuvent représenter une part importante des données, peut se
révéler inefficace et entrainer une grande perte d’information, au sens de Fisher?.

Ignorance des variables inconnues

Une méthode moins brutale consiste a conserver les vecteurs incomplets et a utiliser toute
I'information délivrée par les variables disponibles pour des traitements comme la classifica-
tion ou la régression.

1. Dans la suite, on notera en lettres capitales les variables ou vecteurs aléatoires et en gras, les réalisations
des vecteurs aléatoires.

2. En effet, on peut montrer, d’apreés le principe d’information manquante [29], que I'information de Fisher
compléte est égale & la somme de l'information obtenue & partir des données observées et celle obtenue a
partir des données manquantes.
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Ainsi, pour un algorithme de classification non supervisée, 'adaptation aux données man-
quantes est immédiate. Si on prend I’exemple des cartes auto-organisatrices de Kohonen [86],
on peut utiliser la distance aux prototypes sur le sous-espace des données observées X'? d’un
exemple incomplet .

Soient €' = {¢;(k)}, € X 'ensemble des prototypes (complets) de la carte a la présentation
du 1" vecteur de la base d’apprentissage @, et V;(k) C C le voisinage associés a ¢;(k).

Apres initialisation des unités ¢(k) a co(k), on itere la procédure suivante pour le vecteur
d’apprentissage x; :
— recherche de 'unité gagnante k* = arg ming=1,_. i ||®? — c? (k)|

— modification de 'unité gagnante et de ses voisines:
Yk e Vi(k?),  eli(k) = ci(k) + ei(@( (k) — ¢](k)),

ou ¢/(k) est la projection de ¢;(k) sur 'espace X', et ;, une suite décroissante bien choisie.

On procede de méme pour tout algorithme de classification automatique, comme les centres
mobiles, ou les centres mobiles flous.

Estimation

Les méthodes de substitution consistent a remplacer la valeur manquante de la caractéris-
tique z; d'un vecteur & en l'estimant a partir de ses valeurs connues ou de la valeur de
la caractéristique sur I’ensemble des autres vecteurs. De nombreuses approches sont envisa-
geables. On peut les classer en trois catégories:

— les traitements heuristiques : ce sont des regles pratiques, ne reposant sur aucun modele
particulier (substitution par la moyenne, la médiane...)

— les méthodes basées sur un modele de régression ;

— les méthodes probabilistes, basés sur ’estimation de la densité de la variable a recons-
truire ;

Nous allons détailler ces différentes approches dans les trois sections suivantes.

B.2 Traitements heuristiques

B.2.1 Traitement monovariable

De nombreuses techniques ont été développées par des praticiens sous forme de regles heu-
ristiques [26]. L’expérience et certaines simulations ont montré qu’elles donnent d’assez bons
résultats. Parmi les méthodes de remplacement les plus usuelles, les moins sophistiquées ne
tiennent pas compte des relations entre les variables. Elles consistent a remplacer la valeur
manquante x; par la moyenne z; (ou la médiane) de la j°™°
connues. Cette méthode n’est valable que pour les données MCAR. Elle préserve la moyenne
observée, mais sous-estime la variance (d’un facteur de %, n; étant le nombre d’exemples
complets pour la variable j).

variable définie sur les valeurs
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B.2.2 Méthodes connexionnistes

Il est possible de définir des architectures particulieres de réseaux de neurones adaptées au
traitement des données manquantes.

Certains réseaux reposent sur le codage de la variable d’entrée en deuz ou plusieurs neurones
selon les variantes [158]. Par exemple, la valeur des deux neurones est celle de la variable, x;,
si celle-ci est connue. Si la variable est inconnue, les deux neurones prennent respectivement
une valeur « faible » et « élevée » de la variable, ces valeurs étant définies a partir de
caractéristiques globales de la variable j, plus ou moins robustes: les valeurs minimale et
maximale; le premier et le troisieme quartile; les quantités z; — s; et z; + s;, ou s; est
I’écart-type estimé de la variable j.

D’autres formes de codages plus évolués ont été proposés, comme les codages flous [107, 104].
Cette fois, chaque donnée en entrée est codée par 3 neurones, mettant en ceuvre 3 fonctions
d’appartenance d’ensembles flous représentant les variables linguistisques {petit, moyen, grand}
de la caractéristique continue. Les coefficients de ces fonctions d’appartenance sont réglés de
maniere a ce qu'une valeur inconnue soit codée par le triplet {0.5;0.5;0.5} correspondant au
niveau d’activation respectif des cellules, ce choix étant justifié par le fait que la valeur 0.5
représente une ambiguité maximale.

L’inconvénient de ces réseaux a codage est le doublement, voire le triplement des données
d’entrée du réseau, et le caractere artificiel de certains codages qui peuvent perturber 1’ap-
prentissage.

B.3 Approches par estimation fonctionnelle

D’autres méthodes un peu plus sophistiquées sont basées sur la construction de modeles de
régression dont les variables explicatives sont sélectionnées parmi les données connues, du

type:

;= fi(x°)+e;, jem(x), aveck(e;)=0. (B.1)

Ainsi, pour tout @, chaque variable inconnue z; nécessite la construction et 'identification
d’une fonction f;.

L’estimateur de z; est donc 'estimateur de la fonction de régression :

—

7 = E(X,[X° = a°) (B.2)

L’approche la plus rudimentaire consiste a remplacer la valeur manquante par la valeur
correspondante d’un individu ayant des caractéristiques semblables, le plus proche voisin au
sens d’une distance ||.||. On utilise souvent la notion de distance (de Mahalanobis, euclidienne
ou autres) entre un individu et la base d’apprentissage, comme dans les méthodes de type
« hot deck » [50], fréquente dans I’édition des questionnaires. Si z = (2%, 2™) est 'individu
pour lequel la distance au vecteur de données incompletes & est minimale sur le sous -espace
X? des variables connues de @, on obtient :

x” =2z",  avec z = arg max |lz® — z°| (B.3)
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On suppose ici pour simplifier que ’ensemble d’apprentissage constitué des vecteurs z est
lui-méme complet. Dans le cas contraire, on peut par exemple extraire de la base ’ensemble
des vecteurs complets.

Dans un esprit de robustesse, on peut généraliser ’exemple précédent du plus proche voisin
(B.3), en faisant une combinaison linéaire des valeurs des k plus proches voisins {z(1), ... | 21,
Si cette combinaison linéaire est pondérée par la distance ||.|| aux voisins, on obtient un ré-
gresseur a noyau radial :

p
T = Z K(Hzﬂwﬂ\)zﬁm Vj € m(x).
k=1

Théoriquement, toute méthode d’approximation fonctionnelle convient (cf. annexe A). Quelle
que soit la méthode de régression choisie, la procédure est en général la suivante: on extrait
de I’ensemble d’apprentissage X le sous-ensemble des exemples complets 7 = (z}), qui sert
a déterminer les parametres des différentes fonctions de régression. Une variante consiste a
remplacer les données manquantes par la moyenne et construire un ensemble de prototypes
C = (cg) représentatifs de I’ensemble d’apprentissage ainsi complété pour construire les
fonctions de régression.

En pratique, on se limite a des méthodes simples comme I'imputation par le plus proche voisin
(B.3) ou des modeles linéaires. Buck a été le premier a utiliser une méthode de régression
linéaire [20] :

—

o~ _ . _ t o
z; = E(X;|z°) = w'e
ou w est " estimateur des moindres carrés évalué sur la base complete Z ou C'.

L’inconvénient majeur de ces méthodes est qu’elles nécessitent autant de modeles que de
situations possibles définissant 1’équation (B.1), c’est -a- dire:

r(27t = 1)

modeles. En effet, pour chacune des r caractéristiques a reconstruire, il existe (277! — 1)
combinaison de valeurs observées possibles. De plus, comme tout modele de régression, elles
supposent bien évidemment des corrélations entre ces variables, ce qui est illusoire quand peu
de variables sont disponibles. La distribution jointe des données sera difficile a préserver. De
plus, 'exploitation des résultats des valeurs estimées doit se faire avec prudence. Une mau-
vaise estimation peut par exemple conduire a des données manifestement aberrantes, hors
du domaine de validité des variables. Il peut étre utile de délivrer un indice de confiance sur
la valeur proposée, qui peut étre une fonction décroissante du nombre de valeurs observées,
ou un intervalle de confiance si on obtient la distribution conditionnelle P(z;|x°) des valeurs
possibles.

Crettaz et al. [26] font un intéressant parallele entre I’étude des données manquantes et la
détection de données aberrantes. Des méthodes robustes sont alors souvent recommandées
afin de traiter les deux aspects en méme temps.

B.4 Meéthodes basées sur ’estimation de la densité condi-
tionnelle

Une excellente description de ces méthodes est proposée dans le livre de Schafer [127].
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B.4.1 Méthodes paramétriques basées sur la vraisemblance

La distribution du processus de génération des données, P(x|0), est supposée paramétrée par
f. Plusieurs méthodes d’estimation de données incompletes peuvent se ramener a un probleme
classique de maximisation de la fonction de vraisemblance sur des données completes [3, 97].

Sous la condition MAR, Little et Rubin [97, 127] ont montré que toute I'information statis-
tique sur le parametre § était contenue dans la vraisemblance des données observées L(6|x?)
ou, dans un cadre bayésien, la probabilité a posteriori des données observées P(6|x?). En gé-
néral, ces expressions sont des fonctions complexes de 8, nécessitant 'utilisation de méthodes
itératives, comme ’algorithme EM.

L’algorithme EM capitalise la dépendance entre ™ et 6. Le principe est le suivant. Pour un
modele paramétrique quelconque, la distribution des données completes @ peut s’écrire:

P(xz|0) = P(z°|0)P(x™|x°, ).

Si chaque terme est vu comme une fonction de 8, on obtient, en prenant le logarithme:
In L(O|lx) =In L(O|x°) + In P(x™|x;0), (B.4)

ou L(f|x) et L(f|x°) sont respectivement la vraisemblance de I'ensemble des données et des
données manquantes. Le terme P(x”|2% 0) joue un role central dans 'algorithme EM, car
il représente I'interdépendance entre @ et f. Puisque ™ est inconnu, le deuxieme terme de
I’équation (B.4) ne peut évidemment pas étre calculé. Cependant, pour une valeur provisoire
01 de 0, on peut calculer la valeur moyenne de I’expression (B.4) a partir des valeurs observées,
selon la distribution conditionnelle P(&" |2; 0;):

Q(019x) = E 1nL(0|a:)|a:°;0k} = /ln (P(x™, 2°,0))P(x™|2°,0)) de™

qui est 'espérance conditionnelle du logarithme de la vraisemblance a partir des données
observées x°, évalué pour le parametre fixé ;. Ensuite, le parametre 6 est réestimé de
maniere a maximiser Q(8]0;). Cela revient a réestimer la densité conditionnelle P(&™|x°; §).
Apres I'initialisation de § a une valeur 6, ’algorithme EM alterne ainsi successivement deux

[

étapes:

— Etape E (Ezpectation): calcul de Q(8]6)

— Etape M (Mazimisation):
Op1 = argmax Q(0]0y).

Dempster et al. [29] ont montré que L(011|x®) > L(0x|2°) et que Ialgorithme converge vers
un point stationnaire 4, qui est en général le maximum de la vraisemblance L(6|x°).
Les estimateurs des données manquantes s’écrivent alors:

= E(X™ |2 0).

Un inconvénient des méthodes paramétriques est leur manque de flexibilité. Ce probleme a
été en partie résolu par 'utilisation de modeles de mélange [100], qui combinent la flexibilité
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des modeles non paramétriques et les avantages analytiques des modeles paramétriques.
Ghahramani et Jordan [53] ont appliqué la méthode précédente aux modeles de mélange,
dont les parametres sont estimés de maniere analogue par ’algorithme EM. Notons que les
applications initiales de EM étant a la fois la gestion de données manquantes et I’estimation
de parametres de modeles de mélange, qui peut lui-méme étre vu comme un probleme de
données manquantes, il est apparu naturel de combiner les deux problemes.

Une approche robuste de cette modélisation [96], introduisant des poids dans I'algorithme
EM, permet en outre de minimiser I’effet néfaste de données aberrantes. On peut aussi noter
que si les données suivent une loi normale multivariée, la méthode de régression proposée
par Buck [20] et I'algorithme classique EM donnent la méme solution [97].

B.4.2 Méthodes de Monte-Carlo

Il s’agit d’un ensemble de méthodes utilisées de facon générale pour la simulation de distri-
butions de probabilité. Dans un cadre bayésien, ces méthodes sont souvent vues de maniere
restrictive comme des méthodes de simulation de probabilités a posteriori. Les trois algo-
rithmes les plus connus sont

— ’échantillonneur de Gibbs,
— la méthode de Métropolis-Hastings,

— I’ « augmentation de données » (data augmentation).

Le principe général est de générer aléatoirement des valeurs d’une variable ou d’un vecteur
aléatoire Z de loi Py, la distribution ciblée. Plutot que de simuler cette loi directement,
on génere une chaine de Markov, c’est-a-dire, une suite de variables aléatoires (Zx)g=12..
censées étre plus accessibles, dont la loi de chacune dépend de celles des précédentes et dont
la distribution limite est la distribution ciblée Py.

Ainsi la loi de Zj, est définie a partir de celles de Z_1, Zp_5,... et on a:
7y -5 7.

A la différence d'une méthode d’optimisation comme I’algorithme EM, qui est déterministe
et converge vers un point # de I'espace des parametres, les méthodes de Monte-Carlo sont
stochastiques et convergent vers des distributions de probabilité.

L’une de ces méthodes, '« augmentation de données » [152], se préte particulierement bien
au probleme de données manquantes. Elle suppose que le vecteur aléatoire X, dont la loi Py
est difficile & simuler, est partitionné en deux sous vecteurs, X = (X X") et que les lois
conditionnelles sont, elles, faciles a obtenir.

Le principe est le suivant. La probabilité a posteriori P(6|x°) ne pouvant étre facilement
calculée, ni méme simulée, ° est « augmentée » d’une valeur déterminée de ™, la distri-
bution de probabilité P(f|x°, &™) étant censée étre plus facile a simuler. Etant donnée une
valeur provisoire #; du parametre 0, on tire aléatoirement une valeur ", a partir de la
distribution conditionnelle de X7, :

Xt~ P(x™|x°,0;)
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Ensuite, en conditionnant sur &}, |, on tire aléatoirement une nouvelle valeur 0y de 0, a partir
la loi de probabilité a posteriori:

Opg1 ~ P(9|3307332n+1)

En partant d’une valeur initiale 6y, on obtient un processus stochastique (0, X" )i=12,..
convergent en loi vers la distribution P(6, 2" |2°). La suite X}* converge en loi vers P(a" |2°):

c
X — X",
et fournit donc une suite d’estimateurs convergent en loi vers ™.

Dans le cas ou le vecteur ne possede qu'une seule seule donnée manquante, cette méthode
correspond également a un cas particulier d’une autre méthode, I’échantillonneur de Gibbs

[127].
Une méthode basée sur la simulation de versions plausibles de ™, la méthode de remplace-
ment multiple (multiple imputation) a été proposée par Rubin [126]. La philosophie de cette
approche est la méme que celle de 'algorithme EM ou de 'augmentation de données: ré-
soudre un probleme de données incompletes en répétant la résolution de problemes avec des
données completes. Dans cette méthode, la donnée inconnue &™ est remplacée par p valeurs

() produisant p jeux de données complets qui seront analysés par des méthodes
standard. Cette méthode est malheureusement cotiteuse en temps de calcul.

simulées @

D’autres méthodes plus complexes combinant ces différents types de méthodes de Monte-
Carlo peuvent également étre utilisées [127].

B.4.3 Autres méthodes probabilistes

Régulierement, de nouvelles méthodes basées sur les développements récents des statistiques
sont introduites. Par exemple, les techniques basées sur le rééchantillonnage ont donné lieu
a 'utilisation du bootstrap [97] et du jackknife [125]. La modélisation se base alors souvent
sur la fonction de répartition empirique. Cette approche peut étre intégrée dans un contexte
bayésien, par exemple dans le cas du bootstrap bayésien approximé [97]. Le bootstrap offre
aussi une approche non-paramétrique pour vérifier la qualité d’un estimateur en présence de
données manquantes.

Dans le contexte de la régression non paramétrique, quelques méthodes ont également été
proposées, bien que la prise en compte de données incompletes soit plus délicate dans ce
contexte. Les études réalisées concernent I’estimation d’une densité sous ’hypothese MCAR
[154] et D'estimation d’une variable de sortie [24], sous I’hypothese MAR, a 'aide d’une
méthode basée sur les noyaux.

Les méthodes basées sur les réseaux de neurones présentent I’avantage d’intégrer les données
manquantes dans une phase d’apprentissage des données. Ainsi, dans un contexte de classi-
fication [1] et de régression [157], Ahmad et Tresp montrent que des solutions approchées de
techniques bayésiennes peuvent étre obtenues dans le cas gaussien par des réseaux a fonction
de base radiale. La méthode offre de grandes similitudes avec celle proposée par Ghahramani
et Jordan [53] utilisant les modeles de mélange (voir plus haut).

Dans une méthode basée sur les réseaux bayésiens [113] proposée par Ramoni et al. [124],
les auteurs estiment les probabilités conditionnelles du réseau et en déduisent des valeurs de
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remplacement pour les données incompletes.

B.5 Conclusion

Les méthodes d’estimation ou simplement de gestion de données manquantes font appel a
des techniques tres variées, qu’il est d’ailleurs difficile de classer, car elles relevent de procédés
différents mais aboutissent parfois au méme résultat. C’est en particulier le cas pour certaines
techniques statistiques que ’on peut voir sous 1’angle connexionniste.

Les méthodes heuristiques, souvent utilisées par le praticien, comme le remplacement par la
moyenne, la médiane ou une valeur quelconque de référence, permettent d’éluder le probleme
rapidement a 1’aide de solutions peu cotteuses. L’estimation des données incompletes n’est
souvent pas un but en soit, mais un prétraitement de données. Néanmoins, les algorithmes
ultérieurs de classification, d’estimation de sortie d’un systeme ou d’apprentissage peuvent
étre perturbés par une mauvaise reconstruction de données.

Si le nombre de caractéristiques r et le nombre de données a reconstruire sont élevées, les
méthodes basées sur la régression et les méthodes neuronales équivalentes exigent un grand
nombre de modeles (2" — 1 au maximum). D’autre part, le principe de construction de
multiples modeles dénote un manque de souplesse dans ce type de méthodes.

Les algorithmes EM et de Monte-Carlo ont prouvé leur efficacité mais supposent la connais-
sance ou l'estimation des lois des variables.
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Annexe C

Calcul du gradient de ’erreur .J.

Erreur de reconstruction .J

Soit @ = (&°, &™), nous cherchons & minimiser le cout quadratique moyen:

1 ~ 2
7= o) 2 (F )

le0(=)

par rapport a oy; and ¢;, pour tout k € {1,... ,n} et tout j € {1,...

n

3}\1 = ZU”C” \V/l - O(a:),

=1

Ti1041

Uy = n 9
Ep:l TplOpl

1 Lq — Cpq ’
=l -t ( =

ge0(x)\l

, T}, avec:

183

(C.4)

L’expression des seuils 7,; dépend ici de [, contrairement a la formule donnée en équation
(2.9), car, dans la phase d’apprentissage, chaque x; est reconstruit a ’aide des autres variables

connues de @, soit x,,q € O(x)\l.

Calcul du gradient de J par rapport aux c;;

On calcule donc:

D’apres I’équation (C.2),
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ou d;; =1sil=jet0sil#j. Dapres 'équation (C.3),

61)” . 1 aTil ' ) - anl
{ aij ;1 Vil pz: Uplaij } (C?)

- n
dery Doy TolOpl

Or
67-” (SszZlM S1 7 - O(i]?)\l
e o (C.8)
kg 0 sinon.
dvj 1 (x; — ¢iy) (x; — cxj) ,
=< SikTilCil——5— — VAT ——5—= ¢ S0\ (J)
derj D opey TolOpl { ol % R (C.9)
D’apres I’équation (C.3), on obtient donc:
(zj — cxy) .
61)” 721)”(5% — Ukl) S1 g € O(a:)\l
Jer: Tkj (C.10)
kg 0 sinon.
D’apres les équations (C.6) et (C.10),
/ 6@; MUH Ckl — n C;1V41 Sl] - O(i]?)\l
\V/ € O(w)7 aCk] = O-k] i—1
Ukl s ] = (Cll)
Puisque Z; = "7 ¢yvy, on a donc:
07, @—ew), (cw—31) sije€O()\
Vie Ox), e = o (C.12)
ki VEl s ] =
On obtient finalement :
8J 1 l’]‘ — Ck]‘ ~ ~ ~
- = 3 Z (T1 — 1) (cr — T1)vw + v (T — 25)
aJ
17€0 t = 0 sinon.
817 € (:13) e a% simon
Calcul du gradient de J par rapport aux oy;
Par un calcul analogue, on obtient :
aJ 1 N oz
= > (E = w) (C.14)

dor;  |0(z)]

1€0(2) 00



6@; “ 61)”
[ = —0y.
vl e O(z), P, ; 5oy,

81)2' 1 67'2' ar
L { Lo+ OkidiTh — Vil (Ukl—kl + Tkl5jl> }

n
aO'k]‘ Ep:l TplOpl aO'k]‘ 8ak1

Or

aO'k]‘

)2
Iy { 5ik7'ilu si j € O(x)\l

On obtient alors:

R 2
Mvu(% —wvg) sig € O(x)\l

dvg o Ok

Doy —(bix — v1) sig=1
Okl _
0 S1non.

D’apres les équations (C.14), (C.15) et (C.18), on obtient finalement:
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(C.15)

(C.16)

(C.17)

(C.18)

07 _ 1 . {“’” —) N (@) e — Fow + I — ) (e @)}

aO'k]‘ N |O(;13

(@65 ot ki

0J

= () sinon.
aO'k]‘

sig€0(e) et
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Annexe D

Algorithmes de classification non
supervisés standards

Dans cette annexe, nous rappelons brievement les algorithmes de classification non probabi-
listes les plus courants. Ces algorithmes appartiennent a deux groupes distincts : les méthodes
de partionnement et les méthodes hiérarchiques. Nous renvoyons a [56, 27] pour la définition
de la partition et de la hiérarchie.

Soit = {@y,... ,xy} un ensemble de N vecteurs de R, r € N. Lobjectif est de regrouper
ces vecteurs en un certain nombre de classes homogenes C,... ,Cg, de centres respectifs
Ci,...,Ck.

D.1 Méthodes de partitionnement

D.1.1 Algorithme des centres mobiles

La méthode des centres mobiles [99], tres fréquemment utilisée, repose sur I'alternance du
calcul d’'une partition P = {Cy,... ,Ck} de Q et des centres ¢ = {ecy,... ,cx} des classes
de la partition P. Le nombre K de classes est supposé fixé.

Critere d’inertie

Le critere de choix de la partition et des centres se fait en minimisant le critere d’inertie:

I(Pe)=>Y Y |lzi—exl’ (D.1)

k=1 z;€Cy

alternativement par rapport a P et ¢. Soient P() et ¢, la partition et les centres a I'itération
t. On a donc
[(p(t+1)7c(t+1)) < [(p(t+1)7c(t)) < [(p(t)vc(t))‘

On peut montrer que l'algorithme converge vers une partition stable en un nombre fini
d’itérations. Cette partition finale est un minimum local du critere ; elle dépend du choix des
centres initiaux.
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Algorithme

On aboutit alors a ’algorithme suivant :

(0)

— Initialiser les centres a des valeurs arbitraires ¢,
— Répéter
1. Calcul de la partition P = {Cl(t), e ,CI(;)}

Pour tout 2 = 1,... , N: affecter @; a la classe la plus proche C,gi) telle que:

k* = arg ming ||&; — cgf)Hz

2. Calcul des centres de gravité C§:+1) des classes C,gt—l_l)

— jusqu’a PY = p@®)

On peut montrer que cet algorithme revient a minimiser 'inertie intra-classe de ) :

K
=YY -

k=1 z;,€Cy

ou Ty, est le centre de gravité de Cy. Il existe de nombreuses variantes de 1’algorithme des
centres mobiles [56]. Cet algorithme est un cas particulier de la méthode des nuées dyna-
miques.

D.1.2 Méthodes connexionnistes

Dans le cadre des réseaux de neurones, de nombreux algorithmes relevant de la classifica-
tion non supervisée ont été développés. Les algorithmes d’apprentissage par compétition
[87] et des cartes de Kohonen [86] font partie des techniques les plus courantes. Ces deux
méthodes suivent un principe similaire. Chaque classe (' est représentée par un neurone
ou prototype c. Les coordonnées des prototypes s’adaptent au fur et a mesure qu’on leur
présente les observations @;, I’objectif étant d’obtenir des vecteurs ¢ représentatifs des don-
nées. Dans "apprentissage par compétition, seul le prototype ¢ le plus proche de x;, appelé
prototype « gagnant », s’adapte en se rapprochant de x;. Dans 1’algorithme des cartes auto-
organisatrices de Kohonen, les prototypes sont supposés étre reliés par une structure de
voisinage définie a ’avance. Comme dans 'apprentissage par compétition, on cherche en
premier lieu le prototype le plus proche du vecteur en présence @;. En revanche, on ne modi-
fie pas uniquement ce prototype, mais également les unités situées dans un certain voisinage
Vi de cp. Ces techniques donnent donc lieu aux deux algorithmes suivants :

Apprentissage par compétition

(0)

— Initialiser les prototypes a des valeurs arbitraires ¢,

— Pour une observation @* (¢ représente I'itération courante.)

1. Recherche du prototype gagnant cgf*) tel que:

k* = arg miny, || — cgf)Hz :
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2. Mettre a jour les coordonnées du prototype gagnant :
el = el () (@ — ),

ou 7(t) est une fonction décroissante bien choisie.

Cartes de Kohonen

(0)

— Initialiser les prototypes a des valeurs arbitraires ¢,

— Pour une observation (")

1. Recherche du prototype gagnant cgf*) tel que:

k* = arg min [|2® — |12

2. Modifier le prototype gagnant et ses voisins (€ Vix (1)) :
Vi€ Vie(t), 5 =Y et b, k) (@ — ),

ou (¢, k, k*) est une fonction décroissante par rapport a t et a la distance entre
I'unité gagnante ¢y« et ses voisines.

D.1.3 Algorithme des centres mobiles flous
Partition floue

Dans les algorithmes précédents, chaque observation @; est affectée a une et une seule classe
de la partition finale. Afin d’autoriser une certaine souplesse dans la classification des vec-
teurs, Bezdek [11] a proposé d’introduire la notion de partition floue. Chaque vecteur @ est
supposé appartenir a toute classe C; avec un certain degré d’appartenance p;;. La matrice
p=(pig),t=1,... , N E=1,..., K, définit alors une partition floue sur . La méthode de
classification floue la plus connue est celle des centres mobiles flous ou fuzzy-c-means (FCM),
nommeée ainsi par analogie avec I’algorithme des centres mobiles classiques. Le principe de
cette méthode est de chercher la partition floue g et les centres de classes ¢ qui minimisent
le critere suivant :
K

N
Ln(p,e) =) ) piilles — ek, (D.2)
=1

k=1
sous les contraintes

pix € [0,1]
SE wp=1Vk=1,...K (D.3)
0<SN px<NVi=1,...,N,

ou I'exposant m > 1 est un parametre fixé a ’avance. Les conditions (D.3) expriment que
tout vecteur @&; appartient a la partition g, et que dans toute classe, il existe au moins une
observation de degré d’appartenance non nul. On peut noter que si la matrice de classification
pest classique (p;, € {0,1}), on obtient le critere des centres mobiles classiques. L’algorithme
FCM a une structure itérative similaire a celui des centres mobiles. A partir de centres
initiaux, on optimise alternativement le critere [, par rapport a la partition g et les centres
c:
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Algorithme

On aboutit alors a ’algorithme suivant :

(0)

— Initialiser les centres a des valeurs arbitraires ¢,

— Répéter
1. Calcul de la partition g+
-1
m—1
Vi=1,...,Nk=1... K, Z”"”” Ck !
|2 — | (D.4)
2. Calcul des centres cgg 1)
K (t+1)ym ., .
S E]‘:1(/~‘zj )"z (D.5)
ke N '
iz (i)
— jusqu’a p) = 4 (ou ||pt) —p®|| < e, avec e > 0, une quantité fixée a avance).

D.2 Classification hiérarchique

D.2.1 Hiérarchie
Principe

Une hiérarchie ascendante sur €2 est un ensemble de partitions emboitées, depuis ’ensemble
des singletons {{z;}, ®; € Q} jusqu’a ’ensemble (2 lui-méme, en passant par des agrégations
successives de ses sous-ensembles. La classification ascendante hiérarchique repose sur le
calcul des dissimilarités entre les différentes parties de ). On définit un critere D, appelé
critére d’agrégation, entre deux parties quelconques de €). La classification est un algorithme
itératif, basé sur 'agrégation des deux classes A et B les plus proches au sens de D. On
obtient alors 1’algorithme suivant :

Algorithme

— Initialiser la hiérarchie: on part de V classes consituées des singletons de ). La partition
POz}, 2, € Q)
— Répéter

1. Regroupement des 2 classes A et B les plus proches de la partition P(*) de Q a
Iitération ¢, en une nouvelle classe C':

C=AUBavec (A, B)=arg min D(F,G)
(F,.GYepr()

2. Calcul des dissimilarités entre la nouvelle classe C' et les autres classes.

— jusqu’a ce que la partition finale soit constituée d’un seul élément : PY) = Q ou que
I’on ait obtenu le nombre de classes désiré.



D.2Classification hiérarchique 191

Criteres d’agrégation

Parmi les criteres d’agrégation les plus courants, on peut citer le critere du lien minimum:
D(A,B) = min{||lz —y||,® € A et y € B},

le critere du lien maximum,
D(A, B) = max{||z — y||,z € Aet y € B},

ainsi que la distance moyenne:

D(A, B

- o 2 2 lle -l

r€EA yeB

Enfin, si les observations appartiennent a R”, on peut utiliser le critere d’agrégation de Ward

[165].

D.2.2 Méthode de Ward
Critére de Ward

L’ensemble € est considéré comme un nuage de points de R”, muni de la distance euclidienne
||I|I. Le critere d’agrégation de Ward est défini par:

_AllBL
Al + B

ou T 4 et Tp sont les centres de gravité des ensembles A et B.

Dward(A B)

——— T4 — T’

Minimisation de la perte d’inertie

Soit I'inertie intra-classes définie précédemment, pour une partition P = {Cy,... ,Ck} don-
née:
K
— 2
=> > lle -z
k=1 z;,€Cy

Si on fusionne les classes (] et (5 de la partition P, on obtient une nouvelle partition
= P\{Cy,Cy} U{C1 Uy}
On peut alors montrer le résultat suivant :
Iw(P") — Iw(P) = Dyara(C1, Ca).
On peut tirer deux conclusions de ce résultat :
— la fusion de deux classes augmente nécessairement le critere d’inertie intra-classe.

— le critere de Ward correspond a la perte minimale d’inertie intra-classe.

A chaque étape de 'algorithme de classification, le critere de Ward optimise localement le
critere d’inertie intra-classes. Cependant, cet algorithme ne possede aucune propriété globale
d’optimisation.
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