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Résumé

La classification supervisée a pour enjeu de construire un systéme, ou clas-
sifieur, capable de prédire automatiquement la classe d’un phénomeéne observé.
Son architecture peut étre modulaire : le probléme abordé est décomposé en
sous-problémes plus simples, traités par des classifieurs, et la combinaison des ré-
sultats donne la solution globale. Nous nous intéressons au cas de sous-problémes
binaires, en particulier les décompositions ot chaque classe est opposée a chaque
autre, chaque classe est opposée a toutes les autres, et le cas général ou deux
groupes de classes disjoints sont opposés I'un a I'autre.

La combinaison des classifieurs est formalisée dans le cadre de la théorie des
fonctions de croyance. Nous interprétons les sorties des classifieurs binaires comme
des fonctions de croyance définies sur des domaines restreints, dépendant du
schéma de décomposition employée. Les classifieurs sont alors combinés en déter-
minant la fonction de croyance la plus consistante possible avec leurs sorties.

Supervised classification aims at building a system, or classifier, able to predict
the class of a phenomenon being observed. Its architecture may be modular :
the problem to be tackled is decomposed into simpler sub-problems, solved by
classifiers, and the combination of the results gives the global solution. We address
the case of binary sub-problems in particular the decompositions where each class
is opposed to each other, each class is opposed to all the others, and the general
case where two disjoint groups of classes are opposed to each other.

The combination of the classifiers is formalized within the theory of evidence
framework. We interpret the outputs of the binary classifiers as belief functions
defined on restricted domains, according to the decomposition scheme used. The
classifiers are then combined by determining the belief function which is the most
consistant with their outputs.
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Introduction

Avant-propos

Le besoin de conférer une plus grande autonomie a la machine, de la substituer
a l'individu pour la réalisation de taches répétitives, a contribué au développe-
ment du traitement automatique des données, et en particulier la reconnaissance
des formes. Cette discipline, qui emprunte a 'informatique, aux mathématiques
appliquées, a la statistique, est a présent reconnue comme domaine de recherche
a part entiére. L’un des thémes majeurs de ce domaine de recherche, la classifi-
cation supervisée, a notamment pour objectif de construire un systéme, appelé
classifieur, capable de prédire automatiquement le type d'un phénomeéne observé,
sur la base d’exemples. L’apprentissage statistique permet ainsi de proposer aux
médecins des outils d’aide au diagnostic, de doter les biologistes de systémes
d’analyse ou d’aide a la conception de molécules. Le traitement de signaux ou
d’images peut étre partiellement automatisé, ce qui ouvre de nouvelles perspec-
tives aux technologies de I'information et des télécommunications ; I'identification
et le suivi d’individus, la reconnaissance d’objets et de sons, constituent des avan-
cées majeures dans les domaines de la sécurité ou de la défense.

Ces derniéres années, un nombre significatif de travaux a porté sur la résolu-
tion de problémes de classification par combinaison de classifieurs. Ainsi, plusieurs
classifieurs entrainés a résoudre le méme probléme de classification peuvent étre
combinés, dans le but d’améliorer leurs performances individuelles; on pourra
citer la technique du boosting 23], qui consiste & entrainer un ensemble de classi-
fieurs a résoudre un méme probléme, un nouveau classifieur s’attachant a corriger
les erreurs commises par les précédents. La combinaison de classifieurs peut éga-
lement étre utilisée pour décomposer un probléme complexe en sous-problémes
plus simples & résoudre : chaque sous-probléme est résolu au moyen dun clas-
sifieur, et les résultats ainsi obtenus sont ensuite combinés pour déterminer la
solution du probléme global.

Nous avons centré notre travail sur la résolution de probléemes comptant plu-
sieurs classes au moyen de classifieurs binaires, entrainés a reconnaitre deux
classes : en effet, un certain nombre d’algorithmes, comme la régression logis-
tique ou les séparateurs a vaste marge, ont une formulation plus simple dans ce
cas. Nous nous sommes intéressés plus particuliérement a différents schémas de
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décomposition du probléme initial, en considérant des classifieurs binaires entrai-
nés a distinguer une classe d’une autre, une classe de l’ensemble des autres, et
deux groupes de classes disjoints I'un de ’autre. Soulignons que dans chacun de
ces cas, les informations fournies par chaque classifieur concernent un ensemble
limité de classes : elles sont donc exprimées sur un référentiel propre au classifieur,
plus restreint que le domaine correspondant au probléme global.

La résolution d’un probléme de reconnaissance des formes nécessite de définir
un cadre théorique, dans lequel les informations disponibles et les résultats obte-
nus sont modélisés et interprétés. Dans le cas d'une approche par décomposition
du probléme considéré, ce formalisme doit également permettre une modélisation
claire de la combinaison des classifieurs. Le cadre le plus classique de représen-
tation des connaissances est la théorie des probabilités, qui permet d’associer
a un ensemble d’hypothéses une mesure de probabilité sur leur réalisation. Or,
bien qu’il permette de résoudre de maniére satisfaisante un grand nombre de pro-
blémes de reconnaissance des formes, ce formalisme offre peu d’outils pour gérer
des informations définies sur des référentiels différents.

Nous avons abordé le probléme de la combinaison de classifieurs sous ’angle
de la théorie des fonctions de croyance. Dans ce formalisme, parfois appelé théorie
de Dempster-Shafer ou théorie de I’évidence [51, 55], les connaissances sont repré-
sentées par des fonctions de croyance définies sur des cadres de discernement. Des
outils ont été définis pour gérer les correspondances entre différents cadres; en
particulier, divers opérateurs permettent de transformer une fonction de croyance
sur un autre cadre que celui sur lequel elle est définie. Pour ces raisons, la théorie
des fonctions de croyance semble a priori étre bien adaptée a la formalisation du
probléme de combinaison de classifieurs entrainés sur des référentiels différents.

Ce travail a pour motivation d’étudier les possibilités offertes par le Modéle
des Croyances Transférables, une interprétation subjectiviste de la théorie des
fonctions de croyance, pour formaliser la combinaison de classifieurs binaires. Il
se situe donc & la croisée des domaines de la classification supervisée par com-
binaison de classifieurs et de la gestion des connaissances mentionnés ci-dessus.
Pour chacun des schémas de décomposition considérés, nous nous sommes atta-
chés a interpréter les sorties des classifieurs dans le cadre du Modéle des Croyances
Transférables, pour ensuite en déduire une régle de combinaison permettant d’éla-
borer la solution du probléme global.

Organisation du mémoire

Le présent mémoire est articulé en cinq chapitres. Le premier est consacré au
Modéle des Croyances Transférables, et plus particuliérement a la présentation
des concepts auxquels les méthodes de combinaison de classifieurs développées
présentées par la suite font appel. Le second chapitre est dédié a la description
de méthodes de combinaison de classifieurs déja existantes. Nous nous sommes
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intéressés plus particuliérement aux méthodes formalisées dans un cadre théorique
de représentation des connaissances.

Les travaux réalisés sont présentés dans les chapitres trois et quatre : les mé-
thodes de combinaison de classifieurs binaires élaborées y sont décrites, et leurs
propriétés analysées, pour les différents types de décomposition considérés. Le
chapitre cing concerne I’étude de la précision des méthodes, ainsi que leur com-
paraison a d’autres méthodes de combinaison de classifieurs binaires existantes.
Nous présentons tout d’abord les résultats obtenus lors du traitement de jeux de
données de la littérature, qui sont ensuite analysés et interprétés de maniére plus
approfondie.

Enfin, la conclusion présente une synthése globale du mémoire, ainsi que les
perspectives soulevées par la réalisation de ces travaux.
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Chapitre 1

Le Modéle des Croyances
Transférables

La nécessité de disposer d’'un cadre riche et flexible de représentation de la
connaissance a conduit au développement de divers formalismes : les plus notables
sont la théorie des possibilités [18], la théorie des probabilités imprécises [60], et
la théorie de Dempster-Shafer [51].

Cette derniére, parfois appelée théorie des fonctions de croyance ou théorie
de I'évidence, permet de représenter la connaissance partielle de la valeur d’une
variable y par une fonction de croyance. Le Modé¢le des Croyances Transférables
(MCT) est une interprétation subjectiviste de cette théorie, développée par Smets
[52, 55]. Divers travaux ont mis en évidence 'intérét de ce cadre théorique pour la
formalisation et la résolution de problémes de diagnostic [53], de reconnaissance
de formes [11, 12, 66|, ou de fusion d’informations [4, 5, 21].

Dans ce chapitre, nous présentons le MCT, et plus particuliéerement les concepts
sur lesquels se basent les méthodes de combinaison de classifieurs présentées aux
chapitres 3 et 4.

1.1 Représentation et manipulation des connais-
sances

Le MCT permet de modéliser la connaissance partielle de la valeur d’une
variable y, définie sur un cadre de discernement, ou domaine, Q2 = {w,...,wx}.
Dans le cas de la classification supervisée, la variable y correspond a la classe
d’un individu décrit par un vecteur d’attributs x.

Le MCT s’articule en deux niveaux : un niveau crédal ou les connaissances
concernant la valeur de y sont représentées et aggrégées, et un niveau pignistique,
ou elles sont utilisées pour prendre une décision.
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1.1.1 Représenter les connaissances au moyen de fonctions
de croyance

Définition 1.1 (fonction de masse) Une fonction de masse de croyance est
une application m* : 2% — [0; 1], qui vérifie :

> m(A) =1 (1.1)

ACQ
La croyance relative a la valeur de y peut étre quantifiée par une fonction de masse
de croyance m‘. La quantité m(A) est interprétée comme une masse de croyance
allouée spécifiquement & I’hypothése A, sur la base d’'un élément d’évidence, et
qui ne peut étre allouée & un sous-ensemble strict B C A du fait d’'un manque
d’information. Tout sous-ensemble A C Q, tel que m(A) > 0, est appelé élément
focal de m®. L’exposant € peut étre omis lorsqu’il n’y a pas d’ambiguité sur le
domaine de m.

Définition 1.2 (fonction de masse catégorique) Une fonction de masse ca-
tégorique a un unique élément focal A :

m(A) = 1.

Lorsque A = (), on obtient la fonction de croyance vide, modélisant 1'ignorance
totale.

Définition 1.3 (fonction de masse Bayésienne) Les fonctions de masse Bayé-
siennes n'ont que des éléments focaux singletons :

m(A) > 0= |Al=1.

Définition 1.4 (normalité) Une fonction de masse m est dite normale si m(()) =
0. Dans le cas contraire, m est dite sous-normale ; la masse m(()) est générale-
ment interprétée comme le degré de conflit entre les connaissances quantifiées par
m. Une fonction de masse sous-normale peut étre transformée en fonction de
masse normale, en divisant chaque masse m(A), A # 0, par 1 —m(D) ; le résultat

de cette normalisation est noté m* :

m(4)

m*(A) _ ]_——77’L(®) si A §é @,

0 st A=10.

(1.2)

L’hypothése du monde clos consiste & supposer que le cadre 2 est exhaustif : la
valeur réelle de y est alors nécessairement 'un des atomes w;, € €. Dans ce cas,
I’hypothése de normalité est généralement acceptée. Le cas contraire correspond
a I’hypothése du monde ouvert : on considére alors que la valeur de y peut ne
pas étre un atome de Q. Dans ce cas, la masse m({)) peut étre interprétée comme
la croyance en I'hypothése « y & Q », le degré de conflit quantifié par m(() étant
di a la non-exhaustivité de €).
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Définition 1.5 (conditionnement) Soit une fonction de masse m®. Le condi-
tionnement m*[B] de m par rapport a un sous-ensemble B C Q peut étre calculé
par :
Z m(C) si AC B,
m [BI(A) = { cnp=a (1.3)
0 stnon.

Toute masse de croyance initialement associée a C' C € est ainsi transférée & CNB.
La fonction de masse m®[B] quantifie la connaissance de la valeur de y, sachant
que y € B; la masse m®[B](()) représente alors la masse de croyance donnée par
m aux hypothéses incompatibles avec B. On peut aussi voir le conditionnement
mf[B] comme une fonction de masse définie sur le cadre restreint B, toutes les
masses m®(C) telles que C' ¢ B étant nulles. Dans ce cas, la masse m*[B]() est
naturellement interprétée comme la croyance en I'hypothése « y ¢ B ». Remar-
quons enfin que l'opération définie par (1.3) produit un conditionnement m‘[B]
généralement sous-normal; la version normalisée de cette transformation peut-
étre obtenue en ajoutant une étape de normalisation :

me[B](4)
0 si A=10.

(1.4)

La figure 1.1 illustre les transferts de masses lors d’un conditionnement.

Définition 1.6 (fonctions de croyance et de plausibilité) Les fonctions de
croyance bel et de plausibilité pl sont définies, pour tout A C §2, par :

bel(A) = Y m(B), (1.5)

BCA,B#0

pli(A) = > m(B). (1.6)

ANB#)

La quantité bel(A) représente le degré total de croyance spécifique et justifiée en
A [55] : justifiée, car ne sont pris en compte que les masses de croyance allouées a
des sous-ensembles B C A ; et spécifique, car I’élément () n’est pas considéré, étant
un sous-ensemble de A et de A. La quantité pl(A) constitue une borne supérieure

sur le degré de croyance qui pourrait étre allouée a A aprés conditionnement : en
effet, pl(A) = bel[A](A) = maxpcq bel[B](A).

Définition 1.7 (fonctions d’implicabilité et de communalité) Les fonctions
d’implicabilité b et de communalité q sont définies, pour tout A C S, par :

b(A) = > m(B), VACY; (1.7)
q(A) = X_:m(B), VA C Q. (1.8)
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TAB. 1.1 — Fonctions de croyance quantifiant la connaissance de ’état d’un pa-
tient.

mA mih bel 4 pla ba qa

0 0.2 0 0 0 0.2 1
Tbro} 0 0 0 0.5 0.2 0.5
{can} 0 0 0 0.1 0.2 0.1
{bro, can} 0 0 0 0.5 0.2 0.1
{tub} 0.3 0.375 0.3 0.8 0.5 0.8
Tbro, tub} | 04 0.5 0.7 0.8 0.9 05
{can, tub} 0 0 0.3 0.8 0.5 0.1
{bro, can, tub} | 0.1 0.125 0.8 0.8 1 0.1

La quantité g(A) peut étre interprétée comme la masse de croyance pouvant
étre transférée spécifiquement & A [51| par conditionnement : en effet, g(A) =
m[A](A) = maxpco m[B](A). Remarquons que 'on a b(A) = bel(A) + m((), ou

encore b(A) = 1 —pl(A) : la quantité b(A) peut donc étre vue comme la quantité
totale de croyance ne pouvant étre transférée & A par conditionnement.

Exemple 1.1 (diagnostic médical) Nous proposons d’illustrer les notions pré-
sentées sur un exemple de diagnostic médical, trés simplifié. Un médecin s’inter-
roge sur la maladie d’un patient se plaignant de douleurs pulmonaires; les pa-
thologies considérées sont la bronchite ({bro}), le cancer du poumon ({can}) et
la tuberculose ({tub}) (on supposera qu’on ne peut observer plus d’une maladie
a la fois). Suite a I'examen du patient, le praticien modélise sa connaissance de
la maladie par une fonction de masse m 4, représentée dans la table 1.1 ainsi que
les fonctions qui lui sont associées. Le praticien a donc une croyance spécifique
de 0.3 dans le fait que le patient souffre de tuberculose et de 0.4 dans le fait qu’il
souffre de bronchite ou de tuberculose, un degré d’ignorance totale (« l’affliction
est 'une des pathologies considérées ») de 0.1, et un degré de croyance de 0.2
dans le fait que ’affliction n’est pas 'une des pathologies considérées. O

Définition 1.8 (négation d’une fonction de masse [19]) La négation —m d’une
fonction de masse m est définie par :

—m(A) = m(A), VACQ. (1.9)

Propriété 1.1 Soient —b et —q les fonctions d’implicabilité et de communalité
associées a la négation -m de m. On a :



Définition 1.9 (inclusion forte [14, 54]) Soient deuz fonctions de masse de
croyance my et mq, ayant pour éléments focaux respectifs Ay, ..., A, et By, ..., By.
La fonction de masse my est dite incluse au sens fort dans mo, s’il existe une
matrice non-négative W d’éléments w;; (i € {1,...,p}, j € {1,...,q}) telle que :

q
Zwij = ml(Ai)7 Vi € {17"'7p}7 (112)
j=1

p
Y wiy = ma(By), Vie{l,....q} (1.13)
=1

On dit aussi que mq est une spécialisation de Mo, O0U ENCOTE qUE N9 est une
)
géne’7 alisation de my. On note alors :

Intuitivement, la relation définie par les équations (1.12)-(1.14) signifie que my
peut étre obtenue a partir de m, en transférant toute masse mo(B;) & des éléments
A C Bj; la proportion exacte de masse mo(B;) transférée & A; C B; est alors
égale a w;.

Définition 1.10 (inclusion faible [14, 54]) Soient deux fonctions de masse
my et mgy. La fonction de masse my est dite faiblement incluse dans mo au sens
des plausibilités, ce qui s’écrit my Cp Mo, St :

pli(C) < pla(C), VO C Q. (1.16)

On dit alors parfois que ma est plus spécifique, ou conservative, que mpg au Sens
des plausibilités. De méme, la fonction de masse my est dite incluse au sens faible
dans my au sens des communalités (ou encore plus spécifique, ou conservative,
que mo au sens des communalités), ce qui s’écrit my C, mo, Si -

u(C) < g(C), vCCQ. (1.17)

Propriété 1.2 Soient deux fonctions de masse mq et mo telles que my; C mo.
Ona:

my Sy ma,

mq Qq mo.

Définition 1.11 (Principe du Minimum d’Information) Soient bel une fonc-
tion de croyance, dont la connaissance peut étre incomplete, et F un ensemble de
fonctions de croyance compatibles avec bel. Lorsqu’une seule de ces fonctions doit
étre choisie, le Principe du Minimum d’Information (PMI) consiste a sélectionner
la moins spécifique.
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Cet axiome, qui refléte une forme de conservatisme dans 'allocation des masses,
formalise 1'idée qu’'un sous-ensemble A C () ne doit pas recevoir plus de croyance
qu’il n’est justifié.

1.1.2 Combinaison de fonctions de croyance

Les connaissances représentées par des fonctions de croyance peuvent étre
aggrégées, au niveau crédal, en utilisant un opérateur approprié. Deux régles
de combinaison ont ainsi été définies pour combiner des fonctions de croyance
distinctes : les sommes conjonctive et disjonctive. Par « distinctes », on entend
I’absence de lien entre les sources d’information permettant de définir les fonc-
tions. Un opérateur permettant de combiner des fonctions de croyance obtenues
a partir de sources d’information non-distinctes a été récemment proposé [13].

Définition 1.12 (sommes conjonctive et disjonctive) Soientm; et my deuz
fonctions de croyance distinctes. La somme conjonctive miR)2 de mq et moy est
définie par :
mi@2(Z) = > mi(X)my(Y). (1.18)
Xny=2
La somme disjonctive myG)2 de my et my est définie par :

mi©Q2(Z) = Y mi(X)ma(Y). (1.19)

Xuy=2
Propriété 1.3 Soient mi@z2 = my(Qme, et miQ2 = miQms ; on a :
mi@z & m1 © miQye, (1.20)
m1@2 Q meo Q ml@g. (].21)

Remarquons que la somme conjonctive généralise 'opérateur de conditionnement
présenté au paragraphe 1.1.1 : toute masse mq(A) est en effet transférée aux sous-
ensembles A N B proportionnellement aux masses de croyance mo(B). Ainsi, le
conditionnement par rapport & B est obtenu lorsque ms est une fonction de masse
catégorique définie par mq(B) = 1.

1.1.3 Prise de décision

Lorsqu’une décision doit étre prise quant & la valeur de y, la fonction de
croyance exprimant l’ensemble de la connaissance disponible est transformée en
une distribution de probabilité pignistique [55].

Définition 1.13 (probabilité pignistique) La probabilité pignistique Bet P*
associée a une fonction de masse m est définie par :

BetP*(w) = Z m’;(lA)7 Vw € Q. (1.22)

ACQ:weA |A]
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La transformation pignistique ainsi définie consiste a partager équitablement
chaque masse de croyance normalisée m*(A) entre les atomes composant A. Un
équivalent non-normalisé BetP de la probabilité pignistique BetP* associée a la
fonction de masse m peut étre obtenu en remplacant m* par m dans la relation
(1.22) :
m(A)
BetP(w) = —=, Ywe Q. 1.23
@= > "% (123
ACQiweA
Bien qu’il ne s’agisse pas d’une distribution de probabilité — on a en effet >, Bet P(wy) <

1 lorsque m(0)) > 0, BetP sera appelée par la suite probabilité pignistique non-
normalisée associée a la fonction de masse m, par abus de langage.

Exemple 1.2 (diagnostic médical, suite) Un examen complémentaire per-
met de déterminer avec quasi-certitude que le patient ne souffre pas d’un cancer
des poumons. Cette croyance peut étre modélisée par la fonction de masse mpg
définie par :

mp({bro,tub}) = 0.9,
mp({bro,can,tub}) = 0.1.

Le praticien intégre cette nouvelle information a son diagnostic, en combinant
conjonctivement my et mp. Le résultat de cette opération, noté mp, est défini
par :

map(0) 0.2,

map({tub}) = 0.3,
map({bro,tub}) = 0.49,
mag({bro,can,tub}) = 0.01.

Cette fonction de masse est une spécialisation de my4 : elle a été obtenue en
transférant une masse de 0.09 de {bro, can, tub} a {bro,tub}. On pourra constater
que plag < pla et gap < qa pour tout A C €.

Supposons que le praticien doive se prononcer sur la maladie dont souffre le
patient. Le calcul de la probabilité pignistique normalisée Bet P} 5 associée & map
donne :

BetPjg(bro) = 0.3104,
BetPjig(can) = 0.0042,
BetPjp(tub) = 0.6854.

En effet, les examens menés permettent de penser que le patient présente une tu-

berculose plutot qu'une bronchite ; I’hypothése d'un cancer des poumons, quoique
n’étant pas totalement écartée, parait trés peu probable. 0
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1.2 Opérations sur les cadres de discernement

Dans ce paragraphe, nous rappelons quelques axiomes fondamentaux du MCT,
puis nous décrivons certaines transformations s’appliquant aux cadres de discer-
nement.

Définition 1.14 (consistance) Soient une application injective ¥ : 2° — 2%
et une fonction de croyance bel® définie sur ©. S’il existe une fonction de croyance
bel? définie sur ), telle que :

bel®(A) = bel? (U(A)), VACO, (1.24)

les fonctions de croyance bel® et bel® sont alors dites consistantes [51] relative-
ment a W.

La propriété de consistance a été définie dans le cas des fonctions de croyance
bel [51]. Elle peut néanmoins étre étendue a tout type de fonction f : fonction de
masse, de plausibilité, de communalité ou d’implicabilité.

Définition 1.15 (consistance, dans le cas général) Soient ¥ : 2° — 22 une
application injective, et une fonction f© définie sur ©. S’il eviste une fonction
¢ définie sur Q, telle que :

FO(4) = 2 (B(4)), VACH. (1.25)

les fonctions f© et f sont alors dites consistantes relativement a W ; de méme,
toute fonction g associée a f peut étre qualifiée de f-consistante relativement a
v,

En particulier, les fonctions de masse m® et m, associées respectivement a deux

fonctions de croyance bel® et bel? vérifiant (1.24), sont bel-consistantes. Remar-
quons que les différents types de consistance ne sont en général pas équivalents.

1.2.1 Déconditionnement

Soit m*?[B] une fonction de masse conditionnelle & B C €. Il existe générale-
ment plusieurs fonctions de masse dont le conditionnement est égal a m®[B]; le
PMI permet de calculer la moins informative d’entre elles.

Définition 1.16 (déconditionnement) Soit m®[B] une fonction de masse condi-
tionnelle a B C Q. Le déconditionnement de m*[B] sur Q, noté mP est défini
par :

{ mP(AUB) = mP[B](A) pour tout A C B, (1.26)

mBP(C) =0 pour tout C C B,C # .
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La fonction de masse mP™ ainsi obtenue est la moins informative de toutes
les fonctions de masse dont le conditionnement est égal @ m®[B], c’est-a-dire
m-consistantes avec m®|B], relativement a 'opérateur de conditionnement.

Intuitivement, cette transformation consiste a transférer la masse allouée a tout
A C B au plus grand sous-ensemble de €2 qui contient les hypothéses auparavant
écartées (soit B) et dont l'intersection avec B est A. Remarquons que la somme
disjonctive présentée au paragraphe 1.1.2 généralise 'opérateur de décondition-
nement : chaque masse ms(A) est en effet transférée aux sur-ensembles AU B
proportionnellement aux masses de croyance mo(B). L'opérateur de décondition-
nement d’une fonction de masse m,[B] est donc retrouvé lorsque mso est une

fonction de masse catégorique définie par mq(B) = 1.
La figure 1.2 illustre les transferts de masses lors d’un déconditionnement.

Exemple 1.3 (diagnostic médical, suite) Pour trancher quant a la patho-
logie présentée par son patient, le médecin ordonne un examen radiologique des
poumons. Les résultats permettent d’écarter I’hypothése d’une tuberculose. Cette
connaissance peut étre modélisée par la fonction de masse catégorique m¢, défi-
nie par me({bro, can}) = 1. Remarquons que m¢ correspond a la négation de la
fonction de masse catégorique Bayésienne mp, définie par mp({tub}) = 1.

Le conditionnement mag[{bro,can}] de map par rapport a {bro,can} sera
noté mapc pour plus de simplicité. Cette fonction de masse est définie par :

mapc(0) = 0.5,
mapc({bro}) 0.49,
mapc({bro,can}) = 0.01.

La fonction de masse conditionnelle m% - est caractérisée par une masse m% 5 (1)
significative, qui représente la croyance du praticien dans le fait que 'affliction
de son patient n’est ni une bronchite ni une tuberculose.

Alerté par un tel degré de conflit, le médecin remet en question la validité
du cadre de discernement initial : il estime que le patient pourrait aussi souffrir
d’une pleurésie ({ple}), ou encore d'une pneumonie ({pne}). Cette hypothése
méne a définir un nouveau cadre Q' = {bro, can, ple, pne, tub}. Les diagnostics
menés jusqu’a présent ont été faits en considérant que le patient souffre soit d'une
bronchite, soit d’un cancer des poumons, soit d’une tuberculose; la fonction de
masse m'} 5 peut donc étre interprétée comme une fonction de masse définie sur
(Y et conditionnelle a {bro, can, tub} :

mﬁgc = m%gc [{bro, can, tub}].

Afin de prendre en compte les nouvelles pathologies, sans pour autant remettre
en question les analyses déja menées, m$ 5 est déconditionnée sur €. Le décon-
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FIG. 1.1 — Conditionnement d’une fonction de masse m* sur {b,c,d} : la masse
m({d, e, f}) est transférée a {d}.

Fic. 1.2 — Déconditionnement sur Q = {a,b,c,d, e, f} d’une fonction de masse
m{b, c,d}] : la masse m®[{b, c,d}]({d}) est transférée & {a,d, e, f}.
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ditionnement mﬂﬂﬂ/’ noté plus simplement m$ ., est défini par :
ABC ABC
mipc({ple, pne}) = 0.5,
mEpo({bro, ple,pne}) = 0.49,
m{pc({bro, can, ple.pne}) = 0.01.

Ces deux pathologies n’ont encore fait ’objet d’aucun examen spécifique ; le pra-
ticien n’a donc pas de croyance particuliére les concernant : en particulier, on
pourra remarquer que pl g, ({ple}) = plSso({pne}) = 1, ce qui illustre le carac-
tére conservatif du processus de déconditionnement. 0

1.2.2 Grossissement et raffinement

Définition 1.17 (raffinement et grossissement) Soient deuz cadres © et €,
et une application p : 29 — 29 telle que :

1. Uensemble {p({0}),0 € ©} C 29 est une partition de Q ;
2. pour chaque A C ©, p(A) = Upes p({0}).

L’application p est alors appelée raffinement de © wvers ) ; par extension, §2 est
appelé un raffinement de ©, et © un grossissement de ).

Intuitivement, le grossissement © d’un cadre €2 est un cadre de discernement dans
lequel certains sous-ensembles, distincts dans €2, sont confondus les uns avec les
autres.

La figure 1.3 présente un grossissement © = {6y, 05} d'un cadre 2 = {wy, ws, w3, wy },

défini par p({61}) = {w1, w2}, p({02}) = {ws, wa}.

® @)

F1G. 1.3 — Grossissement © = {6,605} d'un cadre Q = {w;, ws, w3, w4 }.

L’application p n’est généralement pas surjective : il peut exister des éléments
B C Q qui ne sont pas image par p d'un élément A C ©. Il y a donc plusieurs
transformations permettant d’associer un élément B C €2 & un sous-ensemble de
O ; deux d’entre elles présentent un intérét particulier.
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Définition 1.18 (réductions intérieure et extérieure d’un élément) Soit 6(B) C
O le plus grand sous-ensemble de © dont l'tmage par p est incluse dans B :

0(B) = {0 € ©: p({0}) C B}. (1.27)

Le sous-ensemble 0(B) est appelé réduction intérieure de B sur ©. La réduction
intérieure de B sur () est définie par p(0(B)).
Soit §(B) C © le plus petit sous-ensemble de © dont l'image par p inclut B :

0(B)={0cO:p({0})NB#D}. (1.28)

Le sous-ensemble O(B) est appelé réduction extérieure de B sur ©. La réduction

extérieure de B sur §) est définie par p(6(B)).

Exemple 1.4 (diagnostic médical, suite) Le médecin souhaite distinguer les
infections des poumons ({ip}) comme la pneumonie ou la tuberculose, des patho-
logies touchant d’autres parties du systéme respiratoire ({sr}) comme la bron-
chite ou la pleurésie, et du cancer des poumons ({cn}). Cette partition de ¢
correspond au grossissement O défini par :

© = {ip,sr,en},  p({en}) = {can},
p({ip}) = {pne,tub},  p({sr}) = {bro,ple}.
O
Ces transformations peuvent étre étendues aux fonctions de croyance, en as-

sociant & tout élément focal d’une fonction de masse m® sa réduction intérieure
ou extérieure sur ©.

Définition 1.19 (réductions intérieure et extérieure d’une fonction de masse)
La réduction intérieure d’une fonction de masse m sur ©, notée m®, est définie

par :
m®(A)= Y  m%B), VACEe; (1.29)
BCQ,0(B)=A
La réduction extérieure d’une fonction de masse m$ sur ©, notée m®, est définie
par :
me(A)= )  m%B), VACe. (1.30)
BCQ,0(B)=A

Les figures 1.5 et 1.6 illustrent les transferts de masses respectivement lors
d’une réduction intérieure et lors d’une réduction extérieure, sur un grossissement
O de () présenté sur la figure 1.4.

Propriété 1.4 Soit m®* une fonction de masse normale définie sur Q). La ré-
duction extérieure m®* de m* sur © vérifie la propriété de consistance définie
par Uéquation (1.24) :

bel” “(A) = bel®*(p(A)), VYACO.
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Fic. 1.4 — Cadre Q = {a,b,c,d, e, f} (gauche) et grossissement © = {i, 5, k} de
0 (droite), defini par p({i}) = {a,b}, p((1}) = {e:d}, p({k}) = {e. f).

/

FIG. 1.5 - Réduction intérieure de m* sur © : la masse m({b, ¢, d}) est transférée

a{j}-

FI1G. 1.6 — Réduction extérieure de m® sur © : la masse m({b, ¢, d}) est transférée

a{i,j}.
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Pour cette raison, m® est parfois appelée restriction de m® sur © [51, page 126].
Cette propriété peut étre étendue a toute fonction de masse, non-nécessairement
normale. La réduction intérieure vérifie une propriété similaire.

Propriété 1.5 Une fonction de masse m® définie sur Q et sa réduction exté-
rieure M° sur un grossissement © de Q sont b-consistantes :

2°(A) = b(p(A)), VACe.

Q S}

De méme, une fonction de masse m*>* et sa réduction intérieure m

consistantes :

sont q-

¢®(4) = ¢®(p(A)), VAC®.

Preuve : Par définition de la réduction extérieure,

) = S m(0), (1.31)

CCA

= > > m¥B), (1.32)

CCA BCQ
C=0(B)

= ) m%B), (1.33)

= ) m%B), (1.34)

BCp(A)
= b%(p(A)). (1.35)

De maniére similaire, pour la réduction intérieure :

) = 3 me(0), (1.36)

ACC

= > > m%B), (1.37)
ACC BCQ
C=0(B)

= Y m%B), (1.38)

= ) m%B), (1.39)
(A)CB

— %(p(A)). (1.40)

Soit une fonction de masse m®; il existe généralement plusieurs fonctions
de masse définies sur €2 qui sont m-consistantes avec m®, c’est-a-dire dont la
réduction (intérieure ou extérieure) sur © est exactement m®. En accord avec le
PMI, on associe alors & m® la moins informative d’entre elles.
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Définition 1.20 (extension vide) Soit une fonction de masse m® définie sur
O. L’extension vide [51] de m® sur Q, notée m®, est définie pour tout B C ()
par :
O ; — C
0 SINOMN.

C’est la moins informative des fonctions de masse définies sur §2, qui sont m-

consistantes avec m®.

Par commodité, les extensions vides m®™? et m®1? des réductions intérieure et

extérieure sur ) seront notées m* et m*’, respectivement.

Q

Propriété 1.6 Les réductions intérieure m*® et extérieure m* sur Q vérifient

[14] -

m? € m® Cm (1.42)

Exemple 1.5 (diagnostic médical, suite et fin) Les réductions intérieure m$ 5
et extérieure MG de la fonction de masse m$y sur O, ainsi que les fonctions

de croyance qui leur sont associées, sont représentées dans les tableaux 1.2 et 1.3,
respectivement.

La fonction de masse m$ 5 est clairement une spécialisation de m9 5. : elle
peut étre obtenue en transférant une masse de 0.5 de {ip, sr} a (), une masse de
0.49 de {ip, sr} a {sr}, et la totalité de la masse affectée a {ip, sr,en} a {sr,cn}.
On pourra constater en outre que ]iliBC(A) < HEBC(A) et ggBC(A) <%pc(A),
pour tout A C 6.

La masse affectée a {bro, ple, pne}, par exemple, est transférée a {sr} dans le
premier cas, et a {ip, sr} dans le second cas. On peut l'interpréter comme une
croyance spéficique dans le fait que la maladie appartient « au moins au groupe
{sr} » dans le premier cas, et « au moins au groupe {sr} et peut-étre au groupe
{ip} » dans le second cas. O

1.3 Synthése

Le Modéle des Croyances Transférables est un cadre théorique, dans lequel
une fonction de masse m représente la connaissance de la valeur d’une variable
y a valeurs dans 2, & différents niveaux de précision. Divers outils permettent
de modéliser le caractére partiel que revét parfois cette connaissance. L’ensemble
des valeurs possibles de y peut ainsi étre restreint a un sous-ensemble B C (),
en conditionnant m® par rapport a B. Par ailleurs, la connaissance modélisée
par m* peut étre exprimée de maniére plus grossiére, en réduisant m® sur un
grossissement © de (). Réciproquement, le Principe du Minimum d’Information
permet de recouvrer une fonction de masse unique en déconditionnant une fonc-
tion de masse conditionnelle, ou en étendant une fonction de masse exprimée sur
un cadre grossier.
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. . . L. / .
TAB. 1.2 — Réduction intérieure de m% 5. sur O, et fonctions de croyance asso-

ciées.
Mapc M pe belypc | Pl ABC bagc 9 4Bc
0 0.5 0 0 0 0.5 1
{ip} 0 0 0 0 0.5 0
{sr} 0.49 0.98 0.49 0.5 0.99 0.5

{ip,sr} |0 0 0.49 0.5 0.99 0

{en} 0 0 0 0.01 0.5 0.01
{ip,en} |0 0 0 0.01 0.5 0

{sryen} | 0.01 0.02 0.5 0.5 1 0.01
{ip,sr,en} | 0 0 0.5 0.5 1 0

, . L. ’ .
TaB. 1.3 — Réduction extérieure de m% . sur ©, et fonctions de croyance asso-

ciées.
Mapc | Mape | belape | plape | basc GaBc

0 0 0 0 0 0 1

{p} |0 0 0 1 0 1

{sr} 0 0 0 1 0 1

(p,srt | 099 099 009 |1 009 |1
{end |0 0 0 0.01 0 0.01
{ip,en} |0 0 0 1 0 0.01
{sr,en} |0 0 0 1 0 0.01
{ip, sr,en} | 0.01 0.01 1 1 1 0.01
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Remarquons que ce formalisme de représentation de la connaissance généra-
lise le modéle Bayésien : une distribution de probabilité peut étre modélisée par
une fonction de croyance Bayésienne, et le conditionnement Bayésien est un cas
particulier de 'opérateur de conditionnement. Toutefois, un nombre important
de notions, dont le principe de déconditionnement, qui découle de I'utilisation
du Principe du Minimum d’Information, ainsi que le grossissement, le raffine-
ment et les notions qui leur sont associées, sont propres au Modéle des Croyances
Transférables.
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Chapitre 2

Combinaison de classifieurs

2.1 Introduction

Dans un probléme classique de reconnaissance des formes, on dispose d’un en-
semble d’apprentissage composé de vecteurs (ou formes) x, € R (p=1,..., P),
associés a une étiquette y, a valeurs dans 2 = {wy, ..., wk}. Un vecteur x, peut
étre vu comme la réalisation d’une variable aléatoire multidimensionnelle (de
loi généralement inconnue) ; I'étiquette y, indique sa classe d’appartenance. On
cherche alors a construire un classifieur, c’est-a-dire un algorithme permettant de
séparer 'espace des formes en régions correspondant aux classes, dans le but de
prédire la classe de tout vecteur x inconnu.

On distingue généralement les problémes de classification binaires, ot une
classe (dite positive) doit étre séparée d’'une autre (dite négative), des problémes
de classification multi-classes, pour lesquels [Q2] > 2. Ces derniers sont générale-
ment plus difficiles & résoudre : la répartition des classes dans 1’espace des formes
peut rendre le calcul des frontiéres complexe, comme l'illustre la figure 2.1. La
complexité d’un classifieur doit étre adaptée a celle du probléme abordé; dans le
cas de problémes avec de nombreuses classes, aux frontiéres non-linéaires, le cotit
d’apprentissage des classifieurs peut devenir important.

Remarquons qu’un certain nombre de classifieurs ont une formulation simple
dans le cas de problémes binaires : c’est notamment le cas de la régression logis-
tique [27], des arbres de décision binaires |7, 44|, ou des séparateurs a vaste marge
(SVM) [59, 6]. En conséquence, plutot que de résoudre un probléme multi-classes
au moyen d’un unique classifieur, une méthode alternative consiste a le décompo-
ser en sous-problémes binaires (ou dichotomies), résolus au moyen de classifieurs
binaires, puis a combiner les résultats ainsi obtenus. La fusion de capteurs hé-
térogeénes, ou l'indépendance des classifieurs combinés est généralement admise,
constitue un théme de recherche différent bien que voisin. De méme, nous dis-
tinguons le probléme abordé dans ce mémoire de la « fusion de classifieurs »[37],
qui vise a améliorer la qualité des performances de classification, en tirant parti
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FiG. 2.1 — Un probléme de classification multi-classes, & la frontiére de décision
non linéaire (gauche) ; un probléme binaire, avec une frontiére linéaire (centre);
un probléme binaire, avec une frontiére non linéaire (droite).

de la complémentarité de classifieurs entrainés a résoudre un méme probléme; ce
domaine de recherche ne sera pas abordé.

La méthode de combinaison mise en ceuvre dépend naturellement de 1’al-
gorithme d’apprentissage employé, comme du schéma de décomposition du pro-
bléme initial. On distingue parfois les classifieurs suivant la nature de leurs sorties

162].

Définition 2.1 (Classifieur de type I) Un classifieur de type I fournit une
décision 0 quant a la classe de X, ou une valeur réelle f dont la magnitude indique
une classe.

Par exemple, un réseau de neurones fournit K sorties z1, ..., zx et z; est d’autant
plus importante que x est proche de la classe wy, ; un SVM binaire linéaire fournit
une valeur f(x) d’autant plus grande (respectivement, faible) que la distance
entre x et la région associée a la classe négative (respectivement, positive) est
importante, x étant affecté a la classe positive si f(x) > 0, et a la classe négative
sinon.

Définition 2.2 (Classifieur de type II) Un classifieur de type II fournit une
liste d’étiquettes o1, ...,0;, interclassées par ordre de préférence relativement @
l’appartenance de x.

Définition 2.3 (Classifieur de type III) Un classifieur de type 111 fournit une
mesure de confiance (probabilité, possibilité, fonction de croyance) sur l'apparte-
nance de X auz classes.

Par exemple, la régression logistique permet d’estimer les probabilités d’apparte-
nance a posteriori P(wy|x).

Dans ce chapitre, nous présentons trois schémas de décomposition générale-
ment employés ; pour chacun, nous passons en revue les méthodes de combinaison
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proposées dans la litérature, en nous intéressant plus particuliérement aux clas-
sifieurs de type III.

2.2 Combinaison de classifieurs dans le cas d’une
décomposition 1-1

Définition 2.4 (Décomposition 1-1) Le schéma de décomposition un-contre-
un (ou 1-1) consiste a former C% dichotomies en opposant chaque classe a chaque

autre [34, 24].

Un ensemble de C% classifieurs &;; est donc construit ; par convention, ces classi-
fieurs sont définis pour tout j > i (pour chaque paire de classes). Remarquons que
chaque dichotomie ne faisant intervenir que deux classes, le nombre de vecteurs
a traiter est moins important que lorsque toutes les classes sont considérées.
Par ailleurs, la frontiére de décision entre les classes positive et négative peut
parfois étre approchée par un hyperplan. Par conséquent, suivant 1’algorithme
de classification employé et le nombre de classes du probléme considéré, le coftit
d’apprentissage global peut étre réduit de maniére significative par rapport au
probléme initial. Toutefois, ce gain de complexité a un prix : un classifieur &;,
entrainé a séparer w; de wj, n’a une connaissance incompléte de €2 : les informa-
tions correspondant aux classes wy, k ¢ {i, 7} ont été laissées de coté lors de son
apprentissage.

2.2.1 Combinaison 1-1 de classifieurs de type I
Reégles de vote et opérateurs d’aggrégation simples

Soient &;; le classifieur entrainé a séparer la classe w; de la classe w;, fi;(x)
la sortie de &;; lors de I'évaluation de x, d;;(x) la décision prise par &; pour la
classe w;, et 0;(x) = 1 — 0;;(x) la décision prise par &; pour w; :

— si fij(x) >0, 0;;(x) =1 et §;;(x) =0 : on choisit w; plutot que w;;

— sinon, d;;(x) = 0 et J;;(x) = 1 : on choisit w; plutét que w;.

Dans [34], la contrainte d;;(x) = 1 — d;;(x) est relaxée. Soit 6 un seuil fixé :

—si fij(x) >0, 6;5(x) =1et §;;(x) =0 la classe w; est retenue;

—si fij(x) < =0, 4;(x ) =0et 0;;(x) =1 : la classe w; est retenue;

— sl fij(x) € [— 9 6], 0;j(x) = 0;;(x) = 0 : les deux classes sont écartées, le

vecteur x est rejeté.
Les ¢6;; sont ensuite combinées avec un opérateur logique ET : pour chaque classe
w;, on définit 0;(x) = 1 si d;;(x) = 1 pour tout j # 4, et 6;(x) = 0 sinon. S'il
existe w; telle que §;(x) = 1, x lui est affecté; sinon, il est rejeteé.
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Dans [24, 36], les ¢;; sont combinées par vote : x est affecté a la classe wy

vérifiant
'maXKZ d;(x). (2.1)

Régle de vote négatif, associée a un modéle probabiliste
Cutzu 10| propose une autre interprétation de la sortie d;;(x) de &; :

d;j(x) = 1 revient a rejeter wy,
0;;(x) = 0 revient a rejeter w.

Un modéle de probabilités a posteriori est alors proposé, pour tout j # i. Soient
P(wy) la probabilité a priori de la classe wy, et €;; un facteur proportionnel a la
probabilité que &;; fournisse une sortie d;;(x) = 0 en évaluant un vecteur x dont
la vraie classe est w; :

P(w;|dij(x) =0) = €;P(w;), (2.2)
P(wg|dij(x) =0) = P(Wk)l(iI_PazI)P(wl))’ pour tout k # i . (2.3)

Le facteur €;; permet de déterminer la probabilité que le classifieur &;; vote en
faveur de la classe w; lors de I'évaluation d’un individu x € wj;; de maniere
similaire, €;; permet d’obtenir P(w;|d;;(x) = 1).

Lorsque les &;; fournissent une sortie continue f;;(x) € [0;1], il est proposé
d’interpoler entre les cas limites P(wy|d;;(x) = 0) et P(wy|d;;(x) = 1) pour obtenir
P(wg|d;j(x) € [0;1]) :

Plwi)(1 — €;P(wy))

P(wildij(x)) = (1 — fi;(x))eilP(wi) + fi;(x)

I—Plo)
Pl o) = Fo(esla) + (1 = fsf) DAL coBles)),
Planlfyx) = (1= o)~ A 0]
fij<x>P<w’“)1(1_EP(€jj§(“’j D kg i),

Dans le cas de sorties discrétes, les probabilités a posteriori sont obtenues en rem-
placant les probabilités P(wy|fi;(x)) par les expressions définies par les relations
2.2 et 2.3. On obtient alors :

g P = + Iog Pws) + Y- log 51— 8,60 + 1% 20 )

i 1 —P(wy)
+ 3 tog (%W%(x) + 11__€+i<:)’“>(1 _ 5kj(x))> (24)

k,j#i
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Dans le cas de sorties continues, les probabilités a posteriori sont obtenues en
remplagant d;; par f;;, pour tout ¢ # j. Si toutes les classes ont méme probabilité
a priori P(wy) = 1/K et si tous les €; sont égaux, la décision prise est équivalente
a celle obtenue par vote [24].

Transformation des décisions en fonctions d’appartenance

Abe et Inoue [1| proposent une méthode de combinaison 1-1 de machines a
vecteurs supports (SVM), ot la sortie f;;(x) d'un SVM &;; évaluant le vecteur x
est transformée en une fonction d’appartenance 7;;(x) de x a w; :

9= { ) B2 s

La fonction d’appartenance 7;(x) du vecteur x a chaque classe w; est ensuite
calculée au moyen de 'opérateur min :

mi(x) = min n;;(x), (2:6)

et le vecteur x est affecté a la classe wy pour laquelle 7, (x) est maximale.

Construction d’un graphe orienté acyclique

La méthode proposée dans [41] consiste a construire un graphe orienté acy-
clique, dont chaque noeud interne est associé a un classifieur &;;, et dont chacune
des feuilles correspond & une classe. Soient, a l'itération n, L™ la liste des classes
possibles pour x (& Dinitialisation, £° = Q), et d, et f, les indices des classes
en début et fin de liste, respectivement. A chaque itération, x est évalué par le
classifieur entrainé a séparer wy, de wy, :

— 8l 04,4, > 0, wy, est éliminée de la liste; la nouvelle liste est £ =

{wg,,...,ws,—1} :alétape suivante, x sera évalué par le classifieur &, 7,1 ;
— sinon, on a L™ = {wg,41,...,wy, } 1 X sera alors évalué par le classifieur
5dn+1 fn N

Aprés K — 1 étapes d’évaluation et de rejet, une feuille du graphe est atteinte, et
x est affecté a la classe correspondante. Cette méthode a fait 'objet de travaux
ultérieurs (33, 56].

2.2.2 Combinaison 1-1 de classifieurs de type 111

Soient &;; le classifieur entrainé a séparer la classe w; de la classe wj, r;;(x) la
sortie fournie par &; lors de 'évaluation d'un vecteur x, et 7;;(x) = 1 — r;;(x).
Soient P(-|x) la distribution de probabilité a posteriori quantifiant la connaissance
de la classe de x, p; = P(w;|x) et p;; = P(w;|w; ou w;, x) :

fLi; = Di
Y Di + Dy
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La sortie r;;(x) peut étre interprétée comme une estimation de p;; :

Le systéme défini par I’égalité stricte (2.7) compte K variables et C% contraintes
d’égalité. Par conséquent, la recherche de la distribution de probabilité P satis-
faisant :

et vérifiant (2.7), est un probléme surdéterminé, qui n’a généralement pas de
solution.

Combinaison des probabilités par sélection des sorties des classifieurs

Il est donc proposé dans [47| de sélectionner K — 1 équations parmi les C%
définies par (2.7); en tirant parti de la relation f;;/p;; = p;/pj, et en adjoignant
les contraintes (2.8)-(2.9), on peut définir un systéme linéaire dont la résolution
permet d’estimer les p;. Comme cela est souligné dans [42], les résultats obtenus
par cette méthode de combinaison sont trés dépendants des K — 1 équations
sélectionnées.

Price et al. [42] proposent donc une méthode d’estimation de P utilisant la
totalité des sorties 7; : en considérant que

Y P{wiwi}lx) = (K = 2)P(w) = ) P(wjlx) =1,
=Ll i=1

et en utilisant ’approximation (2.7), on obtient :
1
Di = 1 _ .
Zj;éi rij (K 2)

Remarquons qu’il est nécessaire de normaliser les p; ainsi obtenues pour obtenir
une distribution de probabilité.

(2.10)

Combinaison des probabilités par une procédure itérative

La méthode exposée dans [26]| consiste a calculer des estimations p; des p;,
en minimisant la distance de Kullback-Leibler négative pondérée £ entre les ;;
et les r;; fournies par les classifieurs, par une procédure itérative de descente de
gradient. Soit p le vecteur des p; :

p = argmin £(p), (2.11)
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sous les contraintes :

dopio= 1, (2.12)
pi > 0, pourtoutie{l,..., K}; (2.13)

ol le critére £ est défini par :

T 1-— T

i<j Hij — Hij

Cette méthode sera appelée par la suite méthode PCpl. Hastie et Tibshirani
remarquent que les p; peuvent étre écrits sous la forme :

=2 (z;;r—pl]) (pi ]jzpj) ' (219)

J#

En remplagant p;+p; par 2/ K dans le premier terme et chacun des seconds termes
par les r;; correspondants, on obtient des estimations simples des p;, notées pj, a
partir des 7;; :

2
J#i
Il est montré dans [26] que les p} sont dans le méme ordre que les p; : pour tout
(1,79), pf > p; si et seulement si Di > p;. s peuvent donc servir de valeurs de
départ pour la procédure de minimisation itérative, ou lorsque seules des décisions
sont requises.

Combinaison des probabilités par résolution de systémes linéaire

Dans [61], Wu, Lin et Weng proposent deux méthodes non-itératives permet-
tant d’estimer les p;, en se basant sur le travail présenté dans [26]|. La premiére
(qui sera appelée par la suite méthode PEstl) consiste a ne remplacer que p;;
par r;; dans I'équation (2.15) :

Pi +pj :

J#i

La théorie des chaines de Markov permet de montrer que la solution du sys-
téme défini par (2.17), sous les contraintes (2.8)-(2.9), est 'unique solution d’un
systéme linéaire :

Qp = p, (2.18)

K
dopio= 1, (2.19)
i=1
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ol la matrice @) est définie par :

Tij

sij #1,
. K—-1
Qi) =\ Sowwric . . (2.20)
——— 81) =1
K—-1

Wu et al. montrent que la solution p de ce probléme est le minimum global unique
d’un probléme d’optimisation convexe :

K 2

p = arg mpinz (Z TjiDi — Z Tijpj> : (2.21)
i=1 \jiji Ji

sous les contraintes (2.8)-(2.9). Motivés par cette formulation, les auteurs pro-

posent une autre méthode (appelée par la suite méthode PEst2), pour combiner
les 75 :

K
p=argmin s > 5 (e — vy (2:22)
i=1 jij#i
sous les contraintes (2.8)-(2.9). Les auteurs démontrent la redondance des contraintes
de positivité (2.8); le probléme est donc un probléme quadratique convexe avec
une contrainte d’égalité linéaire. D’aprés les conditions d’optimalité de Kuhn et
Tucker, le minimum global p de (2.22)-(2.9) peut donc étre déterminé en résolvant

un systéme linéaire :
e 0
ERINHEN =

ou e et 0 sont des vecteurs de taille £ x 1 dont les éléments sont respectivement
des 1 et des 0, b est le multiplicateur de Lagrange associé a la contrainte d’égalité
(2.9), et @ est la matrice définie par :

—ryiri; Sl #J,
QUG =9 Y 1% sii=j. (2.24)
S:8F£1

Combinaison des probabilités corrigées par ’opérateur moyenne

Comme cela est souligné dans [26], un classifieur 1-1 peut fournir des estima-
tions 7;; erronées, s’il n’a pas été entrainé a reconnaitre la classe réelle du vecteur
x évalué. Dans [39], il est donc proposé d’entrainer des classifieurs supplémen-
taires, dits correcteurs, a séparer les classes {w;,w;} de I'ensemble des autres, et
donc a calculer des estimations ¢;; des probabilités P({w;,w;}|x). En remplacant
dans (2.15) le numérateur p; + p; par g;;, on obtient des estimations pz des p; :

1
T

j>t
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Bien que susceptible d’améliorer la précision du processus de classification, cette
méthode (appelée par la suite méthode PEstCorr) nécessite d’entrainer C% clas-
sifieurs supplémentaires sur tout I’ensemble d’apprentissage, ce qui peut étre coti-
teux lorsque K est grand.

2.3 Combinaison de classifieurs dans le cas d’une
décomposition 1-T

Définition 2.5 (Décomposition 1-T) Le schéma de décomposition un-contre-
tous (ou 1-T) consiste a former K dichotomies en opposant chaque classe a toutes
les autres [8, 3].

La décomposition un-contre-tous ou 1-T consiste a construire un ensemble de K
classifieurs (un pour chaque classe). Le classifieur & est entrainé a séparer wy
de I'ensemble des autres classes : il est donc construit sur la base de tous les
exemples d’apprentissage. Cependant, il a une connaissance incompléte de €2 en
ce sens qu’il est incapable de discerner les classes wy, [ # k. Les classifieurs sont
moins nombreux dans le cas 1-T, mais peuvent étre plus coiiteux a entrainer. En
outre, les frontiéres de décision sont généralement plus complexes que dans le cas
d’une décomposition 1-1. Néanmoins, le traitement de sous-problémes binaires
permet généralement de réduire le cotlit d’apprentissage par rapport au probléme
initial.

Une comparaison du cott d’apprentissage global de ces deux méthodes a été
proposée par Fiirnkranz [25].

2.3.1 Combinaison 1-T de classifieurs de type I
Régles de vote

La regle du vote est la méthode la plus couramment utilisée pour combiner
des classifieurs 1-T. Soit & le classifieur entrainé a séparer la classe wy de {wy},
et Jx(x) la décision fournie lors de I’évaluation d’un vecteur x :

1 revient a affecter x a {wy}

RS 2.26
0 revient a affecter x a {wy} ; ( )

or(x) = {

le vecteur x est ainsi affecté a la classe wy telle que 6;x(x) = 1. En cas de conflits
(plusieurs classes remportent le nombre maximal de votes), il est proposé dans
[8] de recourir & une méthode probabiliste et d’affecter x a la classe ayant la plus
grande probabilité a priori.

Alternativement, la magnitude des sorties des classifieurs binaires peut étre
utilisée pour résoudre les conflits. Anand et al. [3] proposent de remplacer un
réseau de neurones multi-classes par un ensemble de réseaux 1-T; de maniére
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similaire, il est proposé dans [6] de résoudre les problémes multi-classes au moyen
de SVM binaires 1-T. Dans les deux cas, x est affecté a la classe w;, maximisant

fk (X) .

Transformation des décisions en fonctions d’appartenance

Inoue et Abe [30] considérent la combinaison de SVM, et proposent de ré-
soudre les conflits en transformant les sorties f;(x) en fonctions d’appartenance.
Soit 7;;(x) la fonction d’appartenance a w;, obtenue a partir de la sortie f;(x) du
classifiear & (j =1,..., K) :

B 1 si fi(x) > 1,
mi(x) = { fi(x) sinon;
{ 1 si fi(x) < —1,

—f;(x) sinon pour tout j # i.
J )

mij(x) =
L’appartenance 7;(x) de x a chaque classe w; est ensuite obtenue en combinant
les 77;; au moyen de l'opérateur min :
ni(x) = min_7;(x), (2.27)
7j=1,...,. K

)

et x est affecté a la classe wy, pour laquelle 7, (x) est maximale.

2.3.2 Combinaison 1-T de classifieurs de type III

Vannoorenberghe et Denceux [58] proposent de combiner les sorties d’arbres de
décision binaires 1-T au moyen de 'opérateur moyenne. Chaque arbre de décision
fournit une fonction de masse m?’“, définie sur un grossissement ©; = {9;, 0,;}
de Q :

o ({65}) = {wih,
o ({6:}) = {w,
ol py est le raffinement transformant O en (2. Les fonctions de masse m? sont

ensuite exprimées sur €2 au moyen de l'extension vide (présentée au paragraphe
1.2.2) :

k

mp({wr}) = m*({67)),
mp(Q\{w}) = mp*({6;}),
myp(Q) = m*(O);

ces fonctions de masse sont ensuite combinées par I'opérateur moyenne :

K
1
mf = = > mi. (2.28)
k=1
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2.4 Combinaison de classifieurs dans le cas d’une
décomposition par codes correcteurs d’erreurs

Définition 2.6 (Décomposition par codes correcteurs d’erreurs) La décom-
position par codes correcteurs d’erreurs (CCE) [16, 2] consiste a former N dicho-
tomies : la i dichotomie est formée d’un ensemble A7 C Q de classes positives

et d'un ensemble A; C Q) de classes négatives.

Il est évident que les deux ensembles sont nécessairement disjoints et non vides :

AF AT £ 00, (2.29)
AFTnA; = 0 (2.30

Dans la version proposée par Dietterich et Bakiri [16], chaque classifieur est en-
trainé a partir de 'ensemble des exemples d’apprentissage : A U A7 = Q. All-
wein, Schapire et Singer [2| proposent une approche plus générale, en relaxant
cette contrainte :

AfUA; C Q. (2.31)

Définition 2.7 (Matrice de codes) Une décomposition CCE est caractérisée
par une matrice de codes M = (ex;) (k = 1,...,K, i =1,...,N), dont la i
colonne indique le role de chaque classe wy dans l’ensemble d’apprentissage du
classifieur &;.

Ainsi, dans I'approche la plus générale définie dans [2], la matrice M est définie
par :

— epi = +1siwy, € Af,

— ey =—1lsiwg € AZ_,

— e =0siw, & A UA;.

Une ligne e; de M (i = 1,..., K) définit le code associé a la classe w;, qui peut
étre vu comme la signature de cette classe. Lors de I’évaluation d’un vecteur x,
un code ey, est généré a partir des sorties des classifieurs &, ..., Ey, puis comparé
aux e; ; le vecteur est affecté a la classe wy telle que d(eg, ex) est minimale, ou d
est une distance définissant une fonction de décodage.

Les propriétés de la matrice de codes déterminent celles du schéma de dé-
composition associé. En particulier, une distance de Hamming élevée entre deux
lignes de la matrice garantit qu'un nombre important de classifieurs sont entrai-
nés a séparer les classes correspondantes, I'une des classes étant classe positive,
et 'autre classe négative, lors de I’apprentissage de ces classifieurs. De méme, une
distance de Hamming élevée entre la colonne de la matrice associée au classifieur
& et celle associée au classifieur £, de méme qu’entre la colonne associée a &;
et le complément a un de celle associée a &, est liée & I'indépendance des deux
classifieurs : elle marque en effet la différence de composition entre les ensembles
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TAB. 2.1 — Matrice de codes 1-1 pour un probléme a quatre classes.

12 &3 Euu Eo3 Eu &
wy | +1 +1 +1 0 0 0
wy | -1 0 0O +1 +1 O
wy| 0 -1 0 -1 0 +1
wg | O o -1 0 -1 -1

TAB. 2.2 — Matrice de codes 1-T pour un probléme a quatre classes.

& & & &
w | 1 1 1 -1
wp | -1 +1 -1 -1
w3 -1 -1 +1 -1
wg | -1 -1 -1 +1

d’apprentissage des deux classifieurs. Les méthodes les plus récentes de construc-
tion d’une matrice de codes |9, 43| ne seront pas présentées dans ce mémoire.

Nous considérons dans ce mémoire le cas le plus général défini par Allwein et
al. |2], et nous adoptons par conséquent les notations associées. Dans ce cas, les
schémas de décomposition 1-1 et 1-T peuvent étre vus comme des cas particuliers
du schéma de décomposition CCE. En particulier, on retrouve le premier en
construisant toutes les dichotomies telles que |A;| = |A;| = 1, et le second en
considérant toutes les dichotomies telles que |Af| = 1 et |A;| = K — 1. Les
tableaux 2.1 et 2.2 présentent les matrices de codes respectivement associées aux
schémas de décomposition 1-1 et 1-T. On pourra ainsi constater que la matrice
associée au schéma 1-1 est caractérisée par une meilleure séparation des lignes et
des colonnes que le schéma 1-T. Cela suggeére que les classes sont mieux séparées,
et les classifieurs moins dépendants les uns des autres, dans le premier cas.

2.4.1 Combinaison CCE de classifieurs de type I

Dietterich et Bakiri proposent dans [16] de générer le code associé a x en
concaténant les décisions §; € {41, —1} prises par les classifieurs &; :

ex = ((51,...75]\7); (232)

la distance de Hamming dy (e, €;) entre ey et chacun des ey est alors calculée :

N
1 — exieri
dH(ex,ek):Z%, Vk=1,... K, (2.33)
=1
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et x est affecté a la classe wy pour laquelle dy (e, e;) est minimale. Dans le cas
général ou ey; € {+1,0,—1}, on remarquera que tout élément e; = 0 de M
contribue & faire augmenter la distance dy(ey, e;) définie par (2.33), quelle que
soit la valeur de ;.

Allwein et al. [2] remarquent que dg ne tient pas compte de la magnitude des
sorties f;(x) des &;. Ils définissent par conséquent une fonction de décodage dy,
tenant compte de cette valeur, par :

L(ex,er) = ) — 5 k=1 K (2.34)
=1

Cette fonction revient a utiliser (2.33) en générant le code ey par concaténation

des f;(x).

2.4.2 Combinaison CCE de classifieurs de type 111
Combinaison de classifieurs probabilistes

Passerini, Pontil et Frasconi [40] proposent d’utiliser une fonction de décodage
basée sur les probabilités conditionnelles fournies par les classifieurs CCE. Soit f
le vecteur de sorties formé par concanétation des f;(x).

Soit O I'ensemble de tous les codes e possibles; les probabilités a posteriori
des classes peuvent s’écrire :

P(wi|f) = ZIP’ wilex = e, f)P(ex = elf). (2.35)

ecO

En supposant que les classes sont indépendantes de f étant donné un code e, les
auteurs obtiennent :

P(wi|f) = ZIP’ wilex = e)P(ex = elf). (2.36)
ecO

En considérant que les valeurs eg; = 0 peuvent correspondre indifférement & une
valeur e,; = +1 ou ey; = —1, I'ensemble C;, des codes valides pour chaque classe
wy, est alors défini par ’ensemble des codes obtenus par substitutions des valeurs
er; = 0 par +1 ou —1. Soit C l'ensemble des codes invalides, c’est-a-dire ne
correspondant & aucune classe. Les auteurs proposent alors le modéle suivant :

1 sie €y,
Plwrlex =€) =4 0 siee Ci, pour ! + k, (2.37)
% sieeC.
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Soit P(C) = > ..z P(ex = elf) la masse de probabilité correspondant aux codes
invalides, et a = P(C)/K : cet élément collecte la masse de probabilité allouée
aux codes invalides, et constitue donc une mesure du conflit entre les différents
classifieurs. Cela induit :

P(wilf) = > Plex = eff) + (2.38)

ecCy,

En supposant que chaque élément e; de e est conditionnellement indépendant
des autres sachant f, et ne dépend que de 'élément f; de f correspondant, les
probabilités a posteriori sont obtenues par :

P(wi|f) = Z HIP’ exi = €il fi) + . (2.39)

e€eCy i=1

La probabilité d'un élément e; correspondant & une valeur eg; = 0 est indépen-
dante de la sortie fi(x) du classifieur & : la classe wy ne figure pas dans I’ensemble
d’aprentissage de &,. En supposant que cette probabilité est uniformément dis-
tribuée entre les réalisation possibles +1 ou —1, les codes valides e € C}, sont tous
équiprobables, ce qui améne :

P(wi|f) = H Plex; = ewi| fi) + a. (2.40)

i:ep; 70

La fonction de décodage proposée est alors :
dp(ex,ex) = —log P(wi|f). (2.41)

Affecter x a la classe minimisant dp(ey, ex) revient a 'affecter a la classe maximi-
sant les estimations des probabilités a posteriori P(wy|f), obtenues par I’équation
(2.40) & partir des probabilités conditionnelles P(eyx; = ey;|fi). Cette méthode
sera appelée par la suite méthode PEstP.

Zadrozny [65] propose de combiner les sorties de classifieurs CCE probabilistes
par une méthode similaire & celle proposée par Hastie et Tibshirani dans le cas 1-1
[26]. Soient pp = P(wi|x), p = (p1,...,pK)", et ¢ la probabilité conditionnelle
définie par :

G = P(A|ATUAT x) (2.42)
weAt P
. _Zear P (2.43)

D wpearua- P

L’auteur propose alors un algorithme itératif, inspiré de celui proposé dans [26],
pour calculer une estimation p de p minimisant la distance de Kullback-Leibler
entre les ¢; et les estimations r; des ¢; fournies par les classifieurs :

N
, 1 —
L(p) = an (ri log T + (1 —r;)log . 7%) , (2.44)

i1 4di — 4
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ol n; représente le nombre de vecteurs x appartenant aux classes wy € A U A; .

Huang, Weng et Lin [29] remarquent que I’algorithme proposé dans [65] ne
permet pas de toujours déterminer les p;, minimisant (2.44). Ils proposent alors
un autre algorithme, permettant de calculer la solution de ce probléme par mini-
misation itérative de la distance de Kullback-Leibler entre les r; et les ¢;. Dans le
cas 1-T, le résultat peut étre obtenu par résolution d’une équation non-linéaire a
une inconnue. Dans le cas 1-1, la procédure se réduit a celle proposée dans [26].
Cette méthode sera appelée par la suite méthode PCplBT.

Combinaison de fonctions de croyance par déconditionnement et somme
conjonctive

Dans [31, 32|, Janez et Appriou proposent plusieurs méthodes pour combiner
des sources d’information, fournissant des fonctions de croyance m?l, co Y
définies sur des cadres de discernement différents. Les fonctions de masse peuvent

étre déconditionnées sur €2 :
mi (AU (Q\ Q) =m¥(4), VACQ, V. (2.45)

Leur combinaison par la somme conjonctive peut alors étre effectuée.

Un processus moins conservatif que le déconditionnement peut étre utilisé
pour exprimer les fonctions de masse sur €2, en utilisant une connaissance sup-
plémentaire de compatibilité entre les atomes des différents cadres €2; et ceux du
cadre Q. Soit m?i une fonction de masse, que 1’'on cherche a déconditionner sur
le cadre commun  pour la combiner. Pour tout w € €, soit ¢;(w) C Q\
I'ensemble des hypothéses manquantes (non présentes dans €2;) fortement com-
patibles avec w, et ¢;(A) = |J 4 ¢i(w). La fonction de masse m;" est alors définie
sur €) par :

me (AU ¢(A) =mii(A), VACQ, V. (2.46)

)

Dans les deux cas, les fonctions de masse exprimées sur €2 sont alors combinées
par la somme conjonctive :

m? =mi@... @Omy. (2.47)

Combinaison de fonctions de croyance par correction des plausibilités

Une méthode dite de correction des plausibilités, permettant de combiner les
classifieurs sans effectuer de déconditionnement préalable, est introduite dans [31].
Soient pl?i et pl?j les plausibilités obtenues a partir des sorties des classifieurs &;
et &;, respectivement ; soit €2;; . = £2; N Q; 'ensemble des hypothéses communes
a €); et ;. Cette méthode se base sur une propriété de la régle de combinaison
conjonctive normalisée pour les plausibilités :

pli({wn}) = K12 ({weh)pli ({wr}), Vwr € Q
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ou K% = 1/(1 — mg(0)); et sur Pexpression de la régle de de conditionnement
pour les plausibilités :

Ici, & est considéré comme classifieur de référence, et £ comme apportant une
information supplémentaire correctrice. La fonction de plausibilité pl?j est réex-
primée en ce sens. On obtient, pour tout wy, € Q; \ Q;. (hypothése considérée
seulement par &;) :

pli({wr}) = K@ plf (Q0)ply" ({w})pl* ({wi}); (2.48)

pour tout wy € ;. (hypothése commune a &; et &) :

Pl ({wn}) = K pIg(Qupl (Que)plf™ (Lol (we}): (2.49)

pour tout wi € ; \ Q. (hypothése considérée seulement par &) :

Q; Q.
) plz<QZU ',c) ; Qz j.c Q;
P2 (fun}) = KO pIf (@) P o) g g P ) o ) (2.50)
pl; (Qiuj,c> pl] (Qiuj,c)
1
Les termes pl?"({wk}), pl‘?"(QiUﬂ) et # 7({wg}), inconnus, sont assi-
D zU]c

milés a la fonction de croyance vide plQ(Q) = 1. En outre, considérant que les
termes K lelg(QZ) sont communs a toutes les expressions et n'ont de ce fait
pas d’'influence sur la décision, les auteurs proposent de ne pas les estimer. Des

plausibilités relatives, incomplétes, notées ci-dessous pl sont alors calculées :

75

~Q

pl({wi}) = plF({wi}), Vi € U\ Quje; (2.51)
Pl ({wr}) = ?(M}) L (), Veor € Qg (2.52)
~Q . l; (QzUJ,) Q; w W , o

Pl ({wr}) = ? o ({or))s Ve € 0\ Qe (253)

L’aggrégation de plus de deux classifieurs se fait de maniére séquentielle; les
auteurs remarquent que les performances dépendent de I'ordre dans lequel elle
est effectuée, 'opérateur étant non associatif.

Dans [32], Janez et Appriou proposent d’étendre cette méthode au cas ou
une connaissance supplémentaire de compatibilité entre les atomes des différents
cadres est disponible. Les relations de compatibilité définies par ¢;(wy), pour tout
(i, k), permettent d’éviter certaines des approximations faites dans [31]. Ainsi,
la plausibilité de chaque hypothése reconnue par le classifieur de référence seul
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est réajustée, en fonction de la plausibilité des hypothéses qui lui sont fortement
compatibles : pour tout wy € €; \ Qiuj. (hypothése considérée seulement par &;),

Pl (fw}) = pI& (fwi}) ply” U fw ] (2.54)

cj(w)N{wg }#0

Les plausibilités de chaque hypothése commune aux deux classifieurs sont com-
binées : pour tout wy € ;;. (hypothése commune a &; et &),

Pl ({wr}) = pI ({on}) P ({wn}). (2.55)

Enfin, la plausibilité de chaque hypothése reconnue par le classifieur additionnel
seul est réajustée, en fonction du rapport des plausibilités données a €2;;. par
chacun des classifieurs et de la plausibilité des hypothéses qui lui sont fortement
compatibles : pour tout wy € ;\ Q. (hypothése considérée seulement par &;),

- B (O _ A
pli;({wr}) = w pl U {wd | o {wd). (2.56)
plj (Qiuj,c) ci(wp)N{wg } £0

Insistons que le fait que les valeurs ainsi obtenues ne constituent pas une distri-

bution de plausibilité. Seules, des valeurs ]z;lf;({wk}), proportionnelles aux plau-
sibilités des singletons wy, € €2 sont déterminées. Le vecteur x est ensuite affecté
a la classe de plausibilité relative maximale. Remarquons enfin que les méthodes
développées dans [31, 32| ont été proposées pour résoudre un probléme de fusion
de données multicapteurs. L’hypothése d’indépendance des capteurs est géné-
ralement faite, ce qui permet d’utiliser la régle de combinaison conjonctive pour
combiner les informations disponibles. Dans le cas de classifieurs entrainés a partir
de données communes, I’hypothése d’indépendance ne peut étre a priori acceptée.

Combinaison de fonctions de croyance par 'opérateur d’extension

Appriou propose dans [5] une méthode générique pour résoudre un probléme
de fusion de données multicapteurs, permettant de combiner un nombre quel-
conque de classifieurs distincts, définis sur des cadres de discernement différents.
Un opérateur appelé extension est construit, a partir des mécanismes de condi-
tionnement et déconditionnement, et de projection et extension vide. Nous pré-
sentons ici le cas de la combinaison de deux classifieurs &; et &;.

On suppose disposer de deux fonctions de masse m?i et m?j fournies respec-
tivement par les classifieurs &; et £;. Soient B; C 2; et B; C ;, deux groupes
d’attributs, et B = B; x Bj;. si les classifieurs sont indépendants, on peut définir

ZiXQj (B) = m?i(Bi)m?j (B,) ; sinon, la connaissance des dépendances entre €2
et ; permet de déterminer mgiXQj par mgiXQj(B) = m [Bj](B,-)m?j(Bj). On
notera pl;; la fonction de masse associée a m;.
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Soit x;; 'ensemble des couples (w;,w;) de €; x Q; qui sont considérés comme
admissibles, suivant le probléme traité. Soit pl?[B] une mesure de plausibilité,
qui formalise la connaissance des relations entre I'ensemble B = B; x B; observé
par les classifieurs &; et &, et la classe prédite suite a leur combinaison.

L’opérateur d’extension est défini par :

_ plI[BJ(A) pl*(B)

%A x B) = L . 2.57
( ) plgl><Q] (Fdij) ( )

La fonction de masse m™®*% <% associée a pl*%*% est ensuite déterminée ; dans

le cas ou cette derniére est incompléte (et ne permet donc pas de déterminer une
fonction de masse unique), on calcule la fonction de masse la moins spécifique
qui satisfait aux contraintes définies par (2.57). Enfin, la projection de m*$x%
sur €2 peut étre calculée, de maniére & obtenir une fonction de masse quantifiant
la connaissance de la classe du vecteur x évalué :

m?(A) = Y mP%AxB). (2.58)
BgQiij

Remarquons que le choix des cadres de discernement €;, {2; et (2, ainsi que la
connaissance des relations entre ces cadres (modélisée par plt[B]) et des couples
admissibles (déterminés par r;;) détermine la nature de la combinaison effectuée.
Appriou montre en particulier que les sommes conjonctive et disjonctive, ainsi
que d’autres opérateurs, comme celui proposé par Dubois et Prade [20], ou celui
proposé par Yager [63], peuvent étre modélisés. Soulignons que la question du
choix d’une régle particuliére pour la résolution d’un probléme donné n’est pas
élucidée.

L’opérateur d’extension ainsi défini a été proposé dans le cadre de la fusion de
données multicapteurs; il constitue donc une méthode générale de combinaison
de sources distinctes. Cependant, cette hypothése de distinction ne peut étre faite
lorsque les classifieurs sont entrainés a partir de données en partie communes. Les
résultats de la combinaison sont alors vraisemblablement tributaires de la régle
de combinaison modélisée, et en particulier de son comportement vis-a-vis de
I'interdépendance des classifieurs, qui n’est généralement pas connu a priori pour
un probléme donné.

2.5 Synthése

Dans ce chapitre, nous avons détaillé les différentes méthodes de combinaison
de classifieurs binaires proposées dans la littérature, dans le cas de décomposi-
tions 1-1, 1-T et CCE. Nous nous sommes intéressés plus particuliérement aux
méthodes permettant de combiner des mesures de confiance (probabilités, pos-
sibilités ou fonctions de croyance), et tenant compte des dépendances entre les
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différents classifieurs. Plusieurs méthodes proposées dans la littérature pour com-
biner des classifieurs probabilistes ont retenu notre attention.

— Une méthode itérative pour combiner des classifieurs CCE probabilistes,
appelée par la suite méthode PCplBT, consiste & minimiser la distance de
Kullback-Leibler entre les sorties des classifieurs et les probabilités condi-
tionnelles correspondantes [29] (dans le cas 1-1, elle est identique a celle
proposée dans [26]).

— Une méthode non-itérative pour combiner des classifieurs CCE probabi-
listes, appelée par la suite méthode PEstP, est basée sur un certain nombre
d’hypothéses concernant I'indépendance des classifieurs et les distributions
considérées [40].

— Deux méthodes non-itératives pour combiner des classifieurs 1-1 proba-
bilistes, appelées par la suite méthodes PEstl et PEst2, minimisent une
distance entre les sorties des classifieurs et les probabilités conditionnelles
correspondantes [61].

— Une méthode non-itérative permettant de combiner des classifieurs CCE
probabilistes, appelée par la suite méthode PEstCorr, inclut une étape de
correction des classifieurs, consistant & estimer la probabilité que le vecteur
évalué x appartienne a leur ensemble d’apprentissage [39].

Les analyses comparatives menées dans la plupart des articles |25, 57, 28|
montrent que le schéma 1-1 donne généralement de meilleurs résultats que le
schéma 1-T'; de méme, Dietterich et Bakiri [16] mettent en évidence la supério-
rité du schéma CCE sur le schéma 1-T. Cependant, Rifkin et Klautau soutiennent
dans une publication récente [48] que les résultats d’une combinaison 1-T sont
équivalents a ceux obtenus par les autres schémas de décomposition, lorsque les
classifieurs sont correctement régularisés. Cette polémique met en évidence le
comportement inégal de la combinaison de classifieurs selon le schéma de dé-
composition et les caractéristiques des classifieurs binaires employés, pour un
probléme donné. Nous aborderons ce point dans le chapitre 5.
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Chapitre 3

Combinaison de classifieurs binaires
dans le cadre du Modéle des

Croyances Transférables : cas d’une
décomposition un-contre-un

Dans ce chapitre, nous présentons une approche pour la combinaison de clas-
sifieurs binaires dans un cadre évidentiel, lorsque le schéma de décomposition
un-contre-un (ou 1-1) est employé : 'ensemble €2 des classes est décomposé en
paires de classes {w;,w; } ; par la suite, nous adopterons la notation Q;; = {w;,w;}.
Pour tout j > 4, un classifieur &;; est entrainé a séparer w; de wj, a partir des
vecteurs d’apprentissage appartenant a 2;;.

Rappelons que la problématique abordée doit étre distinguée de la fusion
d’informations issues de sources distinctes. Dans le cas présent, nous cherchons
a identifier la classe d’'un vecteur x évalué parmi un ensemble €2, en combinant
les informations fournies par les classifieurs binaires. Chaque classifieur &;; ap-
porte donc des informations incomplétes, étant entrainé a reconnaitre deux classes
w; et w; seulement ; et non distinctes, dans la mesure ou les informations utili-
sées pour le construire apparaissent également dans 1’ensemble d’apprentissage
d’autres classifieurs.

Le MCT, qui permet de représenter divers types de connaissance partielle,
semble donc étre un cadre théorique bien adapté pour modéliser le caractére
incomplet des informations disponibles, puis les combiner en tenant compte de
leur incomplétude et de leur caractere indistinct. Nous proposons ainsi plusieurs
méthodes de combinaison, dont les propriétés sont illustrées sur un jeu de données
synthétiques Synth représenté sur la figure 3.1. Deux types de classifieurs binaires
ont été utilisés : la régression logistique et les réseaux de neurones évidentiels,
présentés au paragraphe 5.1.2 du chapitre 5.
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Jeu de données Synth4Cl

-4+

oo

-10+

12+

O classe 0

+ Cclasse w,
classe 0y
classe 0,

-16 I I I I ]
-15 -10 -5 0 5 10

-14+

F1G. 3.1 — Jeu de données Synth, utilisé pour analyser les méthodes de combinai-
son.

3.1 Les sorties des classifieurs vues comme des
fonctions de masse conditionnelles

En assimilant le classifieur &; & un expert, on pourrait qualifier sa connais-
sance sur ) d’incompléte, en ce sens qu’il ignore tout des classes de {2 autres
que w; et w;. Les informations fournies par &;; lors de I’évaluation d’un vecteur x
peuvent donc étre modélisées par une fonction de masse m;;, valide a condition
que x appartienne a w; ou w;. Cette fonction de masse est donc par définition
conditionnelle a €2;;. Supposons que la connaissance de la classe réelle de x soit
modélisée par une fonction de masse m®; m;;, ne représentant qu’une fraction de
cette connaissance, peut étre interprétée comme le conditionnement de m® sur

Q

ij -

Le caractére partiel de la connaissance qu’a &;; de 2 se traduit donc par le fait
que ses sorties sont modélisées sur un cadre €2;;, obtenu en restreignant I’ensemble
des classes considérées a {w;, w;}.

Remarquons en outre que la plupart des méthodes de classification n’intégrent
pas de processus de détection de nouveauté : un classifieur &;; est généralement
incapable de déterminer si le vecteur x évalué est d’un type nouveau qu’il n’a
pas été entrainé a reconnaitre, c’est-a-dire si la classe réelle de x n’est ni w; ni
w;. Une fonction de masse fournie par un tel classifieur est donc définie sur un
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cadre ();; exhaustif : 'hypothése de la non-appartenance de x a €2;; n’est pas
envisagée. En d’autres termes, cette fonction de masse (que I'on notera m;;) peut
étre interprétée comme le conditionnement normalisé d’une fonction de masse m*
sur €2;; :

\ m?[Q;](4) o
mi;(A) = 1= m2[Q,](0)’ VACQ;, A#0, Vj>i; (3.2)
mi;(0) = 0. (3.3)
Rappelons que chaque classe wy, apparait dans I’ensemble d’apprentissage de
K — 1 classifieurs exactement : les fonctions de masse my, (Vk # i) ne sont donc
pas indépendantes, étant basées sur des informations provenant de sources non
distinctes. Elles ne peuvent donc étre simplement dénormalisées puis combinées
par la régle de combinaison conjonctive (1.18). Remarquons que I’équation (3.2)
peut s’écrire :

m?[Q;;](A) = m3(A)(1 — m?[Q;)(0), VACQy, A#0, Vi>j  (34)

Chaque cadre §;; compte quatre sous-ensembles : 0), {w;}, {w;} et ;;. La relation
(3.4) définit donc un systéme linéaire a 3 x C% équations et 25 — 1 inconnues, les
2% masses m®(C') étant lices par la contrainte Y. m?(C) = 1. La fonction de
masse définie par m®(()) = 1 vérifie :

m?Q](0) = 1, VQy;

Elle est donc une solution triviale du systéme défini par (3.4) ; pour I’écarter, une
contrainte de normalité m®(()) = 0 peut étre imposée. Les fonctions de masse m;;
ne sont généralement pas consistantes : il n’existe en général aucune fonction mfé
dont les conditionnements normalisés vérifient m[(;;]* = m}; pour tout j > 4.
Dans ce cas, le systéme défini par I’équation (3.4) n’a pas de solution. Il n’est
donc également pas possible de combiner les masses m;; par résolution directe de
ce systéme.

Tout comme dans la méthode présentée au paragraphe 2.2.2, nous proposons
de déterminer une solution approchée du systéme (3.4), en recherchant la fonc-

tion de masse m* la plus consistante possible avec les informations fournies par

les classifieurs. Formellement, m* est définie comme la solution du probléme

d’optimisation quadratique a 3 x C% équations et 2 — 2 inconnues consistant a

minimiser les écarts entre les conditionnements normalisés m[€2;;]* et les estima-
: *

tions m;; :

m =argminy Y (mQ)(4) - mi(4) (1 - mQ)@))"; (35)

>t @#AQQ”
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sous les contraintes :

m(A) 0, VYACQ, (3.6)
ZmQ(A) = 1
_ m*(P) = 0. (3.8)

Cette méthode sera appelée par la suite méthode MCT1-1.

Exemple 3.1 Soit un probléme a trois classes {wy,ws, w3} = Q, et un ensemble
de classifieurs &;;, ayant fourni les masses de croyance conditionnelles normalisées
suivantes :

mi,({wi}) = 0.174, miz({wi}) = 0.002, mi({ws}) = 0.073,
mi,({w2}) = 0.781, mi;({ws}) = 0.997, mis({ws}) = 0.915,

La combinaison de ces masses, par la méthode définie par (3.5)-(3.8), donne la
fonction de masse suivante :

77/1\*9(@) = 0.000, nﬁg({wg}) — 0.908,
frfg({wl}) = 0.006, an(ng) = 0.004,
TQ({M}) = 0.071, ni*Q(Q%) = 0.010,
m* () = 0000, m* (Q) = 0.001;

*

i, au sens du critére (3.5). [

cette masse est la plus proche des estimations m

La figure 3.2 montre les probabilités conditionnelles r3,, 73, et 5, obtenues
par régression logistique lors du traitement des données Synth. Les fonctions de
masse conditionnelles Bayésiennes mj,, m3, et mj, en sont directement déduites :
on a mfy(0) = mf;({wiwy}) = 0, et my({wid) = 5, my({w;}) = 1 — 75, pour
tout 5 > 1.

Les masses m*({ws}) et m?*({ws}), obtenues en combinant les fonctions
de masse m;; par la méthode MCT1-1, sont représentées sur la figure 3.3. Les
masses attribuées aux éléments focaux non singletons sont négligeables et n’ont
pas été représentées. On constate que m({ws}) est trés proche de moz({ws}),
a la frontiére entre wy et ws; et de mss({ws}), a la frontiére entre ws et wy :
dans ces régions, les courbes de niveau correspondent a celles de ri5 et r93. La
résolution du probléme d’optimisation permet de déterminer un compromis entre
les informations fournies par les classifieurs binaires. A la frontiére entre ws et wy,
la masse m*({ws}) obtenue par combinaison correspond donc aux informations
fournies par le classifieur £54. A la frontiére entre les classes wo, ws et wy, un
compromis est déterminé entre les sorties des classifieurs E»3, Ea4 et E34, ce qui se
traduit par des courbes de niveau non linéaires.
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F1G. 3.2 — Courbes de niveau des probabilités conditionnelles 73, (haut-gauche),
r3, (haut-droite), et rj5, (bas), obtenues par régression logistique.
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FIG. 3.3 — Courbes de niveau des masses combinées m?*({ws}) (gauche) et
m®*({ws}) (droite), obtenues par la méthode MCT1-1.
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F1G. 3.4 — Courbes de niveau des probabilités pignistiques BetP*(w3) (gauche)
et BetP*(w,) (droite), obtenues par la méthode MCT1-1.

Les probabilités pignistiques correspondant Bet P*(ws3) et Bet P*(wy4) sont re-
présentées sur la figure 3.4. La combinaison fournit une fonction de masse presque
Bayésienne, une masse de croyance négligeable étant parfois allouée aux éléments
focaux non singletons. Par conséquent, les probabilités pignistiques calculées sont
trés proches de cette fonction de masse.

Remarquons qu’ici, les classifieurs pertinents pour reconnaitre une classe wy
sont aussi nombreux que les autres. On peut tout de méme relever des cas ot un
classifieur, a priori non pertinent, s’avére influencer le classement de x.

Exemple 3.2 La figure 3.5 montre un individu x pour lequel

T3 = 0.535, 134 0.587, 73, 0.808.

La classe wy est préférée a chaque autre par le classifieur correspondant. Cepen-
dant, la combinaison des masses Bayésiennes obtenues a partir des r;; donne :

m*({wi}) = 0.003, Mm?*({ws}) = 0408, m**({ws}) = 0.412;
mP*({wy}) = 0.165, m?*({ws,ws}) = 0.012.

La probabilité pignistique associée est définie par Bet P*(w;) = 0.003, Bet P*(ws) =
0.408, BetP*(ws) = 0.418 et BetP*(wy) = 0.171 : x est donc affecté & wz. Ce ré-
sultat est dii au fait que les probabilités 73, et 73, sont proches de 0.5, tandis que
T3,, plus élevée, joue un role déstabilisateur dans le calcul de la solution. Bien qu’il
soit ici difficile d’apprécier visuellement 'appartenance de x, cet exemple suggére
que l'occurence de tels cas de déséquilibre pourrait augmenter avec le nombre
de classifieurs non pertinents, qui croit plus vite que le nombre de classifieurs
pertinents en fonction du nombre de classes. O
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F1G. 3.5 — Exemple d’influence d'un classifieur sur la décision aprées combinaison.

3.2 Estimation de la pertinence des classifieurs bi-
naires

La résolution du probléme défini par (3.5)-(3.8) donne une solution e com-
patible avec les fonctions de masse normales m;; fournies par les classifieurs &;.
Or, comme le soulignent Hastie et Tibshirani [26], un classifieur &;; évaluant un
vecteur x peut fournir des informations erronées, s’il n’a pas été entrainé a re-
connaitre la classe réelle de x. Assimilons un tel classifieur & un expert : il peut
étre considéré comme ignorant, en ce sens qu’il ne dispose pas de la connais-
sance nécessaire & une évaluation pertinente de x. L’ignorance de &;; dépend
donc clairement de I'appartenance de x a I’ensemble d’apprentissage €2;; de &;;. 11
semble donc naturel d’évaluer la pertinence de &;; en estimant la plausibilité que
x appartienne a (2;;; la relation suivante met en évidence le lien entre ces deux
concepts :

meQ,]0) = Y m%(4) (3.9)

Amﬂij:@
= 1- Y m%A) (3.10)
ANQ;#0
= 1—pl()). (3.11)

Cette étape d’estimation de la pertinence pl(§2;;) de &, pour tout j > 4, peut
évoquer le calcul des estimations ¢;; = P(€;;) [39] présenté au paragraphe 2.2.2.
De maniére similaire, cette information peut étre intégrée aux fonctions de masse

m7; en les dénormalisant : en reprenant (3.4), on obtient alors une estimation
sous-normale m;; des conditionnements m|€;;], pour tout j > i, par :
mig(A) = pl(Qimi(A), VAC Qi A4 D (3.12)

m”(@) = 1—pl(Qij>- (3.13)
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L’opérateur de conditionnement défini par I’équation (1.3) étant une application
linéaire, chaque terme m[€2;;](A) peut étre écrit comme une combinaison linéaire
de masses m**(C), avec C' C Q. Un cadre 2;; comptant quatre sous-ensembles, les
relations (3.12)-(3.13) définissent un systéme de 4 x C% équations linéaires et 25 —
1 inconnues, les 25 masses m*?(C') étant liées par la contrainte Y, m?(C) = 1.
Comme dans le cas précédent, les fonctions de masse m;; ne sont généralement pas
consistantes : il n’existe en général aucune fonction m dont les conditionnements
vérifient m®[Q;;] = my; pour tout j > 4. Dans ce cas, le systéme défini par
I'équation (3.1) n’a pas de solution exacte.

On propose donc de déterminer une solution approchée en résolvant le pro-
bléme d’optimisation défini par (3.14)-(3.16), consistant & minimiser les écarts
entre les conditionnements m®[(2;;] et les estimations m;; [45] :

= arg mlnz Z mZ-j(A))2 : (3.14)

j>i ACQj;

sous les contraintes :
m(A) > 0, VACQ, (3.15)
> m%4) = L (3.16)

ACQ

Cette méthode sera appelée par la suite méthode MCTCorrl-1. Soulignons qu’elle
peut étre utilisée pour combiner des classifieurs fournissant directement des fonc-
tions de masse sous-normales.

Exemple 3.3 Reprenons 'exemple 3.1. On suppose disposer des plausibilités
plia = 0.754, plis = 1 et plog = 1. On obtient les estimations sous-normales m;;
suivantes :

mlg((Z)) = 0246, m13( ) = 0000, m23( ) = 0000,
mlg({wl}) = 0131, mlg({wl}) = 0002, mgg({WQ}) = 0073,
mlg({u)g}) = 0589, m13({w3}) = 0997, m23({w3}) = 0.915.
mlg(Qm) = 0034, m13<913> == 0001, mgg(Qgg) = 0.012.

La combinaison de ces estimations, par résolution de (3.14)-(3.16), donne :

m({ws}) = 0.074, m(Qz) = 0.116,
’fﬁ({w:;}) = 0534, T/T\L(Qgg) = 0276,

les autres masses étant nulles. Les conditionnements de m sur les 2;; donnent :

m[ 2] () = 0.534, m[3](0) = 0.074, m[a3](0) -
fﬁ[ng]({wl}) = 0116, T/T\L[ 3]({w1}) = 0000, 7?1[923]({&)2}) = 00747
mQs)({we}) = 0350, Mm[s]({ws}) = 0810,  m[Qy)({ws}) = 0.650,
T/fL[ng](ng) == 0000, 7/7\1[913](913) == 0116, fﬁ[ng](ng) == 0276,
qui sont les meilleures approximations des m;; au sens du critére (3.14). U
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L’estimation d’une distribution de plausibilité a partir de données est un pro-
bléme qui fait actuellement 1'objet de recherches. Plusieurs solutions ont été pro-
posées dans le cas de données monodimensionnelles [17, 38| ; I'extension de ces
méthodes au cas multidimensionnel reste & ce jour un probléme non résolu.

Plutét que d’estimer directement chaque plausibilité pl(€2;;) que x appar-
tienne au domaine €2;;, nous proposons d’utiliser des classifieurs & une classe,
pour associer a chaque classe wy, € € une plausibilité d’appartenance pl({wy}).
Un classifieur a une classe n’est pas un outil de classification supervisée : il per-
met de déterminer une région de ’espace correspondant a un groupe d’individus,
représentés par des vecteurs d’attributs non étiquetés. Il s’agit donc davantage
d’un outil de description des données que de discrimination.

Ces plausibilités pl({wy}) peuvent alors étre combinées par paires pour ob-
tenir les pl(€;;). Remarquons que toute plausibilité pl(€;;) satisfait la relation
suivante :

max [pl({w;}), pl({w;})] < pl(€;) <min (L, pl({wi}) +pl({w; D] (3.17)

Les pl({wk}) peuvent donc étre combinées au moyen d’une conorme triangulaire,
ou t-conorme. Un tel opérateur est défini comme une application ® : [0, 1] X
[0,1] — [0, 1], commutative, associative, monotone et admettant 0 pour élément
neutre :

TOYy = you,
tOYoz) = (0Y) Oz
rOy<zoOt si x<zety<t,

r00 = =

On peut montrer que 'opérateur vérifie en outre :

r©y > max(z,y),
r®1 = 1.

Les plausibilités pl({wy}) peuvent donc étre combinées en utilisant une t-conorme
vérifiant  ® y < min[l,z + y|. L’utilisation de la t-conorme probabiliste donne
le résultat suivant :

pl(S%;) = pl({wi}) + pl({w;}) — pl{wi})pl({w;}). (3.18)

La figure 3.6 montre les plausibilités pl®({ws}) et pl®({ws}), obtenues au
moyen de classifieurs a une classe ; et la plausibilité pl(€2s4), obtenue en combi-
nant pl({ws}) et pl*({ws}) au moyen de la t-conorme probabiliste. Ces données
permettent de dénormaliser les masses m;; fournies par les classifieurs binaires.
Les masses sous-normales mss({ws}) et msy({ws}) sont représentées sur la figure
3.7 (rappelons que m;;(0) = 1 — pl(€;), pour tout j > 7). On constate que les
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FIG. 3.6 — Courbes de niveau des plausibilités pl®({ws}) (haut-gauche) et
pl({ws}) (haut-droite), obtenues au moyen de 1-SVM; et pl(€234) (bas), ob-
tenue par combinaison des deux précédentes par la t-conorme probabiliste.
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Fi1G. 3.7 — Courbes de niveau des masses mss({ws}) (gauche) et msy({ws})
(droite), obtenues en dénormalisant la fonction de masse ms},.
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FIG. 3.8 — Courbes de niveau des masses combinées m()) (haut-gauche),
m({ws}) (haut-droite), m({w,}) (bas-gauche) et m({ws,ws}) (bas-droite), ob-
tenues par la méthode MCTCorrl-1.

masses mzy({ws}) et may({ws}) sont élevées dans les régions de forte densité des
classes w3 et wy, respectivement. On peut en outre constater qu’a la frontiére
entre ws et wy, les courbes de niveau de ces masses correspondent a celles de
mss({ws}); dans les autres régions frontaliéres de ces deux classes, elles corres-
pondent & celles de pl*(€234). Les informations fournies par £34 sont donc utilisées
pour séparer ws de wy, et celles fournies par les classifieurs a une classe, pour sé-
parer {234 du reste de I’espace. Contrairement & la méthode MCT1-1, la méthode
MCTCorrl-1 permet de déterminer le degré de participation de chaque classifieur
dans 1’élaboration de la solution.

Les masses m(0), m({ws}), mE({ws}) et m?({ws,w4}), obtenues en combi-
nant les fonctions de masse sous-normales m;; par la méthode MCTCorrl-1, sont
représentées sur la figure 3.8. Il est intéressant de noter que la masse m({ws,ws})
est significative a la frontiére des classes w3 et wy. L’attribution d’une masse de
croyance aux éléments non singletons permet d’améliorer 'adéquation entre les
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F1G. 3.9 — Courbes de niveau des probabilités pignistiques BetP*(w3) (gauche)
et BetP*(wy) (droite), obtenues par la méthode MCTCorrl1-1.

fonctions de masse m;; et les conditionnements m|[€2;;| de la fonction de masse
recherchée : lors d’un conditionnement, cette masse est plus libre que celle allouée
aux singletons. On pourra constater que les probabilités pignistiques Bet P*(ws)
et BetP*(w,), représentées sur la figure 3.9, sont beaucoup plus proches des fron-
tieres des classes que dans le cas de la méthode MCT1-1.

Exemple 3.4 Reprenons I’exemple 3.2. Les plausibilités d’appartenance aux paires
de classes sont pl(€Q12) = pl(Qa3) = pl(24) = 1, pl(Qy3) = 0.653, pl(Q14) = 0.619,
et pl(£234) = 0.867. Les fonctions de masse dénormalisées sont définies par my =
My, M3 = Mg, Moz = M, €t :

my3(0) = 0.347,  my(0) = 0381,  mau(0) = 0.132,
mlg({u)g}) = 0653, m14({w3}) = 0619, m34({w3}) = 0701,
m34({w4}) = 0.167.

Leur combinaison donne la fonction de masse suivante :

m({ws}) = 0.169, Mm?({ws,w3}) = 0.342, MmP({ws,ws}) = 0.209.
m({w,ws}) = 0057,  MmP({w,wa}) = 0.223,

La probabilité pignistique associée est définie par Bet P*(w;) = 0.028, Bet P*(ws) =
0.452, BetP*(ws3) = 0.304, BetP*(ws) = 0.216. Remarquons que ’attribution
d’une masse de croyance non nulle & {wy,ws}, {ws, w3}, {wa,ws} et {ws,wy} re-
flete la difficulté de distinguer la classe d’appartenance de x. A présent, x est
affecté a wo, I'influence du classifieur &34 sur la décision finale ayant été amoin-
drie par I'estimation des plausibilités d’appartenance. 0
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3.3 Cas de classifieurs binaires probabilistes

Un classifieur binaire &;; probabiliste fournit une distribution de probabilité
définie sur €);;. Soit r7; la probabilité de la classe w; fournie par &;, et 7}, =
L= (les notations du paragraphe 2.2.1 ont été adaptées pour insister sur le
caractére normalisé des sorties de &;;). On peut l'interpréter comme une fonction
de masse m;; Bayésienne, définie par m;;({wi}) = rj;, mj;({w;}) = 7. Ces my;
peuvent alors étre combinées en utilisant la méthode définie par (3.14)-(3.16),
aprés estimation de la pertinence pl(£2;;) des &;;.

Par ailleurs, les sorties des &;; peuvent aussi étre interprétées comme des
esgimations des probabilités pignistiques BetF}; associées aux conditionnements
m [QZ]] :

ri = BetPj(w), (3.19)
ri; = BetPj(wj). (3.20)
On rappelle que BetP}; est définie par :
BetB <w2>
BetP(w;) = g , 3.21
) = a0, 10) 320
BetP;;(wj)
BetPi(w;) = AN D 3.22
€ 1) (wj) 1— mQ[Qm](@) ( )

ici, BetFP;; est la distribution de probabilité pignistique « non normalisée », cal-
culée & partir de m®[(;;], définie par :

m?[Q;;] ()

BetPyw) = mPl0y)(fw)) + " (3.23)
BetPy(ey) = mP(0y)(fw)) + ") (3.21)

en faisant apparaitre explicitement l'ignorance des &;; dans les équations (3.19)-
(3.20), on obtient :

ri(L=m[Q](0)) = BetPyj(w;) (3.25)
(1 =m[Q;](0)) = BetPy(w;). (3.26)
L’estimation de la pertinence pl();;) des &; permet de calculer les estimations
non normalisées 7;; = pl(Qij)r;“j. De méme que précédemment, on peut alors
rechercher la fonction de masse m la plus consistante possible avec les Tij,
en imposant en outre que chaque masse m[€;;](0) soit proche de I'estimation
m;;(0) = 1 — pl(£;) correspondante :

M = argmin Y (BetPy(w;) — rij) +(BetPyy(w;) — rji)*+(m"[;](0) — 1 +pl())"

Q;;CQ

(3.27)
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sous les contraintes (3.15) et (3.16). Cette méthode sera appelée par la suite
méthode MCTProb.

Exemple 3.5 Considérons un probléme a trois classes {wy,wq, w3} = Q. Suppo-
sons que des classifieurs probabilistes ont donné les probabilités conditionnelles :
riy = 0.843, ri; = 0.810 et 735 = 0.665, et les classifieurs a une classe, les esti-
mations suivantes des plausibilités d’appartenance : pl({w;}) = 1, pl*({wy}) =
0.444, pl({ws}) = 0.624.

En utilisant la t-conorme probabiliste définie par (3.18), on obtient :

plio =1, plis=1, plys=0.791,
desquelles nous déduisons 119 = 17y, 191 =1 — 1]y ; 113 =715, 131 = 1 — 15 et
To3 = rysplag = 0.526, 1r3a = (1 — 133)plas = 0.265.
La minimisation de (3.27) donne la fonction de masse suivante :
m({w}) = 0.223, M ({wi,ws}) = 0.464, M ({wy,ws}) = 0.313,

toutes les autres masses étant nulles. En conditionnant m® sur chaque 2, et en
calculant les probabilités pignistiques correspondantes, on obtient Bet Py (w;) =
0.768, BetP};(w1) = 0.843, et BetPy;(wy) = 0.597, qui approchent les sorties des
(c;ij. O

La figure 3.10 montre les masses M ({ws}), M ({wa}), M ({ws, wa}) et M ({ws, w3, wa}),
obtenues en combinant les r7; et les pl(€;) par la méthode MCTProbl-1. On
constate que les éléments focaux non singletons recoivent plus de masse par la
méthode MCTProbl-1 que par la méthode MCTCorrl-1 : la masse donnée a
{ws,wy} est plus élevée, et I'élément {wy,ws, w4} recoit une masse significative,
tandis qu’elle est nulle dans le cas de la méthode MCTCorrl-1.

Les probabilités pignistiques correspondantes BetP*(ws) et Bet P*(w,) sont
représentées sur la figure 3.11. Soulignons que bien que les masses de croyance
calculées par les deux méthodes soient différentes, les probabilités pignistiques
correspondantes présentent une certaine ressemblance.

3.4 Reéduction de la complexité

Le nombre de sous-ensembles de €2 augmente exponentiellement avec K = [Q];
cela constitue un obstacle a la résolution de problémes de classification comptant
un grand nombre de classes. Ainsi, pour un probléme de reconnaissance de ca-
ractéres comptant K = 26 classes, le nombre d’éléments focaux de la fonction
de masse m® modélisant la connaissance de la classe réelle d'un vecteur évalué,
peut atteindre 226 = 67108864. Nous proposons de réduire cette complexité en
limitant le nombre d’¢léments focaux de la fonction de masse m‘ recherchée.
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FIG. 3.10 — Courbes de niveau des masses m‘({ws}) (haut-gauche), m?({ws})
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F1G. 3.11 — Courbes de niveau des probabilités pignistiques Bet P*(w3) (gauche)
et BetP*(w,) (droite), obtenues par la méthode MCTProbl-1.

Cela peut étre fait en identifiant les L < K classes w; de plus grande plausi-
bilité pl®({w;}), et en traitant les K — L autres comme une classe unique. Soient

w(1), - - -, W(K) les classes ordonnées par plausibilités décroissantes, c’est-a-dire vé-
rifiant :

Pl ({wmy}) = - = pl*({wio })- (3.28)
Soient 0; = {w()}, pour i € {1,...,L}, et 041 = {W(41),-- -, W)} L'ensemble
© = {0,...,01,1} constitue une partition de €. Les classes de 6.1 n’ont pas

besoin d’étre discernées les unes des autres : il est peu plausible que 'une d’elles
soit la classe de x. Nous définissons ainsi les sous-ensembles de © comme étant
les éléments focaux potentiels de m® ; le nombre de variables du probléme d’op-
timisation est donc réduit de 2% a 2LJrl

Exemple 3.6 Considérons un probléme Q = {wy, wy,ws, wy, ws }. Soient pl?({w;}) =
0, pl*({wo}) = 0.1, pl?({ws}) = 0.7, pl*({ws}) = 0.3 et pl*({ws}) = 0.05 les plau-
sibilités calculées en évaluant un vecteur x. Supposons que ’on souhaite conserver
les deux classes pour lesquelles la plausibilité d’appartenance est la plus élevée.
On définit donc 0; = {ws}, O = {ws} et O3 = {w1, ws,ws}, et on autorise M &
attribuer de la masse aux huit éléments suivants : (), 61, 0o, 03, 61 Uby = {w3, w4},
0 U O3 = {wy, ws,ws,ws }, O U3 = {wy, wa, wy,ws}, et L O

Lorsque les plausibilités pl?({wy}) ne sont pas estimées pour les besoins de
la méthode, on propose de les calculer a partir des fonctions de masse m;;. Les
fonctions de masse m;; sont tout d’abord déconditionnées sur le cadre €2 :

mi({wi}) = mi({wi}),
mi({wi}) = mi{ws}),
mg(Q) = my(Qy)-
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La plausibilité pl% associée a une fonction de masse m% dénormalisée est obtenue
par :

P = mioh +mi(e),
P} = mEw) +mi(e),
pwd) = L Ve E (i)

On propose de combiner les différentes fonctions de plausibilité obtenues par
I'opérateur moyenne : pour tout k € {1,..., K},

Pl ({wi}) = ZPZ ({wr})-

j>z

3.5 Synthése

Dans ce chapitre, nous avons formalisé la combinaison de classifieurs binaires
dans le cadre du MCT, lorsque le schéma de décomposition un-contre-un est em-
ployé. Les sorties de chaque classifieur sont interprétées comme des informations
définies sur des conditionnements du cadre initial €2 : la connaissance modélisée
par de telles fonctions sont donc incomplétes, certaines hypothéses sur la classe
de l'individu x évalué étant ignorées.

Les classifieurs sont combinées en calculant la fonction de masse m® la plus
consistante avec les informations disponibles, par résolution d’un probléme d’op-
timisation quadratique. Nous proposons plusieurs méthodes suivant le nombre et
la nature de ces informations. Les fonctions de masse fournies par des classifieurs
crédaux peuvent étre directement combinées, ou préalablement dénormalisées au
moyen de plausibilités d’appartenance, de maniére & modéliser la pertinence des
classifieurs. Une variante permet de combiner des classifieurs probabilistes, dont
les sorties sont vues comme des estimations de probabilités pignistiques.

La complexité peut étre réduite en limitant le nombre d’éléments focaux de
m*, en identifiant les classes les plus plausibles et en aggrégeant les autres en une
classe unique.
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Chapitre 4

Combinaison de classifieurs binaires
dans le cadre du MCT :
décompositions un-contre-tous et
par codes correcteurs d’erreurs

Dans ce chapitre, nous formalisons la combinaison de classifieurs binaires dans
le cadre du MCT, lorsque le probléme est décomposé suivant un schéma un-
contre-tous (ou 1-T'), puis suivant un schéma par codes correcteurs d’erreurs (ou
CCE).

Dans le premier cas, chaque dichotomie de €2 est obtenue en opposant une
classe wy a ’ensemble des autres. Un classifieur &, est alors entrainé a séparer
{wr} de {w}, & partir de tous les vecteurs d’apprentissage. Les informations qu'’il
fournit sont donc incomplétes, dans la mesure ou & est incapable de discerner
les unes des autres les classes du sous-ensemble {w;}. Ces informations sont éga-
lement indistinctes, tous les classifieurs ayant été entrainés a partir de la totalité
des individus d’apprentissage.

Dans le cas d'une décomposition CCE, chaque classifieur &; est entrainé a
reconnaitre deux groupes de classes A et A; 1'un de l'autre. Le classifieur est
donc incapable de discerner les classes au sein de chaque groupe; il peut de plus
ignorer certaines classes de (2, qui n’appartiennent ni & A ni a A;. Dans ce
schéma de décomposition, on retrouve donc le caractére incomplet des informa-
tions manipulées dans les cas de décompositions 1-1 et 1-T.

Comme dans le chapitre 3, les méthodes présentées sont accompagnées d’exemples
numeériques et visuels tirés du jeu de données synthétiques Synth. Les classifieurs
binaires utilisés ici sont les arbres de décision et les réseaux de neurones éviden-
tiels, décrits au paragraphe 5.1.2 du chapitre 5. Afin de faciliter 'appréciation
des propriétés des méthodes, les graphiques présentés dans ce chapitre ont été
obtenus a partir d’arbres de décision simples, élagués de maniére a avoir une
profondeur inférieure ou égale a 2.
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4.1 Combinaison de classifieurs dans le cas d’une
décomposition 1-T

Nous considérons dans ce paragraphe le cas d’une décomposition 1-T : les
dichotomies de €2 sont obtenues en opposant chaque classe wy a I’ensemble W, des
autres. Un classifieur &, est alors entrainé a séparer wy de Wy, a partir de tous les
vecteurs d’apprentissage.

4.1.1 Les sorties des classifieurs vues comme des réductions
extérieures sur des cadres grossiers

Lors de I'apprentissage du classifieur &, aucune distinction n’est faite entre
les classes appartenant au sous-ensemble {wy }. Les sorties fournies par & lors de
I’évaluation d’un vecteur x peuvent donc étre interprétées comme une fonction
de masse m*, définie sur un grossissement Oy du cadre initial Q |58, 46] :

on = {0f.6:}; (4.1)
o (167)) = {weh,
pe({6:3) = {wid,

ou l'application p; est le raffinement permettant de transformer ©; en (). La
figure 4.1 représente le grossissement O, associé au classifieur &. Ici, le caractére

Fi1G. 4.1 — Grossissement O, associé au classifieur &;.

. . o e
partiel de la connaissance quantifiée par m, "

se traduit donc par le fait que le
degré de granularité de ©, ne permet pas de discerner les classes w; € m

Le tableau 4.1 illustre les correspondances entre les éléments focaux A C 2
d’une fonction de masse m® et ceux de sa réduction intérieure m®* sur 6. Il
montre en particulier quune partie de la masse m® ({6;"}) peut provenir d’un
élément {w,}UC, C C {wy} : on ne peut donc assimiler m®*({#;}) a la croyance
que X appartient a wy. De plus, une partie de m®* () pouvant avoir été transférée
d'un élément C' C {wy}, m® (@) ne peut étre assimileée a la croyance que x
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TAB. 4.1 — Correspondance entre les éléments focaux de m® et m®+

éléements focaux B de m®* éléments focaux de m®* dont provient m®* (B)
0 {ACQ:w, ¢ Aw, € A}
0. {ACQ:w, € Aw, € A}
0, {ACQ:wp ¢ A, C A} = {wi}
O {AgkaeA,w_kgA}:Q

TAB. 4.2 — Correspondance entre les éléments focaux de m® et m©*

éléments focaux B de m®* éléments focaux de m® dont provient m®+ (B)
0 {ACQ:w g AwgNA=0}=10
0, {ACQ:we Au,NA=0} ={wi}
0, {ACQ:w, ¢ Ay NA#D}
O {AgﬂkaA,w_]{ﬂA#@}

n’appartient pas a ). Ces propriétés sont dues a la g-consistance de la fonction
de masse m® avec sa réduction intérieure m®*.

Exemple 4.1 Soit un cadre Q = {w,ws, w3, wy} et O3 = {05,605} le grossisse-
ment de Q défini par ps({05}) = {ws}, ps({03}) = {ws}. Soit une masse m*
définie par :

m?({w}) = 0.10, m®({ws}) = 0.25,
m®({wy,ws}) = 0.15, m%({w,ws}) = 0.20,
me({wy,wy,wy}) = 0.10,  mQ) = 0.20;

la réduction intérieure m$* de m® sur O3 est définie par :

m$(0) = m2({wi}) + m2({wr,ws}) = 0.25,
m$*({651) = m2({ws}) + m2({w,ws}) = 0.45,
m?(?g({es_}) = m({wi,ws2,ws}) = 0.10,
m$?*(©3) = m(Q) = 0.20.

O

Le tableau 4.2 illustre les correspondances entre les éléments focaux A C 2 de la
fonction de masse m® et ceux de sa réduction extérieure m®* sur O. On constate
a présent que la masse m©* () ne peut provenir que de I’élément ), et peut donc
étre assimilée a la croyance que x n’appartient pas a 2; de méme, la masse
mO ({0, }) étant nécessairement transférée de I'élément {wy}, elle peut étre vue
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comme la croyance que x appartient a wy. En outre, les ensembles {6, } et © étant
respectivement associés aux éléments C' C {wy} et {wp} U C (avec C' C {wi}),
les masses Mm%+ ({0; }) et m*(O;) peuvent étre mises en correspondance avec la
croyance que x appartient a l'une des classes w; € {wy}, et lignorance totale
quant & l'appartenance de x. Ces correspondances entre les éléments focaux de
m* et MmO reflétent la propriété de b-consistance vérifée par ces deux fonctions
de masse.

Exemple 4.2 Reprenons I'exemple 4.1. La réduction extérieure m% de m% sur

O3 est définie par :

my () = m?(0) =0,

ms*({051) = m®({ws}) = 0.25,

myt({05}) = m2({wr}) + m2({wr,wa}) + m?({wr, wa,ws}) = 0.35,
ms?(03) = m*({wi,ws}) +m?(Q) = 0.40.

O

En conclusion, la réduction intérieure m®* est trop peu conservative pour cor-
respondre a 'attribution des masses faites par le classifieur . En revanche, plu-
sieurs arguments intuitifs et théoriques justifient 'interprétation de m?k comme
'estimation de la réduction extérieure m®* d’une fonction de masse m®, qui
représente la connaissance de 'appartenance de 'individu évalué x aux classes.

4.1.2 Combinaison des masses fournies par les différents
classifieurs

Soit 0y l'opérateur de réduction extérieure d’une fonction de masse sur ©y.
Formellement, on a :

m* =0, (m?), Vke{l,..., K}, (4.4)

¢’est-a-dire, pour tout B C Oy, :

m*(B) = > m(A) (4.5)

ACQ:pr(B)NAAD

L’opérateur de réduction extérieure est donc linéaire. Chaque cadre ©, comptant
quatre sous-ensembles (@, {6}, {0, }, et ©y), la relation (4.4) définit donc un
systéme linéaire de 4 x K équations & 2% —1 inconnues. Comme dans le cas d'une
décomposition 1-1 considéré au chapitre 3, les fonctions de masse my ne sont pas
indépendantes : il n’est donc pas correct de les combiner au moyen de la somme
conjonctive. De méme, elles ne sont généralement pas consistantes : il n’existe
alors pas de fonction de masse m® dont les réductions extérieures m®* = ) (m®?)
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correspondent exactement aux m?’“, pour tout k. On peut donc calculer une
solution approchée du systéme (4.4), en résolvant un probléme d’optimisation
quadratique :

2 _ arg I?Ziﬂni > (5k (m®) (B) — m?’“(B))27 (4.6)

k=1 BCO

sous les contraintes :

m >
Z mi(A) = 1.

ACQ

Ce probléme peut étre résolu au moyen d’un algorithme usuel d’optimisation
quadratique. La méthode ainsi définie sera appelée par la suite méthode MCT1-
T.

Exemple 4.3 Soit un probléme Q = {w;,ws,ws}. On dispose de trois classi-
fieurs binaires &, & et &;, séparant respectivement {w;} de {wq,ws}, {wa} de
{wi,ws} et {ws} de {wy,ws}. Supposons que, lors de I’évaluation d’un vecteur x,
ces classifieurs ont fourni les fonctions de masse (normalisées) suivantes :

m?l({ef}) = 0.008, mS2({651) = 0.652, m$3({031) = 0.436,
91({67}) = 0.991, m$2({6;}) = 0.338, m$3({65}) = 0.556,
m?1(®1) = 0.001; mS2(0;) = 0.010; m$3(O3) = 0.008.

En utilisant la méthode de combinaison présentée ci-dessus, on obtient la fonction

de masse T?LQ suivante :
m({ws}) = 0.604, m%{ws}) = 0.387,
M2 ({wy,ws}) = 0.004, mYQ) = 0.005.

Les réductions extérieures de cette fonction de masse sur les différents ©;, donnent :

mo1({671) = 0.000, m2({651) = 0.604, m3({65Y) = 0.387,
mo1({67Y) = 0.995, mS2({6;}) = 0.387, ms({65}) = 0.604,
mS1(@,) = 0.005; mS*(©y) = 0.009; m*(O3) = 0.009.
qui sont les meilleures approximations de m?l, mgb et m363 au sens du critére
(4.6). 0J

La figure 4.2 montre les masses Bayésiennes m$' ({67}), mS2({65}), m$3({63})
et m$ ({0 }), calculées au moyen d’arbres de dec1810n blnalres. Rappelons que

S} A . s
la fonction de masse m; " est exprimée sur un cadre grossier défini par ©; =
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(05,0}, p({0)) = {w}, ({0, }) = {wi}, pr étant le raffinement permet-
tant de transformer O, en (2. Rappelons que la réduction extérieure d’un élément
A C Q sur O est notée ;(A).

Les masses m({ws}) et Mm% ({w,}), ainsi que les probabilités pignistiques
BetP*(ws) et Bet P*(w,) correspondantes, sont représentées sur la figure 4.3. Les
masses fournies par les classifieurs étant Bayésiennes, la fonction de masse obtenue
par optimisation n’affecte qu’une croyance négligeable aux éléments focaux non
singletons. Les masses obtenues par combinaison étant quasiment Bayésiennes,
les probabilités pignistiques correspondantes en sont trés proches.

4.2 Combinaison de classifieurs dans le cas géné-
ral d’une décomposition par codes correcteurs
d’erreurs

Dans ce paragraphe, nous considérons le schéma de décomposition par codes
correcteurs d’erreurs (CCE) : un ensemble de N dichotomies de € est formé, la
i° dichotomie étant obtenue en opposant deux sous-ensembles de classes A C
et A7 CQ, tels que A NA;7 =0 et AT UA; CQ (par la suite, nous adopterons
la notation ; = A U A;). Pour chaque dichotomie, un classifieur binaire &; est
entrainé a séparer A de A, sur la base des vecteurs d’apprentissage appartenant
a A UA;

Les schémas 1-1 et 1-T peuvent donc étre vus comme des cas particuliers du
schéma CCE : ils sont formés en considérant toutes les dichotomies telles que
|AF| = |A;| = 1 dans le premier cas, ou |A]| = 1 et |4; | = K —1 dans le second.

4.2.1 Interprétation des sorties des classifieurs binaires CCE

Les sorties fournies par le classifieur &; lors de 1’évaluation d’un vecteur x
peuvent étre modélisées par une fonction de masse mi@i, définie sur un cadre ©;.
Ce cadre est, par définition, le grossissement d’'un conditionnement €2; de §2. La
figure 4.4 illustre cette correspondance entre ©;, €); et €.

Exemple 4.4 Soient un probléme Q = {w;, wq, w3, w4}, et la décomposition non-
triviale définie par la matrice de codes présentée dans le tableau 4.3. Les sorties
du classifieur £, peuvent étre modélisées par une fonction de masse m?“, ol Oy
est défini par :

O4 = {9;{,04_};
P4(9D = AI {wi, w3},
pa(0y) = Ay {wa},
Q={A, A} = {wi,ws, w3}
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F1G. 4.4 — Grossissement ©; d’un conditionnement €2; de €2, associé au classifieur
&;, dans le cas d’'une décomposition par codes correcteurs d’erreurs.

TAB. 4.3 — Matrice de codes CCE pour un probléme a quatre classes.

& & & & & & &
w | -1 +1 0 +1 0 +1 -1
wpy| O +1 +1 -1 O -1 O
wg| O -1 0 +1 -1 0 +1
wg|+1 0 -1 0 +1 O 0

O

Le classifieur & a donc une connaissance partielle de €2, en ce sens qu’il ne sait
reconnaitre que les vecteurs dont la classe réelle se trouve dans €;, et ne sait
discerner parmi celles-ci que les classes A des classes A; .

Soit la fonction de masse m, quantifiant la connaissance de la classe réelle de
x. On peut interpréter m?i comme la réduction d'un conditionnement de m‘. Les
tableaux 4.4 et 4.5 illustrent les correspondances entre les éléments focaux A C ()

de m® et ceux des réductions intérieure m? et extérieure mY, respectivement.

10

Des arguments similaires a ceux avancés dans le cas d’une décomposition 1-T jus-
. . , . Iy . . , . L.
tifient donc l'interprétation de m,;* comme estimation de la réduction extérieure

TAB. 4.4 — Correspondance entre les éléments focaux de m® et m®:

¢léements focaux B de m®: ¢éléements focaux de m® dont provient m®i(B)
0 ACQ AT €A A €A
6 ACQ:AfCAA A
0, {AcQ:AF ¢ A A7 C A}
O; {ACQ:Af CA A CA} =,
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TAB. 4.5 — Correspondance entre les éléments focaux de m® et m®:

éléements focaux B de m®: éléements focaux de m® dont provient m®i(B)
] {ACQ:ATNA=0,A,NA=0} =0
0;F {ACQ:ATNA£0, A NA=10}
0 {ACQ:AfNA=0,47NnA£D}
0, {ACQ:ATNA£0,A NAH#D}

de m®, la réduction intérieure semblant trop peu conservative pour refléter la
connaissance, exprimée sur {2, de I'appartenance de x.

4.2.2 Combinaison des masses fournies par les différents
classifieurs

Dans le cas le plus courant ou l'algorithme de classification employé n’in-
tégre pas de processus de détection de nouveauté, et lorsqu’un cadre €2; est un
sous-ensemble strict de 2, le classifieur &; correspondant n’est pas entrainé a re-
connaitre les vecteurs x ¢ ;. Les sorties de & peuvent alors étre interprétées
comme des fonctions de masse m?"* normalisées, qui sont des estimations de
réductions extérieures de conditionnements normalisés de m :

met = 0; (m?[Q]*), Vie{l,...,N}. (4.9)

L’individu x est supposé appartenir nécessairement & une classe w € ();, ou de
maniére équivalente & une classe § € ©;. Remarquons que la normalisation de
m* peut étre effectuée indifféremment avant ou aprés réduction sur ©; : comme
le montre le tableau 4.5,

O () = m[Q] (0). (4.10)

Il est clair que la méme information est perdue si I’on choisit d’ignorer les classes
w ¢ Q; ou si 'on choisit d’ignorer les classes # ¢ ©;. On a donc, pour tout
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0; (m[<u]") (B) = > mt(o), (4.11)

CCQ;:p;(B)NCHD
me[Q2;](C)
= Y Ao (4.12)
— 900,
ccupBnczs L T [€21(0)

1 Q
= T ld > meQ](C),  (4.13)

CCQ;:pi(B)NCH#D
1
= ) > m0), (4.14)
Cgﬂzpz(B)ﬂC#Q)
= mP*(B). (4.15)

On peut alors combiner les mi@i * en résolvant le probléme d’optimisation quadra-
tique :

m(A) 0, VACQ, 4.17
ZmQ(A) = 1; 4.18)
ACQ

m(P) = 0. (4.19)

La méthode de combinaison définie par les systémes (4.16)-(4.19) sera appelée
par la suite méthode MCTCCE.

Exemple 4.5 Soient un probléme Q = {wy,wy, w3}, et la décomposition définie
par la matrice de codes suivante :

& & & &
wi | +1 +1 0 +1
(0%)) -1 0 +1 -1
Ws 0 -1 -1 +1

Supposons que les classifieurs & ont fourni les masses de croyance normalisées
suivantes :

m&*({67}) = 0.029, m$*({631) = 0.054,
m&*({67}) = 0.954, mS2*({6;}) = 0.898,
m{1 (1) = 0.017; m$2*(0,) = 0.048;
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mg**({65}) = 0511, m&({97)) = 0.447,
mg**({05}) = 0.454, m@*({0;}) = 0.519,
m$3*(Qs) = 0.035; mP**(O,) = 0.034.

En utilisant la méthode de combinaison présentée ci-dessus, on obtient la fonction
—~0 .
de masse m* suivante :

o)) = 0015, m({ws)) = 0512,  mr ({wg)) = 0.432,
Q) = 0007,  mr(Qe) = 0020, m(Q) = 0.014.

O

4.2.3 Estimation de l’ignorance des classifieurs binaires

Comme dans le cas d'une décomposition un-contre-un, nous proposons d’éva-
luer la plausibilité pl®(£2;) quun vecteur x évalué appartienne aux cadres €2;, par
une méthode similaire & celle décrite dans le paragraphe 3.1. Nous adopterons
par la suite la notation plg, = pl*(€;). Soient pl®({wy}) les plausibilités d’appar-
tenance aux classes, fournies par des classifieurs a une classe, et ® un opérateur
de combinaison, correspondant & une conorme triangulaire. Une t-conorme étant
commutative et associative, on peut calculer plg, par :

plo, = ) pl({wn)). (4.20)

kiwi €82

Ces estimations peuvent ensuite étre utilisées pour dénormaliser les fonctions de
masse m; :

m® = plom®*, Vi€ {L...,N}. (@21

Remarquons que lorsqu’un classifieur &; est entrainé a partir de la totalité des
vecteurs d’apprentissage, le cadre ©; correspondant est défini comme un gros-
sissement de Q. La dénormalisation de la fonction de masse mS’ permet alors
de déterminer si le vecteur x évalué ne fait pas partie de I'ensemble €2, lorsque
I’hypothése du monde ouvert est acceptée.

Remarquons que les opérateurs de conditionnement et de réduction extérieure
étant linéaires, leur composition I’est aussi. Soit ; Popérateur de réduction exté-
rieure sur ©; d’une fonction de masse conditionnelle m®{Q;] :

met = 0; (m?[Q]), Vie{l,...,N}, (4.22)
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¢’est-a-dire, pour tout B C ©; :

m;"(B) = > m)(0), (4.23)
Cngpl(B)ﬂC7£®

( Z mﬂ(A)>, (4.24)
CCQiipi(B)NCAD \ACQ:ANQ;=C

- m(A). (4.25)
ACQ:p;(B)NAAD

Chaque cadre ©; comptant quatre sous-ensembles (0, {6, }, {6, }, et Oy), la rela-
tion (4.22) définit donc un systéme linéaire de 4 x K équations a 2% —1 inconnues.
Toutefois, les fonctions de masse m?i n’étant généralement pas consistantes, ce
systéme n’a en général pas de solution exacte. Une solution approchée peut donc
étre calculée en résolvant un probléme d’optimisation quadratique :

m® = argmin > Y (0; (mQ]) (B) - m(B))”, (4.26)
™ i=1 BCe;
sous les contraintes :
mA) > 0, YACQ (4.27)
> m4) = 1. (4.28)

ACQ

Cette méthode, permettant de prendre en compte la pertinence des classifieurs
binaires, sera appelée par la suite méthode MCTCorrCCE. Remarquons que cette
méthode généralise la méthode MCTCorrl-1 présentée au paragraphe 3.2 du
chapitre 3. De méme, elle permet également de combiner des classifieurs capables
de détecter la nouveauté. Enfin, lorsque la décomposition est telle que chaque
classifieur est entrainé a partir de tous les exemples d’apprentissage, on a §2; =
Q, pour tout i € {1,..., N}. Les masses normales fournies par des classifieurs
binaires n’intégrant pas de détection de nouveauté peuvent alors étre directement
combinées, sans estimation préalable de la plausibilité d’appartenance aux classes.

Exemple 4.6 Reprenons 'exemple 4.5. Supposons que des classifieurs & ont
fourni les masses de croyance normalisées suivantes :

m{({67}) = 0.033, m&2*({651) = 0.059,
m{V({07}) = 0.946, m2*({0;}) = 0.883,
m{(0r) = 0.021; m9?*(0,) = 0.058;
*({9+}) = 0479, *({9+}) = 0.458,
S ({65}) = 0.480, ({07} = 0.502,
95*( 3) = 0.041; 94*( ) = 0.040.
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Supposons en outre que des classifieurs & une classe ont fourni les plausibilités sui-
vantes : pl; = 0.075, plo = 0.754, pl3 = 0.764. La combinaison de ces plausibilités
au moyen de la t-conorme probabiliste définie par (4.20) donne :

plo, = 0.772, plo, = 0.782,
plo, = 0942,  plo, = 0.946.

On en déduit les fonctions de masses dénormalisées :

m$1(0) = 0.228, mS2 (1) = 0.218,
m&1({6F}) = 0.025, mS*({05}) = 0.046,
m{ ({67}) = 0.730, my?({6;}) = 0.690,
m(©;) = 0.017; mS2(0,) = 0.046;
mss () = 0.058, m* () = 0.054,
m$*({05}) = 0.451, m&*({67Y) = 0.433,
m$3({65}) = 0.452, m ({6;}) = 0.475,
m$*(O3) = 0.039; m*(©4) = 0.038.

La combinaison de ces masses dénormalisées donne la fonction de masse m*

suivante :

me{w}) = 0019, m%({w.}) = 0414, Mm({ws}) = 0.378,
m(Qz) = 0027, Mm%(Q3) = 0.162.

En conditionnant cette fonction de masse sur les €2; puis en réduisant le résultat
sur les différents ©;, on obtient :

myt(@) = 0378, ) 0.414,
my ({67} = 0.045, PO2({05)) = 0.019,
my ({67} = 0577, m92({07)) = 0.541,
my (©1) = 0.000; m92(0,) = 0.026;
s () = 0.019, mg* () 0.000,
my*({67}) = 0414, MO {0F)) = 0.424,
m$({65}) = 0.405, MO ({07)) = 0.414,
m*(O3) = 0.162. mdr(©,) = 0.162,
qui sont les meilleures approximations des m?" au sens du critére (4.26). O

La figure 4.5 permet de comparer les masses m**({ws}) et m({ws,w4}), obte-
nues en combinant les fonctions de masse sous-normales fournies par des réseaux
de neurones évidentiels en utilisant les méthodes MCTCorrl-1 et MCTCorrCCE.
On constate que les masses allouées a {ws} sont plus importantes dans le cas de
la décomposition CCE; au contraire, les masses données {ws,w,} sont plus im-
portantes dans le cas de la décomposition 1-1. Le nombre de classifieurs binaires,
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FIG. 4.5 — Courbes de niveau des masses m‘*({ws}) (haut-gauche) et m®({ws, ws})
(bas-gauche), obtenues par la méthode MCTCorrl-1, et par la méthode MCT-
CorrCCE avec matrice de codes creuse (droite).
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Probabilités pignistiques BetP («2,)
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- class4 "o S - class4
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B @°
dody
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class 2 class 2
class 3 class 3
+ class4 ) + class4

F1G. 4.6 — Courbes de niveau des probabilités pignistiques BetP*(ws) (haut-
gauche) et BetP*(w4) (bas-gauche), obtenues dans le cas d'une décomposition 1-
1, et dans le cas d'une décomposition CCE avec matrice de codes creuse (droite).

et donc d’informations dirigeant la masse de croyance vers les éléments focaux
singletons lors de la procédure d’optimisation, est plus important dans le premier
cas.

Les probabilités pignistiques correspondantes, Bet P*(ws) et Bet P*(wy), sont
représentées sur la figure 4.6. Les frontiéres de décision obtenues dans le cas d'une
décomposition CCE semblent mieux épouser les contours des régions associées
aux classes. Cela est vraisemblablement dii au fait que la masse de croyance
est dirigée davantage vers les éléments focaux singletons lors de la procédure
d’optimisation.
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4.2.4 Cas de classifieurs binaires probabilistes

On peut choisir d’interpréter les sorties d'un classifieur binaire &; probabiliste
comme des estimations des probabilités pignistiques normalisées Bet P} calculées
a partir des fonctions de masse m; :

ri* = BetP!(0]), (4.29)
r;* = BetP(6]), (4.30)
ou BetP; est définie par :
BetP;(0)
BetPf(0) = ——=—~, V0 € 0,,VO;;
er; ( ) 1 — m@i(w)a S

et ot BetP; est définie par :

BetP,(0]) = 0; (mQ[QzD ({6} + 2 (mQKQZZ]) (@Z)’ (4.31)
BetP(0;) = 0; (m"[]) ({6; }) + 0 (i [g"]) (6) (4.32)

De méme que dans le cas d’une décomposition 1-1, on peut alors rechercher la
fonction de masse la plus consistante possible avec les sorties dénormalisées r;"
et r; des classifieurs binaires, en résolvant :

“H(mOQ)(0) — 1+ plo,)”,

(4.33)

%

N
m' = arg 17?11512 (BetPy(6;) — T+)2—|—(Betpi(9i_) —7r7)
i=1

sous les contraintes (4.27) et (4.28).

Exemple 4.7 Reprenons 'exemple 4.5. Supposons que des classifieurs &; ont
fourni les estimations suivantes des probabilités pignistiques :

riH* = 0.000, ri* = 0.044, ri* = 0.750, ri* = 0.189,
ri* = 1.000; ry* = 0.956; ry* = 0.250; ry* = 0811

Supposons en outre que des classifieurs & une classe ont fourni les plausibilités sui-
vantes : pl; = 0.437, pls = 1.000, pl3 = 0.990. La combinaison de ces plausibilités
au moyen de la t-conorme probabiliste (définie par (4.20)) donne :

plo, = 1.000, plg, = 0.994,
plQ3 = 1000, plQ4 = 1.000.

—
etr, =r, ",

+ +*
7 7

On en déduit les probabilités pignistiques dénormalisées : r;” = r

pour i # 2; et rf = 0.043, r; = 0.951.
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La combinaison de ces informations, par minimisation de (4.33), donne la
fonction de masse m suivante :

Mm2{ws}) = 0.197,  @mAQ) = 0.015,

Le calcul des probabilités pignistiques Bet P;, définies sur les différents ©;, donne :

BetPi(07) = 0.008, BetPy(0f) = 0.015,
BetPy(05) = 0.606, DBetPy(6]) = 0.401;

ces estimations sont les meilleures approximations des r}, au sens du criteére

(4.33). O

La figure 4.7 montre les masses m®({ws}), Mm@ ({ws,ws}), et M ({wa, w3, wa}),
obtenues en combinant les probabilités pignistiques conditionnelles obtenues a
partir de réseaux de neurones évidentiels, par les méthodes MCTProb1-1 et MCT-
ProbCCE. Les probabilités pignistiques correspondantes, Bet P*(ws) et Bet P*(wy),
sont représentées sur la figure 4.8. De méme que pour la méthode MCTCorr, on
constate que les masses allouées aux éléments {ws,ws} et {wq, w3, w4} sont moins
importantes dans le cas CCE que dans le cas 1-1. On peut également constater
que les courbes de niveau de la masse affectée a {ws} épousent plus les formes
de la classe w3, a la frontiére entre ws et wy, que celles obtenues dans le cas
d’une d"écomposition 1-1. Cette caractéristique peut également étre observée sur
les courbes de niveau des probabilités pignistiques, notamment BetP*(wy), a la
frontiére entre ws et wy.

4.3 Reéduction de la complexité

De méme que dans le cas d’'une décomposition 1-1 (voir paragraphe 3.4), nous

proposons de réduire la complexité en limitant le nombre d’éléments focaux de

ms.

Nous détaillons ci-dessous le calcul des plausibilités pl®({wy}), lorsqu’elles ne
sont pas déterminées au moyen de classifieurs a une classe. Dans le cas d'une
décomposition 1-T, on a :

m(pr(A)) = mP*(A), VA C Oy, VO
En utilisant I’équation (1.6), on en déduit :

PR{we}) = m({wi}) + m(9Q),
= m ({0 }) + m*(O);

Pl {we}) = mi({w}) +m(Q), VI#k,
= m"({O}) +m (6, VI#k.
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FIG. 4.7 — Courbes de niveau des masses m‘*({ws}) (haut-gauche), m®({ws, ws})
(centre-gauche), et m({wsy,ws,wy}) (bas-gauche), obtenues par la méthode
MCTProbl-1, et par la méthode MCTProbCCE avec matrice de codes creuse
(droite).
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F1G. 4.8 — Courbes de niveau des probabilités pignistiques BetP*(w3) (haut-
gauche) et BetP*(w4) (bas-gauche), obtenues dans le cas d’'une décomposition 1-
1, et dans le cas d’'une décomposition CCE avec matrice de codes creuse (droite).
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Dans le cas d’une décomposition CCE, les fonctions de masse m?" sont expri-
mées sur ), par extension vide et le cas échéant par déconditionnement :

m@) = m>(),
mP(AF U = mP({6]}),
mP(AT D) = m®({6;)),

m}(Q) = me" ().

K3 2

La plausibilité plf? associée a une fonction de masse m® est obtenue par :
pii({w}) = mP(Af UQ) +m(Q), Yy € Afy
P ({w}) = mP(A7 UQ) +m(Q), Vi € A7
P ({w}) = 1, Ve ¢ Q.

Les différentes fonctions de plausibilité obtenues sont ensuite combinées par
I'opérateur moyenne :

Pl ({wi}) = Z Pl ({wi}),

ou N représente le nombre de dichotomies associées au schéma de décomposition :
en particulier, N = K dans le cas d'une décomposition 1-T.

4.4 Synthése

Dans ce chapitre, nous avons formalisé la combinaison de classifieurs binaires
dans le cadre du MCT, lorsque des décompositions un-contre-tous et par codes
correcteurs d’erreurs sont employées. Dans le cas d’une décomposition un-contre-
tous, les sorties de chaque classifieur sont interprétées comme des réductions
extérieures sur des grossissements de €2 d'une fonction de masse m* modélisant
la connaissance de la classe de x. Le schéma de décomposition par codes correc-
teurs d’erreurs peut étre vu comme une généralisation des schémas un-contre-un
et un-contre-tous. Les sorties des classifieurs sont alors interprétées comme des
réductions extérieures de conditionnements de m.

Comme dans le cas d’'une décomposition un-contre-un, les classifieurs sont
combinés en déterminant la fonction de masse m* la plus consistante avec leurs
sorties, par résolution d’un probléme d’optimisation quadratique. Lorsque cer-
tains classifieurs ont été entrainés a ne reconnaitre qu’un nombre réduit de classes,
I’estimation de la plausibilité d’appartenance a ces classes permet d’évaluer la per-
tinence des informations qu’ils fournissent. Comme précédemment, les sorties des
classifieurs probabilistes peuvent étre vues comme des estimations de probabilités
pignistiques et combinées par une méthode spécifique.

L’identification des classes les plus plausibles permet de réduire la complexité,
de maniére a traiter des problémes comptant un nombre significatif de classes.
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Chapitre 5

Analyses

Dans ce chapitre, nous analysons les méthodes de combinaison présentées aux
chapitres 3 et 4. Dans un premier temps, nous décrivons la mise en ceuvre des
tests réalisés, en détaillant notamment le mode d’apprentissage des classifieurs.
Nous nous livrons ensuite a une étude des résultats obtenus lors du traitement
de plusieurs jeux de données réelles. L’objectif est de comparer les méthodes de
combinaison proposées dans ce mémoire a plusieurs méthodes déja existantes, et
d’en dégager des caractéristiques en termes de précision et de robustesse.

5.1 Protocole expérimental

5.1.1 Meéthodes de combinaison comparées
Méthodes de combinaison évidentielles

Les méthodes de combinaison proposées dans ce mémoire peuvent étre utili-
sées pour résoudre un probléme multiclasses décomposé de diverses maniéres.

La méthode MCT, qui permet de combiner les sorties des classifieurs binaires
interprétées comme des fonctions de masse, s’applique aux cas de décomposi-
tions un-contre-un (méthode MCT1-1, présentée au paragraphe 3.1), un-contre-
tous (méthode MCT1-T, présentée au paragraphe 4.1.2), et par codes correcteurs
d’erreurs (méthode MCTCCE, présentée au paragraphe 4.2.2).

La méthode MCTCorr permet de combiner des classifieurs binaires, en pre-
nant en compte la plausibilité d’appartenance d'un individu x évalué a I’ensemble
d’apprentissage des classifieurs. La méthode MCTProb permet de combiner des
classifieurs probabilistes, en interprétant leurs sorties comme des probabilités pi-
gnistiques conditionnelles, et en les dénormalisant au moyen des plausibilités
d’apartenance. Ces deux méthodes s’appliquent aux cas de décompositions un-
contre-un (méthode MCTCorrl-1, paragraphe 3.2) et par codes correcteurs d’er-
reurs (méthode MCTCorrCCE, paragraphe 4.2.3).

Nous avons également combiné les masses issues des sorties des classifieurs
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par la regle de combinaison conjonctive. L’emploi de cette méthode nécessite
d’exprimer les masses sur un cadre de discernement commun. Lorsque les masses
sont définies sur des grossissements de {2 (dans les cas d’'une décomposition 1-
T ou CCE), leur extension vide sur € est donc calculée. Lorsque les masses
définies sur €2 sont conditionnelles (dans le cas d’une décomposition 1-1, ou d’une
décomposition CCE avec matrice de codes creuse apreés calcul de 'extension vide),
elles sont déconditionnées sur le domaine €). La régle de combinaison conjonctive
a ainsi été appliquée aux masses fournies par les classifieurs (méthode Conj), et
aux masses dénormalisées au moyen des plausibilités d’appartenance (méthode
ConjCorr).

Méthodes de combinaison probabilistes

Plusieurs méthodes de combinaison de classifieurs probabilistes dans le cas
CCE ont également été évaluées : la méthode itérative proposée par Huang, Weng
et Lin (méthode PCplBT), présentée au paragraphe 2.4.2, et qui correspond a la
méthode proposée par Hastie et Tibshirani dans le cas 1-1; et la méthode non-
itérative proposée par Passerini, Pontil et Frasconi (méthode PEstP), présentée
au paragraphe 2.4.2.

De méme, plusieurs méthodes de combinaison de classifieurs probabilistes spé-
cifiques a la décomposition 1-1 ont été testées : les méthodes non-itératives propo-
sées par Wu, Lin et Weng (méthodes PEst1 et PEst2), présentées au paragraphe
2.2.2, et la méthode non-itérative de combinaison de classifieurs probabilistes
incluant une étape de correction, proposée par Moreira et Mayoraz (méthode
PEstCorr), présentée au paragraphe 2.2.2.

Le tableau 5.1 récapitule le type d’entrées et de sorties des différentes mé-
thodes de combinaison évaluées.

5.1.2 Algorithmes employés pour la construction des clas-
sifieurs binaires

Régression logistique

La régression logistique permet d’estimer des probabilités d’appartenance aux
classes positive et négative. La frontiére de décision déterminée est linéaire. Pour
cette raison, ce classifieur binaire n’a pas été employé dans les cas 1-T et CCE :
il semble en effet peu raisonnable d’approcher la frontiére de décision par un
hyperplan.

Arbres de décision binaires

Les arbres de décision binaires permettent d’estimer des probabilités d’appar-
tenance aux classes positives et négatives. La frontiére de décision déterminée est
linéaire par morceaux. Les arbres de décision binaires ont donc été utilisés dans le
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TAB. 5.1 — Récapitulatif des entrées et des sorties des méthodes de combinaison

évaluées.
entrées sorties
MCT, Conj fonctions de masse normales | fonction de masse normale,
fournies par les classifieurs | probabilités pignistiques as-
binaires sociées
MCTCorr, | fonctions de masse sous- | fonction de masse sous-
ConjCorr normales ou dénormalisées | normale, probabilités pignis-
tiques associées
MCTProb probabilités pignistiques | fonction de masse sous-
conditionnelles, plausibilités | normale, probabilités pignis-
d’appartenance aux cadres | tiques associées
restreints
PCplIBT, | probabilités conditionnelles | probabilités a posteriori
PEstP; PEstl, | fournies par les classifieurs
PEst2 (schéma | binaires
1-1)
PEstCorr | probabilités conditionnelles | probabilités a posteriori

(schéma 1-1)

corrigées par les probabilités
correctrices
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cas de décompositions 1-1, 1-T et CCE. Les procédures MatLab ont été utilisées
pour construire les arbres : 'apprentissage a été fait selon I’algorithme CART [7],
et 'arbre de cott minimal a été déterminé par validation croisée & dix coupes.

Réseaux de neurones évidentiels

Les réseaux de neurones évidentiels [12] permettent de déterminer des fonc-
tions de croyance quantifiant 'appartenance d’un individu x aux classes positive
et négative. La frontiére de décision est non-linéaire; ce classifieur a donc été
utilisé dans le cas de décompositions 1-1, 1-T et CCE. Le code Matlab pour
I'implémentation des réseaux de neurones évidentiels est disponible & I'URL
http ://www.hds.utc.fr/"tdenoeux/software.htm.

Un réseau de neurones évidentiel caractérise les classes qu’il sépare par des
prototypes. Soient A et A; les groupes de classes positives et négatives consti-
tuant I'ensemble d’apprentissage du classifieur £;. D’une maniére générale, 3| A |
et 3|A; | prototypes ont été respectivement utilisés pour caractériser A et A; .
Ainsi, dans le cas 1-1, 3 prototypes ont été utilisés pour décrire w; comme wj,
pour tout j > i; dans le cas 1-T, 3 prototypes ont été utilisés pour décrire 6,
et 3(K — 1) pour §,, pour tout k, sauf dans le cas du jeu de données Vowel ou
3(K —1) prototypes ont été utilisés pour décrire 8 comme 6, . Nous avons utilisé
un étiquetage classique : chaque individu d’apprentissage a été associé a sa classe
réelle d’appartenance.

La transformation pignistique (équation (1.22)) a permis de déterminer des
probabilités a partir des sorties de chaque réseau de neurones évidentiel, pour
évaluer les méthodes probabilistes (PCplBT et PEstP dans le cas général, ainsi
que PCpl, PEst1, PEst2, et PEstCorr dans le cas 1-1).

Le tableau 5.2 résume les traitements appliqués aux sorties des différents
classifieurs binaires pour les évaluer.

5.1.3 Algorithmes employés pour estimer la pertinence des
classifieurs

Dans la méthode MCT, les plausibilités pl?({wy}) ont été calculées au moyen
de séparateurs a vaste marge a une classe (1-SVM) [50]. Un 1-SVM estime le
support d’une classe wy, et le décrit au moyen d’un sous-ensemble choisi d’indivi-
dus de wy, appelés vecteurs de support. La distance signée f(x) d’un individu x
au support de wy peut alors étre calculée. Un parameétre v choisi arbitrairement
permet de fixer une borne inférieure sur la fraction de vecteurs de support et une
borne supérieure sur la fraction de points aberrants; ici, v a été fixé a 0.2. La
plausibilité pl®({wy}) a été calculée par :

PP (f)) = 2L, 5.)
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TAB. 5.2 — Traitement appliqué aux sorties des classifieurs, pour les différentes

méthodes évaluées.

traitement appliqué aux sor-
ties pour I’évaluation des
méthodes crédales

traitement appliqué aux sor-
ties pour I’évaluation des
méthodes probabilistes

régression lo-

transformation en fonctions

combinaison des probabili-

gistique, arbres | de masse Bayésiennes; Conj- | tés; MCTProb : dénorma-
de décision (sor- | Corr, MCTCorr : dénorma- | lisation par les plausibilités
ties : probabili- | lisation par les plausibilités | d’appartenance, PEstCorr :
tés) d’appartenance correction par les probabili-

tés correctrices

réseaux de neu-
rones évidentiels

combinaison des fonctions
de masse; MCTCorr, Conj-

transformation en probabi-
lités pignistiques condition-

(sorties fonc- | Corr : dénormalisation par | nelles; MCTProb : dénor-
tions de masse | les plausibilités d’apparte- | malisation par les plausibi-
normales) nance lités d’appartenance, PEst-

Corr : correction par les pro-
babilités correctrices

ol p est un parameétre obtenu lors de 'apprentissage du 1-SVM (détails dans [50]).
Ces plausibilités ont ensuite été combinées au moyen de la conorme triangulaire (t-
conorme) probabiliste pour obtenir les plausibilités pl;; = pl*(€Q;;) dans le cas 1-1,
et pl; = pl(Q;) dans le cas CCE. Rappelons que cet opérateur de combinaison
est défini par :

rTOY=T+y—2xy.

Dans la méthode PEstCorr, les probabilités correctrices g;; ont été calculées a
partir d’estimations g, des densités de probabilité des classes wy, par une méthode
de noyaux :

G = nigi + n;g;
DI
n; et n; étant le nombre d’individus dans les classes w; et w;, respectivement.

Dans les deux cas (1-SVM et méthode des noyaux), une estimation oy de la
largeur de bande des noyaux a été obtenue pour chaque classe wy par la mé-
thode proposée dans [35]. Pour chaque classe, la largeur de bande a ensuite été

déterminée par :
| X
Gopt = 1.5 (E I;ak) .
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Cette méthode heuristique semble donner les résultats les plus robustes pour
I’ensemble des jeux de données sur lesquelles les méthodes de combinaison ont
été évaluées.

5.1.4 Détermination des matrices de codes

Les propriétés de la matrice de codes associée a un schéma de décomposition
traduisent la capacité a bien classer un individu évalué. Une bonne séparation
(au sens de la distance de Hamming) des lignes signifie que les classes sont bien
séparées les unes des autres par I’ensemble des classifieurs, et la séparation des
colonnes traduit I'indépendance des classifieurs, et donc la robustesse de 'en-
semble.

Dans le cas de décompositions 1-1 et 1-T', la matrice de codes est naturellement
imposée. Dans le cas d'une décomposition CCE quelconque, nous avons utilisé
deux types de matrices de codes décrits dans [2].

— Les matrices denses sont constituées d’éléments ey; € {—1;1}. Chaque élé-
ment est déterminé aléatoirement selon la loi uniforme : P({—1}) = 0.5,
P({1}) = 0.5.

— Les matrices creuses sont constituées d’éléments ey; € {—1;0;1}. Chaque
élément est déterminé aléatoirement selon P({—1}) = 0.25, P({0}) = 0.5,
P({1}) = 0.25.

Dans les deux cas, T' matrices M, (t = 1,...,T') sont ainsi déterminées aléatoire-
ment ; puis les colonnes dont tous les éléments sont positifs ou négatifs, ainsi que
les colonnes identiques ou complémentaires, sont supprimées. La matrice de codes
optimale M* est alors sélectionnée selon la procédure suivante. Soient dy (k) et
dc (i) les distances de Hamming minimales entre la k¢ ligne (respectivement, la
i® colonne) d’une matrice et 'ensemble des autres :

dL<k) = _mianH(ek.,el.),
12K

de(i) = j:r{%‘l.l}NdH(e.i,e.j),
i

oll dy(ey.,e;.) (respectivement, dy(e.;, e.;)) représente la distance de Hamming
entre les lignes de la matrice associées aux classes wy et w; (respectivement, les
colonnes de la matrice associées aux classifieurs & et &£;). On sélectionne tout
d’abord ’ensemble des matrices maximisant la somme des distances entre lignes :

{M}, = {M = argtg%zddk)} :

Si cet ensemble correspond a une seule matrice : | {M}, | =1, on a M* = {M},.
Sinon, on sélectionne dans { M}, la matrice qui maximise la somme des distances
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entre colonnes :
N
M1, =< M = arg max de(i) 3.
(M), { gw}lizlco}

De nouveau, si { M}, correspond & une seule matrice, on a M* = { M}, ; sinon,
M* est sélectionnée aléatoirement dans { M }s.

Nous avons généré des ensembles de 7' = 5000 matrices, de taille initiale
(avant suppression des colonnes non pertinentes ou redondantes) K x 10log,(K)
pour les matrices denses, et K x 15log,(K) pour les matrices creuses.

5.1.5 Reéduction de la complexité

La complexité a été réduite en sélectionnant les cinqg classes auxquelles la
plausibilité d’appartenance de x est la plus élevée, et en aggrégeant les autres en
une classe unique.

5.1.6 Caractéristiques des jeux de données

Le tableau 5.3 présente les caractéristiques des jeux de données utilisés lors des
tests. Tous proviennent de la base de données du département d’Apprentissage
Statistique de 'UCI !, excepté le jeu de données Synth, généré par mélange de
Gaussiennes.

TAB. 5.3 — Caractéristiques des jeux de données

données | dimension | nb. classes | nb. individus | nb. individus
/ appr. / test

Ecoli 7 8 201 135

Glass 9 6 139 75

Letter 16 26 7800 10400
Satimage 36 6 2573 3862
Segment 19 7 1400 910
Synth3Cl 2 3

Synth 2 4 1700 340
Synth5Cl 2 5

Vowel 10 11 528 462
Waveform 21 3 1500 3500

!Disponible & P'URL http ://www.ics.uci.edu/ mlearn.

99



5.2 Présentation des résultats

Nous analysons a présent les résultats obtenus en appliquant les méthodes
de combinaison présentées dans ce mémoire & plusieurs jeux de données réelles,
pour différents types de classifieurs binaires. Les méthodes comparées fournissent
toutes une distribution de probabilité sur I’ensemble des classes, suite a 1’évalua-
tion d’un individu x — dans le cas des méthodes de combinaison crédales, cette
probabilité est obtenue par transformation pignistique des masses issues de la
combinaison. A l'issue de la combinaison, x a été affecté a la classe de probabi-
lité maximale. En cas d’équiprobabilité, une classe a été déterminée au hasard
parmi les classes en compétition. Les fonctions de masse obtenues par combi-
naison telles que m()) = 1 ont été transformées en probabilités pignistiques
uniformes BetP*(wy) = 1/K, pour tout k € {1,..., K}. Les taux de bonne clas-
sification ont ainsi été mesurés, pour chaque schéma de décomposition, pour les
différents types de classifieurs binaires employés.

La significativité des différences entre les taux a été évaluée au moyen du
test de Mc Nemar [15] au niveau 5%. Cette variante du test du Chi2 permet de
comparer les proportions associées a deux échantillons appariés, sur la base des
paires de valeurs présentant une différence. Pour chaque évaluation, le meilleur
résultat obtenu a été identifié, et apparait souligné dans les tableaux; le taux de
bonne classification donné par chaque autre méthode lui a été comparé, et est
représenté en gras si la différence constatée n’est pas jugée significative.

5.2.1 Décomposition un-contre-un

Les tableaux 5.4, 5.5 et 5.6 présentent les taux de bonne classification obtenus
dans le cas d’une décomposition 1-1, aprés combinaison des informations fournies
par la régression logistique, les arbres de décision, et les réseaux de neurones évi-
dentiels, respectivement. La méthode MCTProbl-1 a été testée uniquement avec
les classifieurs binaires probabilistes (régression logistique et arbres de décision).

Il apparait clairement que les méthodes MCTCorr et MCTProb donnent glo-
balement les meilleurs résultats. L'une des deux au moins obtient les meilleurs
résultats pour les cing jeu de données lorsque la régression logistique est utilisée, et
pour quatre jeux de données avec les arbres de décision et les réseaux de neurones
évidentiels. Lorsque les résultats ne sont pas les meilleurs, ils ne sont pas significa-
tivement moins bons que les meilleurs résultats obtenus. Remarquons en outre que
les méthodes faisant intervenir une étape de correction des classifieurs (MCTCorr
et MCTProb, ConjCorr, et PEstCorr) donnent globalement de meilleurs résultats
que les autres. Les méthodes MCTCorr et MCTProb donnent toutefois globale-
ment les meilleurs résultats, et la méthode PEstCorr semble moins performante
que toutes les autres méthodes sur le jeu de données Segment. Enfin, la diffé-
rence entre les résultats fournis par les méthodes MCTCorr et MCTProb n’est
pas jugée significative, hormis lors du traitement du jeu de données Waveform au
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TAB. 5.4 — Taux de bonne classification (%), décomposition 1-1, régression logis-
tique

Méthode Satimage | Segment | Synth | Vowel | Waveform
MCT1-1 86.9 95.6 94.4 | 52.8 85.1
MCTCORRI1-1 93.1 96.0 95.9 | 66.5 85.2
MCTPRrROBI1-1 93.1 96.0 95.6 | 65.8 85.3
CONJ 86.9 95.8 94.4 | 50.6 85.1
CoNJCORR 91.6 95.9 95.3 | 55.6 85.2
PCpPLBT 87.1 96.0 94.4 | 51.3 85.1
PEsTP 86.9 95.8 94.4 | 49.8 85.1
PEsT1 86.9 95.6 94.4 | 50.9 85.1
PEsT2 86.9 95.6 94.4 | 52.6 85.1
PESTCORR 90.8 90.3 95.6 | 60.6 85.2

moyen d’arbres de décision; méme dans ce cas, la différence entre les résultats
obtenus avec ces deux méthodes est bien moins importante que celle constatée
pour les autres.

5.2.2 Décomposition un-contre-tous

Les tableaux 5.7 et 5.8 permettent de comparer les méthodes de combinai-
son proposées dans le cas d'une décomposition 1-T. Les arbres de décision et la
régression logistique ont été utilisés comme classifieurs binaires.

On peut constater que les résultats obtenus pour les différentes méthodes de
combinaison, dans le cas d’une décomposition 1-T, sont équivalents. Ces résultats
sont strictement identiques pour trois des cinq jeux de données lorsque les classi-
fieurs binaires sont des arbres de décision, pour deux jeux de données lorsque ce
sont des réseaux de neurones évidentiels. Dans les autres cas, les différences ne
sont pas jugées significatives.

5.2.3 Deécomposition par codes correcteurs d’erreurs, avec
matrice de codes dense

Les résultats obtenus dans le cas d'une décomposition CCE avec matrice de
codes dense ont été consignés dans les tableaux 5.9 et 5.10, qui présentent res-
pectivement les résultats de la combinaison d’arbres de décision et de réseaux de
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TAB. 5.5 — Taux de bonne classification (%), décomposition 1-1, arbres de décision

Méthode Satimage | Segment | Synth | Vowel | Waveform
MCT1-1 86.7 93.6 95.9 | 46.3 74.9
MCTCORRI1-1 93.0 95.5 95.9 | 66.9 80.0
MCTPRrROBI1-1 93.0 95.3 95.9 | 65.6 80.7
CoNJ 86.9 93.0 95.9 | 45.2 74.9
CoNJCORR 91.0 93.6 95.9 | 51.1 76.7
PCrPLBT 86.9 93.0 95.9 | 48.3 74.9
PEsTP 86.9 93.1 95.9 | 41.3 74.9
PEsT1 86.8 93.2 95.9 | 46.3 74.9
PEsT2 86.7 93.6 95.9 | 46.5 74.9
PESTCORR 90.4 89.0 96.5 | 60.6 76.3

neurones évidentiels.

Lorsque les arbres de décision sont utilisés comme classifieurs binaires, les
résultats sont globalement similaires pour trois jeux de données. La méthode
PEstP donne des résultats significativement moins bons sur le jeu de données
Segment, et les méthodes Conj et PEstP sur le jeu de données Vowel. Lorsque
les classifieurs binaires sont des réseaux de neurones évidentiels, ausune différence
significative ne peut étre constatée lors du traitement de trois jeux de données. La
méthode PEstP donne des résultats significativement moins bons que les autres
méthodes sur les données Satimage, et les méthodes Conj et PEstP sur les données
Segment. D’une maniére générale, les résultats donnés par les méthodes MCT et
PCpIBT sont proches. Une différence, qui n’est pas jugée significative, peut étre
constatée lors du traitement des données Vowel au moyen de réseaux de neurones
évidentiels.

5.2.4 Décomposition par codes correcteurs d’erreurs, avec
matrice de codes creuse

Les tableaux 5.11 et 5.12 présentent respectivement les résultats de la com-
binaison d’arbres de décision et de réseaux de neurones évidentiels, dans le cas
d’une décomposition CCE avec matrice de codes creuse. Tout comme dans le
cas d'une décomposition 1-1, la méthode MCTProbCCE a été testée uniquement
avec les arbres de décision comme classifieurs binaires.

On constate ici encore la supériorité des méthodes MCTCorr et MCTProb :
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TAB. 5.6 — Taux de bonne classification (%), décomposition 1-1, réseaux de neu-
rones évidentiels

Méthode Satimage | Segment | Synth | Vowel | Waveform
MCT1-1 87.5 85.8 95.6 | 64.9 86.3
MCTCORRI1-1 93.1 89.8 96.2 | 66.7 85.9
CoNJ 86.9 84.0 95.9 | 63.0 86.3
CoNJCORR 92.4 88.9 95.6 | 65.8 86.1
PCpPLBT 86.5 84.9 95.6 | 63.0 86.4
PEsTP 86.9 85.2 95.6 | 63.6 86.3
PEsT1 86.9 85.2 95.6 | 63.4 86.3
PEsT2 87.3 85.3 95.9 | 65.6 86.2
PESTCORR 90.0 82.3 95.9 | 61.3 85.7

I'une d’entre elles au moins donne les meilleurs résultats pour les cing jeux de
données lorsque les arbres de décision sont utilisés, ces résultats étant jugés signi-
ficativement meilleurs que tous les autres dans trois cas. La méthode MCTCorr
donne les meilleurs résultats pour trois jeux de données avec les réseaux de neu-
rones évidentiels ; dans les deux autres cas, les différences constatées ne sont pas
jugées significatives.

L’évaluation de la pertinence des classifieurs semble avoir ici moins d’impact
que dans le cas 1-1 : les différences constatées entre les méthodes MCT et MCT-
Corr sont globalement moindres. L’étape de correction permet de déterminer
les classifieurs pertinents, mais également de disposer de davantage d’informa-
tions pour I’élaboration de la solution. L’augmentation du nombre de classifieurs

TAB. 5.7 — Taux de bonne classification (%), décomposition 1-T, arbres de déci-
sion

Méthode | Satimage | Segment | Synth | Vowel | Waveform
MCTI-T | 84.8 95.1 | 95.3 | 35.5 | 74.8
CONJ 84.8 95.1 | 95.3 | 34.8 | 74.8
PCPLBT | 84.8 95.1 | 95.3 | 344 | 74.8
PESTP 84.8 95.1 | 95.3 | 34.0 | 74.8
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TAB. 5.8 — Taux de bonne classification (%), décomposition 1-T, réseaux de
neurones évidentiels

Méthode | Satimage | Segment | Synth | Vowel | Waveform
MCT1-T 84.9 75.8 96.2 | 66.5 86.3
CoNJ 85.1 75.7 95.9 | 66.5 86.3
PCrPLBT 85.0 76.2 96.2 | 66.5 86.3
PEsTP 85.0 76.2 96.2 | 66.5 86.3

TAB. 5.9 — Taux de bonne classification (%), décomposition CCE avec matrice
de codes dense, arbres de décision

Méthode | Satimage | Segment | Synth | Vowel | Waveform
MCTCCE 89.0 95.8 95.3 | 494 76.3

CoNJ 88.9 95.4 95.0 | 314 76.2
PCprPLBT 89.0 95.8 95.3 | 494 76.2
PESTP 88.9 94.2 95.0 | 23.2 76.2

binaires par rapport au cas 1-1 amoindrit vraisemblablement le gain di a 1'utili-
sation de classifieurs supplémentaires.

On peut constater que les méthodes MCT et PCpIBT donnent des résultats
proches ; néanmoins, la similitude de ces résultats est moins importante que dans
le cas de décompositions 1-T ou CCE avec matrice de codes dense. Ces deux
méthodes consistent & combiner les informations disponibles en recherchant une
solution consistante avec ces informations. La différence fondamentale réside dans
la prise en compte du caractére incomplet des informations combinées, lorsque les
classifieurs n’ont pas été entrainés a partir de tout ’ensemble d’apprentissage. Les
différences constatées entre les deux méthodes proviennent vraisemblablement de
ce traitement.

5.2.5 Comparaison des différents schémas de combinaison

On constate que les résultats obtenus pour les méthodes de combinaison ne fai-
sant pas intervenir de correction des classifieurs sont meilleurs lorsque les schémas
de décomposition par codes correcteurs sont utilisés. Les informations disponibles
sont alors plus nombreuses que dans le cas de décompositions 1-1 ou 1-T. Cela
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TAB. 5.10 — Taux de bonne classification (%), décomposition CCE avec matrice
de codes dense, réseaux de neurones évidentiels

Méthode | Satimage | Segment | Synth | Vowel | Waveform
MCTCCE 86.1 84.4 95.6 | 61.9 86.0
ConNJ 86.3 83.5 95.6 | 63.4 86.1
PCpPLBT 86.1 84.6 95.6 | 63.4 86.0
PEsTP 85.9 83.1 95.6 | 63.4 86.0

TAB. 5.11 — Taux de bonne classification (%), décomposition CCE avec matrice
de codes creuse, arbres de décision

Méthode Satimage | Segment | Synth | Vowel | Waveform
MCTCCE 89.0 95.4 96.2 | 47.8 77.9
MCTCORRCCE 92.3 95.5 96.5 | 63.2 81.1
MCTPRrROBCCE 92.3 95.9 96.5 | 62.8 81.1
CONJ 89.2 95.7 95.6 | 38.1 78.3
CoNJCORR 85.8 94.5 95.6 | 34.2 79.3
PCpPLBT 88.9 95.4 96.2 | 47.0 7.7
PEsTP 88.9 95.9 95.6 | 31.8 78.3

permet vraisemblablement de mieux compenser la connaissance incompléte de €2
qui caractérise un classifieur, en la complétant par les informations apportées par
les autres.

Les méthodes faisant intervenir une correction semblent donner de meilleurs
résultats avec la décomposition 1-1 qu’avec la décomposition CCE avec matrice de
codes creuse. Cela est vraisemblablement di au fait que les classifieurs entrainés
dans le cas 1-1 sont moins dépendants les uns des autres que dans le cas CCE : en
effet, les ensembles d’apprentissage de deux classifieurs différents peuvent avoir
au plus une classe en commun. Dans le cas des méthodes sans correction, la perte
de précision causée par la méconnaissance de certaines classes est généralement
plus importante que le gain di a 'indépendance des classifieurs.

Enfin, le schéma de décomposition 1-T donne généralement de médiocres ré-
sultats, excepté lors de la combinaison de réseaux de neurones évidentiels. Cela
suggére que les performances obtenues lors de la combinaison de classifieurs per-
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TAB. 5.12 — Taux de bonne classification (%), décomposition CCE avec matrice
de codes creuse, réseaux de neurones évidentiels

Méthode Satimage | Segment | Synth | Vowel | Waveform
MCTCCE 86.5 83.3 95.6 | 66.9 86.1
MCTCORRCCE | 92.6 85.8 | 95.6 | 66.9 86.1
CoONJ 86.6 83.3 95.6 | 66.2 86.2
CoNJCORR 91.0 84.1 95.3 | 66.7 86.1
PCrPLBT 86.5 84.4 95.3 | 67.5 86.2
PEsTP 86.4 83.5 95.6 | 66.0 86.2

formants par différents schémas de décomposition sont globalement homogénes,
comme 'ont constaté Rifkin et Klautau [48].

5.3 Analyse détaillée et interprétation des résul-
tats

5.3.1 Impact de la correction des classifieurs binaires

Les méthodes MCTCorrl-1, MCTProbl-1, ConjCorr et PEstCorr, faisant in-
tervenir une étape de correction des classifieurs, donnent des résultats globale-
ment meilleurs que ceux fournis par les autres méthodes. On constate toutefois
des différences dans la qualité de ces résultats, parfois significatives. Elles peuvent
étre expliquées par la maniére dont la pertinence des classifieurs est quantifiée et
intégrée aux informations fournies par les classifieurs binaires.

Analyse du fonctionnement des méthodes MCTCorr, MCTProb et
PEstCorr

Dans la méthode PEstCorr, la pertinence d'un classifieur binaire &;; est éva-
luée par un classifieur dit correcteur, entrainé a séparer la paire de classes ();; =
{wi,w;} des autres : elle est ainsi quantifiée par la probabilité ¢;; = P(€;;]x)
qu'un individu x évalué appartienne a ;. Soit q;; = P(Q;;]x) la probabilité que
x n’appartienne pas a );; ; la mesure de probabilité est additive, ce qui impose :
¢ij + ¢j; = 1. Par conséquent, la proximité d'une classe wy, (k ¢ {7,7}) & w; ou w;
peut influer sur la valeur de ¢;;. La figure 5.1 illustre ce phénomeéne de variation
des g;; sur un jeu de données synthétiques a trois classes, dont les densités sont
connues. Dans un cas, les classes ws et w3 sont nettement séparées; dans 'autre,
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. . , . . .
la classe w3 a subi une translation et ws et ws se recouvrent partiellement. La
probabilité correctrice g2 est calculée par la régle de Bayes. Pour un méme in-

Probabilités correctrices a5, Probabilités correctrices ay,

O class1
class 2
x_class 3

O class1
class 2
x_class 3

8 10 8 10

FiG. 5.1 — Courbes de niveau des probabilités correctrices ¢qo, calculées sur un
jeu de trois classes (gauche); probabilités correctrices gio, sur le méme jeu de
données, aprés translation de la classe w3 pour provoquer un recouvrement avec
la classe wy (droite).

dividu x de classe réelle wy, elle est bien plus élevée lorsque ws et w3 sont bien
séparées (g2 = 0.999) que lorsqu’elles se recouvrent partiellement (¢12 = 0.577).
Ainsi, lorsque les données sont mal séparées, I’étape de correction des classifieurs
binaires peut avoir une influence sur le classement de x, aboutissant parfois &
choisir une autre classe que celle déterminée par les classifieurs binaires perti-
nents.

Dans les méthodes MCTCorrl-1 et MCTProbl-1, la pertinence d’un classi-
fieur binaire &;; est quantifiée par la plausibilité pl;; que x appartienne a €;;.
La plausibilité est une mesure sur-additive : la seule contrainte imposée est
0 < plij(x) < 1, pour tout j > i. Par conséquent, les méthodes MCTCorrl-1
et MCTProbl-1 sont insensibles & ce phénoméne de recouvrement : dans le cas
traité ci-dessus, on aura vraisemblablement pl({ws}) =~ pl({ws}) ~ 1; 'emploi
d’une t-conorme donnera donc pl;; ~ 1, pour tout j > ¢. Dans ce cas, I'individu
X ne sera classé que sur la base des informations fournies par les classifieurs bi-
naires entrainés spécifiquement pour cette tache. Remarquons que dans le cas o
aucune information ne permet de déterminer les plausibilités d’appartenance pl;;,
le Principe du Minimum d’Information améne a fixer pl;; = 1 pour tout j > i :
un individu x est alors classé sur la seule base des informations fournies par les
classifieurs binaires, et la méthode est I’équivalent crédal de la méthode PCplBT.
Au contraire, lorsque x n’appartient & aucune classe de 2, les plausibilités d’ap-
partenance sont toutes telles que pl;; ~ 0; la fonction de masse déterminée par
combinaison vérifie donc m®(()) ~ 1. Cette fonction de masse quantifie bien la
croyance que x n’appartient pas a I'une des classes considérées.
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Soulignons en outre que suivant le type de classifieurs correcteurs employés, la
méthode PEstCorr peut nécessiter d’apprendre C% classifieurs correcteurs supplé-
mentaires, chacun étant entrainé sur la base des P individus d’apprentissage. La
détermination des plausibilités d’appartenance permet de ne prendre en compte
qu’'une seule fois I'information apportée par chaque individu d’apprentissage.

Enfin, soulignons que les méthodes MCTCorr et MCTProb comme la méthode
PEstCorr de celle des ¢;; sont d’'une maniére générale tributaires de la précision
des pl;;. Pour évaluer le nombre de mauvais classements diis & une correction
erronée des classifieurs, nous avons déterminé le nombre d’individus mal clas-
sés a l'issue de la combinaison, pour lesquels les classifieurs binaires pertinents
donnent des résultats corrects et les classifieurs correcteurs des résultats erronés.
Nous avons considéré la correction comme erronée lorsque la plausibilité pl({wy})
maximale ou la densité g, maximale ne correspond pas a la classe réelle de x. Les
résultats de cette expérience sont consignés dans les tableaux 5.13, 5.14 et 5.15; le
pourcentage correspondant au décompte effectué apparait entre parenthéses dans
chaque case. On constate que d’une maniére générale, les méthodes MCTCorrl-1

TAB. 5.13 — Nombre et pourcentage d’individus pour lesquels les classifieurs bi-
naires pertinents sont justes, les classifieurs correcteurs donnent des résultats
erronés, et le classement final est faux ; la régression logistique est utilisée comme
classifieur binaire 1-1.

Méthode | Satimage Segment Synth Vowel Waveform
MCTCorr | 58 (1.50%) | 12 (1.32%) 0 32 (6.93%) | 41 (1.17%)
MCTProb | 64 (1.66%) | 13 (1.43%) | 1 (0.29%) | 39 (8.44%) | 43 (1.23%)
PEstCorr | 59 (1.53%) | 67 (7.36%) | 3 (0.88%) | 27 (5.84%) | 34 (0.97%)

TAB. 5.14 — Nombre et pourcentage d’individus pour lesquels les classifieurs bi-
naires pertinents sont justes, les classifieurs correcteurs donnent des résultats
erronés, et le classement final est faux; les arbres de décision sont utilisés comme

classifieurs binaires 1-1.

Méthode | Satimage Segment Synth Vowel Waveform
MCTCorr | 29 (0.75%) | 10 (1.10%) | 1 (0.29%) | 22 (4.76%) | 13 (0.37%)
MCTProb | 36 (0.93%) | 11 (1.21%) | 2 (0.59%) | 25 (5.41%) | 18 (0.51%)
PEstCorr | 28 (0.73%) | 65 (7.14%) 0 13 (2.81%) | 2 (0.06%)
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TAB. 5.15 — Nombre et pourcentage d’individus pour lesquels les classifieurs bi-
naires pertinents sont justes, les classifieurs correcteurs donnent des résultats er-
ronés, et le classement final est faux ; les classifieurs binaires 1-1 sont des réseaux
de neurones évidentiels.

Méthode | Satimage Segment Synth Vowel Waveform
MCTCorr | 38 (0.98%) | 8 (0.88%) |1 (0.29%) | 43 (9.31%) | 54 (1.54%)
PEstCorr | 28 (0.73%) | 33 (3.63%) | 3 (0.88%) | 48 (10.39%) | 64 (1.83%)

et MCTProbl-1 sont plus sujettes que la méthode PEstCorr a une dégradation
du classement par 1’étape de correction, excepté lorsque les réseaux de neurones
évidentiels sont utilisés comme classifieurs binaires. Cependant, les résultats de
classification obtenus avec ces méthodes étant généralement meilleurs, cela sug-
gére que la méthode de combinaison a une importance prépondérante dans le
classement d’un individu. Le jeu de données Segment constitue toutefois une ex-
ception : on constate en effet un nombre important de cas ot I’étape de correction
conduit & un mauvais classement par la méthode PEstCorr. Cela explique la dé-
gradation globale des résultats par cette méthode, observée lors du traitement de
ce jeu de données.

Analyse de la somme conjonctive des fonctions de masse dénormalisées

Lors d'une décomposition 1-1 (tableaux 5.4, 5.5 et 5.6), la méthode ConjCorr
semble donner de meilleurs résultats que ceux obtenus par les méthodes ne faisant
pas intervenir de correction. Dans le cas d’une décomposition CCE avec matrice
de codes creuse, et lorsque les arbres de décision sont utilisés (tableau 5.11), les
résultats semblent au contraire moins bons que ceux obtenus sans correction.

Ces classifieurs associent des probabilités d’appartenance & des régions de
I’'espace d’entrée, entre lesquelles la variation de probabilité est trés brusque. Les
zones ol les informations fournies par les différents classifieurs sont conflictuelles
sont donc plus nombreuses qu’avec les réseaux de neurones évidentiels. Cette
tendance est d’autant plus marquée que le nombre de classifieurs est beaucoup
plus important avec ce schéma de décomposition qu’avec les autres; en outre,
la correction des fonctions de masse par les plausibilités d’appartenance tend a
accentuer le caractére conflictuel des fonctions de masse combinées.

Par conséquent, un nombre important de fonctions de masse combinées obte-
nues par la méthode ConjCorr vérifient m(0)) ~ 1. Lors de la prise de décision, de
telles fonctions de masse sont associées a une distribution de probabilité pignis-
tique uniforme sur I’ensemble des classes, et 'individu évalué est donc affecté a
une classe au hasard.
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5.3.2 Comportement de lerreur par rapport au rejet en
ambiguité

Nous avons mis en place une procédure de rejet en ambiguité lors de la prise de
décision, qui consiste a affecter un individu x a wy, si la probabilité p;, maximale,
ou la probabilité pigistique Bet P*(wy) maximale, est supérieure & un seuil )\ fixé.
En faisant varier A\, nous avons pu mesurer les taux d’erreur et de rejet et tracer
les courbes correspondantes.

Les courbes obtenues constituent donc une information plus riche que les
simples taux de bonne classification, lors d’une étude de la précision des mé-
thodes de combinaison. Elles permettent en outre de comparer la diversité des
distributions de probabilité, ou de probabilité pignistique, obtenues par combi-
naison. En effet, 'appartenance d’un individu aux classes est variable selon sa
localisation dans I'espace d’entrée. Pour certains, I’'une des probabilités d’appar-
tenance a une valeur significativement plus élevée que les autres; d’autres au
contraire partagent les caractéristiques de plusieurs classes a différents degrés, et
les probabilités correspondantes sont associées a des valeurs significatives. Des
taux de rejet répartis entre 0 et 1 caractérisent donc des données pour lesquelles
les distributions de probabilité obtenues sont diverses : les différences entre les
deux probabilités d’appartenance les plus élevées sont variables, selon les indivi-
dus considérés. A 'inverse, l'observation d’un mode dans la répartition des taux
de rejet suggére que la distribution de probabilité obtenue est semblable pour un
grand nombre d’individus.

La figure 5.2 présente I'évolution des taux associés aux méthodes sans cor-
rection, obtenus lors du traitement des données Vowel par combinaison 1-1 de
régression logistique ; la figure 5.3, les taux associés aux méthodes avec correc-
tion, obtenus en traitant les données Satimage au moyen de régression logistique,
dans le cas d'une décomposition 1-1 également. On constate que les méthodes
de combinaison MCT, PCplBT, PEstl et PEst2, qui recherchent une solution
consistante avec les données initiales, sont d’une précision semblable ; les couples
de valeurs calculées correspondent a des taux de rejet répartis globalement entre
0 et 0.5. La variété des distributions de probabilité obtenues par ces méthodes
refléte leur capacité a restituer la diversité des informations fournies par les clas-
sifieurs binaires.

Les méthodes MCTCorr et MCTProb sont les plus précises sur les données
Satimage : a taux de rejet fixé, elles présentent les taux d’erreurs les moins im-
portants, seule la méthode PEstCorr donnant des résultats légérement meilleurs
pour des taux de rejet compris entre 0.4 et 0.6. Remarquons en outre que les dis-
tributions de probabilité pignistique obtenues par ces méthodes présentent une
diversité plus importante encore que pour les méthodes ne faisant pas intervenir
de correction : les couples de valeur erreur-rejet correspondent a des taux de rejet
répartis globalement entre 0 et 0.8. Les informations non pertinentes, écartées lors
de la combinaison, n’étant pas reflétées par la solution, la distribution de proba-
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Fia. 5.2 — Courbes d’erreur-rejet, obtenues lors du traitement des données Vo-

wel par combinaison 1-1 de régression logistique, par les méthodes MCT, Conj,
PCplBT, PEstP, PEst1, et PEst2.

bilité pignistique déterminée est davantage représentative de l'appartenance de
I'individu évalué aux différentes classes.

On peut remarquer que les couples de valeurs erreur-rejet obtenus pour la
méthode Conj correspondent a des taux de rejet faibles, ou a un taux de rejet
maximal ; un phénomeéne similaire peut étre constaté pour la méthode ConjCorr.
Cela suggeére que les différences constatées entre les deux probabilités maximales
sont soit faibles, soit trés élevées. Rappelons qu’un nombre significatif de masses
obtenues par somme conjonctive sont associées a une distribution de probabilité
pignistique uniforme, les individus étant alors classés au hasard. Alternativement,
lorsque les informations fournies par les classifieurs binaires ne sont pas tota-
lement conflictuelles, la combinaison a tendance & déterminer des probabilités
pignistiques trés tranchées.

Enfin, on constate que les couples de valeurs caractérisant la méthode PEst-
Corr correspondent & des taux de rejet majoritairement inférieurs a 0.4. Rappe-
lons que cette méthode consiste & calculer la moyenne des informations corrigées.
Cela suggere que le compromis déterminé en faisant la moyenne des probabilités
fournies par les classifieurs donne des probabilités d’appartenance moins tran-
chées que le consensus atteint par les méthodes MCTCorr et MCTProb.

La figure 5.4 présente les taux obtenus lors du traitement des données Vowel
par combinaison de réseaux de neurones évidentiels, dans le cas d’une décompo-
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Fia. 5.3 — Courbes d’erreur-rejet, obtenues lors du traitement des données Sa-

timage par régression logistique dans le cas d'une décomposition 1-1, par les
méthodes MCT, ConjCorr, MCTCorr, MCTProb, et PEstCorr.

sition CCE avec matrice de codes dense. Les méthodes MCT, Conj et PCplBT
donnent des résultats de précision similaire. Remarquons que les couples d’erreur-
rejet obtenus pour la méthode Conj rendent compte d’une plus grande diversité
dans les distributions de probabilité obtenues par combinaison que lorsque les
arbres de décision sont utilisés : comme nous 1’avons évoqué précédemment, le
caractére conflictuel des informations fournies par ces derniers est plus marqué
qu’avec les réseaux de neurones évidentiels. On constate par ailleurs que les dis-
tributions de probabilité obtenues par la méthode PEstP sont trés proches de
la distribution uniforme sur I’ensemble des classes, a de rares exceptions prés ot
elles sont alors trés tranchées. Cette méthode de combinaison suppose I'indépen-
dance des classifieurs binaires, hypothése qui n’est pas vérifiée dans le cas d’une
décomposition CCE avec matrice de codes dense.

5.3.3 Adéquation de la solution aux données initiales

L’adéquation de la solution aux données initiales peut étre évaluée en compa-
rant les résultats obtenus a lissue de la combinaison aux informations fournies
par les classifieurs. Lorsque les sorties d’un classifieur sont interprétées comme
des fonctions de masse conditionnelles ou grossiéres, la fonction de masse obte-
nue par combinaison peut étre conditionnée ou réduite sur le domaine associé.
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F1G. 5.4 — Courbes d’erreur-rejet, obtenues lors du traitement des données Vowel

par combinaison de réseaux de neurones évidentiels (décomposition CCE avec
matrice de codes dense), par les méthodes MCT, Conj, PCplBT, et PEstP.

Lorsqu’elles sont vues comme des probabilités conditionnelles, la distribution de
probabilité obtenue peut étre reconditionnée par rapport aux groupes de classes.
Chaque classifieur peut ainsi étre associé a un diagramme de Shepard : cette
méthode simple de positionnement multidimensionnel permet de représenter les
similitudes entre les informations obtenues et les données initiales sous forme d’un
nuage de points.

Nous avons étudié la qualité de la reconstruction des informations fournies par
les classifieurs, sur le jeu de données Synth, représenté sur la figure 3.1 du chapitre
3. Les couples de valeurs correspondant aux masses initiales et reconstruites ont
été différenciés selon la classe réelle d’appartenance des individus correspondants.

Méthodes MCT, MCTCorr et MCTProb

Les figures 5.5 et 5.6 montrent la reconstruction des masses par la méthode
MCT, dans le cas de décompositions 1-T et CCE avec matrice de codes dense,
respectivement. Les réseaux de neurones évidentiels ont été utilisés comme clas-
sifieurs binaires. Dans le cas de la décomposition CCE dense, sept classifieurs ont
été entrainés.

La reconstruction des masses obtenues par la méthode MCT est globalement
satisfaisante. Remarquons que la qualité de la reconstruction dépend du schéma
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F1G. 5.5 — Méthode MCT, décomposition 1-T : masses m®* en fonction de m?“,
obtenues en traitant les données Synth au moyen de réseaux de neurones éviden-
tiels.
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FiGc. 5.6 — Méthode MCT, décomposition CCE avec matrice de codes dense :
masses m®7 en fonction de m7@7, obtenues en traitant les données Synth au moyen
de réseaux de neurones évidentiels.
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F1G. 5.7 — Méthode MCTCorr, décomposition 1-1 : masses m/[{234] en fonction de
ms4, obtenues en traitant les données Synth par régression logistique.

de décomposition : 'augmentation du nombre d’informations combinées rend
généralement la détermination d’'un compromis plus difficile. Ainsi, la qualité de
la reconstruction semble 1égérement moins bonne dans le cas de la décomposition
CCE avec matrice de codes dense, comme le montre la figure 5.6.

Les figures 5.7 et 5.8 montrent les masses m[{234] en fonction des masses
mg4 Obtenues par régression logistique, dans le cas d’une décomposition 1-1, par
les méthodes MCTCorr et MCTProb, respectivement. La figure 5.9 montre les
masses M1 en fonction des masses m$y® obtenues par un arbre de décision. La
décomposition CCE avec matrice de codes creuse compte dix-sept dichotomies :
le nombre de classifieurs & combiner est donc beaucoup plus important que dans
le cas d’'une décomposition 1-1.

Dans le cas des méthodes MCTCorr et MCTProb, la reconstruction des
masses est globalement satisfaisante pour les individus bien séparés par les classi-
fieurs binaires. Les individus x € w3 et X € wy, situés a la frontiére entre ws et wy,
sont caractérisés par des masses msy({ws}) et mzs({ws}) comprises globalement
entre 0.3 et 0.7. On constate pour ces individus une mauvaise reconstruction
des données initiales, due au caractére conflictuel des informations combinées.
En effet, 'affectation d’une masse de croyance significative a 1’élément focal non
singleton {23, dans la zone de recouvrement entre ws et w4 induit des différences
significatives entre les masses mss({ws}) et mss({ws}), comme le montrent les fi-
gures 5.7 et 5.8. Remarquons que ce phénomeéne est plus prononcé dans le cas de
la méthode MCTProb, qui a tendance & diriger davantage de masse vers les élé-
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F1G. 5.8 — Méthode MCTProb, décomposition 1-1 : masses m|[Q234](()) en fonction
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masses M9 en fonction de mS¢, obtenues en traitant les données Synth avec des
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FIG. 5.10 — Méthode Conj, décomposition 1-T : masses m®1* en fonction de my*,

obtenues en traitant les données Synth par réseaux de neurones évidentiels.

ments focaux non singletons. Ici encore, 'augmentation du nombre de classifieurs
combinés rend plus difficile la détermination d’un compromis entre les informa-
tions qu’ils fournissent, ce qui explique la baisse de la qualité de la reconstruction
des masses obtenues par la méthode MCTCorr (figures 5.7 et 5.9).

Méthodes Conj et ConjCorr

Les figures 5.10 et 5.11 présentent la reconstruction des masses obtenues sur
le jeu de données Synth, dans le cas de décompositions 1-T et CCE avec matrice
de codes dense. Chaque classifieur binaire — ici, un réseau de neurones éviden-
tiel — est donc entrainé a reconnaitre I'ensemble des classes. On constate que
la qualité de la reconstruction des masses diminue fortement lorsque le nombre
de classifieurs combinés devient plus important — rappelons que sept classifieurs
binaires ont été combinés dans le cas de la décomposition CCE avec matrice de
codes dense, contre quatre dans le cas d’'une décomposition 1-T. Conjointement,
la masse allouée a I’ensemble vide augmente alors de maniére significative, comme
le montre la figure 5.11. Cela illustre le comportement de la somme conjonctive
lors de la combinaison d’informations non distinctes. Le méme phénomeéne peut
étre constaté lors de 'utilisation de la méthode ConjCorr. Remarquons que la
correction des informations combinées semble donner lieu & une meilleure recons-
truction des masses : les informations combinées sont en effet moins conflictuelles
que lorsque seuls les classifieurs binaires sont considérés.

117



1
+ (A)l + (A)l
© 9 08 © %
_ 0)3 = g 0)3
= A L A
= 0 £ o6 ¢ 3 0 %4
o =
g £ 04
o ;,\
0.2
0 05 1
(c] +.
m2:((e))
1 1
(A)l + 0.)1
. (V)
08 2 058 © %
~ o, . o,
i~ w ~ w
S 06 4 Q o6 0 %
o d
E 04 E 04
& =
0.2 0.2
0 05 1 0 0.5 1
PG m21(@.)
7 7 7 7

F1G. 5.11 — Méthode Conj, décomposition CCE avec matrice de codes dense :
masses m®7 en fonction de m?7, obtenues en traitant les données Synth par ré-
seaux de neurones évidentiels.

Méthodes PCpIBT, PEstl, PEst2 et PEstCorr

La figure 5.12 montre les probabilités obtenues par les méthodes PCplBT,
PEstl, PEst2 et PEstCorr reconditionnées, en fonction des probabilités fournies
par les classifieurs, pour le schéma de décomposition 1-1. Les classifieurs binaires
utilisés sont la régression logistique.

Lorsque le classifieur binaire est entrainé a reconnaitre la classe d'un individu
évalué, les probabilités reconditionnées sont généralement trés proches des proba-
bilités conditionnelles initiales ; les individus x € ws, pour lesquels r34 est comprise
entre 0.3 et 0.7, sont caractérisés par une adéquation légérement moins bonne. La
qualité de la reconstruction est médiocre pour les individus dont la classe réelle
n’appartient pas a I’ensemble d’apprentissage du classifieur. L’adéquation entre
les probabilités combinées par la méthode PCpIBT puis reconditionnées et les
sorties des classifieurs semble toutefois légérement meilleure que pour les autres
méthodes.

Méthode PEstP

La figure 5.13 montre les probabilités obtenues par la méthode PEstP puis
reconditionnées, en fonction des probabilités fournies par les classifieurs, pour les
différents schémas de décomposition considérés. Les classifieurs binaires utilisés
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FI1G. 5.12 — Probabilités combinées reconditionnées @({w3}|{w3,w4}) exprimeées
en fonction des probabilités 734 fournies par le classifieur €34 (décomposition 1-
1), pour les méthodes PCpIBT (haut-gauche), PEst1 (haut-droite), PEst2 (bas-
gauche), et PEstCorr (bas-droite).
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sont la régression logistique pour la décomposition 1-1, et les réseaux de neurones
évidentiels dans les autres cas.

On constate que la qualité de la reconstruction diminue avec I'augmentation
du nombre de classifieurs : 'adéquation entre les masses initiales et les masses
reconstruites est ainsi beaucoup moins bonne dans le cas d’'une décomposition
CCE avec matrice de codes dense, pour laquelle sept classifieurs sont combinés,
que dans le cas d’une décomposition 1-T, ou seuls quatre classifieurs sont consi-
dérés. Rappelons que dans ces deux cas, le classifieur binaire a été entrainé a
reconnaitre toutes les classes. Ce phénoméne met donc en évidence l'instabilité
de la méthode, qui suppose I'indépendance des classifieurs, lors de la combinaison
d’informations non distinctes.

On remarque en outre que les probabilités reconditionnées sont constantes et
indépendantes des probabilités fournies par le classifieur binaire considéré, pour
un nombre significatif d’individus que ce dernier n’a pas été entrainé a recon-
naitre. Ce phénoméne peut étre constaté pour les individus x € wsy dans le cas
d’une décomposition 1-1, le classifieur €34 ayant été entrainé a reconnaitre {ws} et
{w4} ; et particuliérement pour les individus x € wy dans le cas d’'une décomposi-
tion CCE avec matrice de codes creuse, le classifieur €14 sachant séparer {wq,ws}
de {ws}. Rappelons que la méthode de combinaison PEstP définie par I’équation
(2.40), présentée au paragraphe 2.4.2 du chapitre 2, consiste a exprimer la proba-
bilité pp, d’appartenance a w;, comme la somme d’un terme Hi:e,ﬂ- 40 Plex; = exi)
correspondant a la combinaison des probabilités fournies par les classifieurs bi-
naires, et d’un terme o mesurant le conflit entre les différents classifieurs. Prenons
I'exemple d'un individu x € wq, dans le cas d'une décomposition 1-1. Lorsque les
probabilités conditionnelles 715, 193 et ro4 modélisent 'appartenance de x & ws,
les probabilités py, p3 et py obtenues par combinaison tendent vers «. En consé-
quence, les probabilités reconditionnées (py + pa)/(p1 + p2 + p3) tendent vers 2/3.
Ce phénomene est plus marqué dans le cas d'une décomposition CCE avec ma-
trice de codes creuse. Le type de classifieur utilisé est alors plus précis que la
régression logistique : la proportion d’individus x € w, pour lesquels py, ps et p3
tendent vers « est alors plus élevée. De plus, le nombre de classifieurs étant plus
important que dans le cas d’une décomposition 1-1, davantage d’informations
modélisent I'appartenance d’un individu x € w, a la classe wy.

Ce phénomeéne suggére que la méthode PEstP fournit des probabilités peu
représentatives de la distribution des classes. En outre, on peut imaginer que
cette méthode est peu robuste aux erreurs des classifieurs : lors de 1’évaluation
d’un individu x € wy, chaque classifieur entrainé a reconnaitre w, fournissant
une faible probabilité d’appartenance & cette classe contribue a faire diminuer la
probabilité p; obtenue par combinaison.
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Fi1G. 5.13 — Probabilités combinées exprimées en fonction des probabilités fournies
par les classifieurs, pour la méthode PEstP. Décomposition 1-T, réseaux de neu-
rones évidentiels (haut-gauche) : P({w,}) en fonction de r4; décomposition 1-1,
régression logistique (haut-droite) : @({w3}|{w3,w4}) en fonction de rs4; décom-
position CCE avec matrice de codes dense, réseaux de neurones évidentiels (bas-
gauche) : P({w, ws}) en fonction de r7 ; décomposition CCE avec matrice de codes
creuse, réseaux de neurones évidentiels (bas-droite) : @({wl,wg}\{wl,wg,wg}) en
fonction de ry¢.
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5.4 Synthése

Dans ce chapitre, les méthodes de combinaison de classifieurs binaires présen-
tées dans ce mémoire ont été évaluées, et leurs résultats ont été comparés a ceux
de méthodes déja existantes.

Les tests effectués mettent en évidence I'intérét de prendre en compte la perti-
nence des classifieurs, dans les cas ol certaines classes sont laissées de coté lors de
la phase d’apprentissage. L’évaluation de la précision de ces méthodes, et I’ana-
lyse de 'adéquation du résultat de la combinaison aux données initiales, mettent
en évidence la supériorité des méthodes qui recherchent une solution consistante
avec les informations fournies par les classifieurs binaires.

Les méthodes Conj et PEstP fournissent des résultats dont qualité dépend de
I'indépendance des classifieurs combinés. L'une comme 'autre supposant 'indé-
pendance de ces classifieurs, la solution obtenue ne modélise généralement pas
Iappartenance de l'individu évalué aux différentes classes de maniére satisfai-
sante, contrairement aux méthodes MCT, PCplBT, PEst1 et PEst2. Les résultats
obtenus par ces méthodes sont meilleurs lorsqu’un schéma de décomposition par
codes correcteurs d’erreurs est utilisé : le caractére incomplet des informations
fournies par les classifieurs est compensé par leur nombre.

Les méthodes MCTCorr, MCTProb, ConjCorr, et PEstCorr fournissent gé-
néralement de meilleurs résultats que les autres, grace a 'étape supplémentaire
permettant d’évaluer la pertinence des classifieurs binaires. La qualité des résul-
tats obtenus par la méthode ConjCorr est toutefois tributaire de I'indépendance
des classifieurs. Ces méthodes donnent de meilleurs résultats lorsque le schéma
de décomposition un-contre-un est utilisé. Cela est vraisemblablement di au fait
que les classifieurs entrainés sont alors moins dépendants les uns des autres que
dans le cas d’une décomposition par codes correcteurs d’erreurs.

Le schéma de décomposition 1-1 étant plus simple & mettre en ceuvre — la
procédure de détermination d’une matrice de codes peut étre cotiteuse, I'implé-
mentation des méthodes de combinaison crédales faisant intervenir une étape de
correction semble donc étre une approche intéressante pour la résolution d’un
probléme de classification.
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Conclusion

Synthése générale

Le travail présenté dans ce mémoire a permis d’étudier la combinaison de
classifieurs binaires dans le cadre du Modéle des Croyances Transférables.

Ce cadre théorique permet de modéliser de maniére simple et intuitive le ca-
ractére incomplet des informations données par les classifieurs binaires. Si un
classifieur n’est pas entrainé a reconnaitre la totalité des classes correspondant
au probléme initial, les informations qu’il fournit peuvent alors étre interprétées
comme des fonctions de croyance conditionnelles, définies sur un cadre de dis-
cernement restreint. Si son ensemble d’apprentissage est formé de groupes de
plusieurs classes, le classifieur est incapable de faire la différence entre les classes
appartenant a un méme groupe, et ses sorties peuvent alors étre vues comme des
fonctions de croyance définies sur un cadre plus grossier que le cadre de discer-
nement initial.

Les classifieurs sont combinés en recherchant la fonction de masse la plus
consistante possible avec les informations disponibles, par résolution d'un pro-
bléme d’optimisation. Selon ’algorithme de classification employé, les classifieurs
binaires n’étant pas entrainés & reconnaitre la classe réelle de I'individu évalué
peuvent donner des informations erronées ; la combinaison directe de leurs sorties
peut mener au calcul d’une solution biaisée. La pertinence des informations four-
nies par un classifieur peut alors étre évaluée : elle est assimilée a la plausibilité que
I'individu évalué appartienne & l'une des classes composant 1’ensemble d’appren-
tissage du classifieur. Du point de vue du Modéle des Croyances Transférables,
cela revient & dénormaliser la fonction de masse modélisant ces informations
avant de la combiner avec les autres. Les plausibilités d’appartenance permettent
également de combiner des classifieurs probabilistes, en interprétant leurs sorties
comme des probabilités pignistiques définies sur les cadres correspondants.

Les résultats obtenus sur plusieurs jeux de données de la littérature mettent en
évidence la robustesse des méthodes développées. La combinaison des fonctions
de masse normales donne globalement des résultats similaires a d’autres méthodes
de combinaison fonctionnant sur le méme principe, par recherche d’une solution
consistante avec les données disponibles. La dénormalisation des fonctions de
masse au moyen des plausibilités d’appartenance permet généralement d’amélio-
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rer les résultats de classification de maniére significative. Une étude plus détaillée
des résultats obtenus montre en outre que la fonction de masse déterminée par
combinaison refléte les informations fournies par les classifieurs de maniére satis-
faisante.

Remarquons enfin que les méthodes de combinaison proposées ne se limitent
pas & la simple combinaison de classifieurs binaires : elles permettent en effet de
déterminer la solution d’un probléme lorsque les informations disponibles sont
exprimées sur des domaines différents, ne se limitant pas nécessairement a deux
éléments. Les méthodes peuvent ainsi étre aisément adaptées lorsque les cadres
de définition des sorties des classifieurs sont de taille quelconque, en utilisant
les opérateurs de conditionnement et de réduction appropriés. De méme qu’une
distribution de probabilité peut étre vue comme une fonction de croyance Bayé-
sienne, des distributions de possibilité ou de nécessité peuvent étre interprétées
dans le cadre du Modele des Croyances Transférables. Les méthodes de combi-
naison proposées peuvent donc également étre appliquées & la combinaison de
classifieurs fournissant des données hétérogénes, procédant de formalismes diffé-
rents.

En conclusion, le travail réalisé dans ce mémoire a permis de proposer plu-
sieurs méthodes de combinaison permettant de fusionner des sources d’informa-
tions non indépendantes, de natures diverses, pouvant modéliser une connaissance
imparfaite.

Perspectives

Un certain nombre d’aspects des méthodes proposées peuvent faire I'objet de
travaux ultérieurs.

L’estimation des plausibilités d’appartenance est une étape cruciale permet-
tant d’améliorer les résultats de maniére significative. Or, la méthode utilisée
dans ce mémoire est purement empirique : il existe & ce jour trés peu de travaux
portant sur l'estimation dune distribution de plausibilité — ou, de maniére équi-
valente, d’une distribution de possibilité — a partir de données. Remarquons que
Ialgorithme de SVM a une classe, utilisé pour estimer la plausibilité d’appar-
tenance a une classe, fait 'objet d’'un nombre croissant de travaux, notamment
pour la détection de nouveauté. Cet algorithme a été initialement proposé pour
estimer le support d’une distribution multidimensionnelle ; son extension au cal-
cul de la plausibilité d’appartenance au support d’une classe semble donc étre
une piste prometteuse.

Soulignons que les méthodes de combinaison proposées nécessitent actuel-
lement de résoudre un probléme d’optimisation quadratique; bien que des al-
gorithmes performants permettent de s’en acquitter, I'utilisation d’une régle de
combinaison non itérative constituerait naturellement un atout précieux pour le
traitement de taches nécessitant de la rapidité. Une régle de combinaison conjonc-

124



tive prudente a récemment été proposée par Denceux [13]. Cet opérateur consiste
a n’utiliser qu’une seule fois un méme élément d’information apporté par les dif-
férentes sources : il est donc bien mieux adapté que la régle conjonctive pour
combiner des classifieurs non indépendants. Il semble donc intéressant de tester
I'utilisation de cet opérateur pour combiner les sorties des classifieurs binaires.

L’utilisation des méthodes proposées dans ce mémoire pour résoudre d’autres
problémes de combinaison pourrait également étre envisagée. L’élicitation d’avis
d’experts est une approche consistant a représenter 1’avis d’un individu par une
mesure de confiance ; de récents travaux [64] ont montré I'intérét de la théorie des
fonctions de croyance pour modéliser ces opinions. Il est souvent plus judicieux
de ne soumettre & un expert qu’'un ensemble limité d’hypothéses, de maniére a le
confronter & un probléme simple, correspondant a son domaine d’expertise ; les
méthodes de combinaison proposées dans ce mémoire semblent donc étre 1’outil
adapté pour obtenir une fonction de croyance représentant I’ensemble des connais-
sances des différents experts, a partir des fonctions de croyance élicitées sur des
problémes plus simples.

D’une maniére générale, la théorie des fonctions de croyance s’est montrée
intéressante pour formaliser la combinaison de classifieurs entrainés a reconnaitre
des ensembles de classes différents, de méme que pour d’autres techniques comme
le bagging [22]. Il semble donc prometteur d’aborder d’autres problémes d’appren-
tissage statistique, permettant de combiner des classifieurs entrainés & résoudre
le méme probléme dans le but d’améliorer leurs performances individuelles, dans
une perspective évidentielle. Nous pensons en particulier a la technique du boos-
ting, qui peut étre utilisée conjointement & la méthode des codes correcteurs
d’erreurs pour résoudre des problémes de classification multiclasses [49].
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